



نقش کرنلهای مختلف در دستهبندی سیگنالهای EMG سطحی به منظور آشکارسازی خستگی عضلانی با استفاده از SVM
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1- مقدمه
خستگی مفهومی چندبعدی و ذهنی و پدیدهای پیچیده با علل، مکانیزمها و اشکال مختلف بروز میباشد، بنابراین به عنوان مسئلهای پیچیده برای پزشکان مطرح است ]1[. از آنجا که خستگی دارای ابعاد سایکولوژیک و فیزیولوژیک میباشد، تعیین سطوح مختلف آن، امری ضروری است. به عبارت دیگر، برای اینکه مقایسهی بین بیماران ممکن گردد، درک فردی از خستگی باید کمی شود ]1[.
خستگی دارای تعریفی یکتا و منحصر به فرد نمیباشد اما در فیزیولوژی، خستگی معمولاً بهصورت فقدان توان تولید نیروی ارادی حین تمرین تعریف میشود. فقدان توان تولید نیرو، میتواند منشأ محیطی و مرکزی داشته باشد. خستگی غالباً در سطح محیطی یعنی در سطح بافت عضلانی مورد مطالعه قرار میگیرد. سیگنالهای Electromyogram (EMG) سطحی، اطلاعات مفیدی را در مورد مکانیزمهای خستگی فراهم میسازند ]4,1[. علیرغم محدودیتهای به کارگیری EMG سطحی برای عضلاتی که مستقیماً در زیر پوست قرار گرفتهاند و مشکل cross talk از عضلات مجاور، این روش به دلیل غیرتهاجمی بودن، مونیتورینگ زمان حقیقی خستگی و همبستگی با تغییرات بیوشیمیایی و فیزیولوژیکی، به طور گستردهای برای تعیین خستگی عضلانی محلی مورد استفاده قرار میگیرد ]4[. به منظور کاهش پیچیدگیها و نیز تعداد عواملی که سیگنال EMG را تحت تأثیر قرار میدهند، اغلب تحقیقات بر روی جلوههای میوالکتریک خستگی عضلانی حین انقباض ایزومتریک و با نیروی ثابت تمرکز یافتهاند ]9[. از آنجا که خستگی، خود یک متغیر فیزیکی نمیباشد، ارزیابی آن نیازمند تعریف شاخصهایی مبتنی بر متغیرهای فیزیکی است که قابل اندازهگیری باشند. این متغیرها میتوانند شامل نیرو، توان یا متغیرهای مربوط به سیگنال EMG نظیر دامنه و تخمینهای طیفی باشند ]9[. رایجترین روش مورد استفاده برای تخمین طیف توان سیگنال EMG، تبدیل فوریه است. روشهای مبتنی بر تبدیل فوریه از محدودیتهایی نظیر فرض ایستایی رنج میبرند ]5,4,3[. به علاوه، بیشتر تحقیقات گذشته به ارائهی روشهایی برای کمیسازی خستگی عضلانی پرداختهاند و تعداد کمی از آنها روشهایی را برای دستهبندی و پیشگویی خستگی ارائه کردهاند.
در این مقاله، از ویژگیهای جدیدی برای کمیسازی خستگی عضلانی در حوزهی زمان و فرکانس استفاده شده است که نه تنها محدودیتهای روشهای مبتنی بر تبدیل فوریه را ندارند بلکه ذاتاً برای سیگنالهای غیرایستان مناسب میباشند. در ادامه از دستهبند SVM (Support Vector Machine) برای دستهبندی سیگنال EMG به دو کلاس خسته و غیرخسته، استفاده شده است. سپس تأثیر کرنلهای مختلف بر صحت دستهبندی مورد ارزیابی قرار گرفته است. 
2- مواد و روش کار
2-1- سوژهها
نه داوطلب زن سالم، غیر ورزشکار و با دست راست غالب (سن (سال 58/5 ± 77/29)، جرم (Kg 64/6 ± 22/62) و BMI (Kg/m2 32/2 ± 53/23)) در این تحقیق شرکت نمودند. قبل از آزمایش، سوژهها توسط آزمونگر و فرم مربوط به توضیحات قبل از ثبت، از پروتکل و هدف تحقیق اگاهی یافتند. سپس از آنها رضایتنامهی کتبی برای شرکت در تحقیق اخذ شد. دادههای این مقاله، در گروه مغز و اعصاب بیمارستان قائم (عج) مشهد جمعآوری شدند. قبل از ورود به تحقیق، تمام سوژهها به منظور حصول اطمینان از عدم وجود اختلالات عصبی- عضلانی، توسط پزشک مورد معاینه قرار گرفتند. تمام ثبتها بین ساعت 4 تا 7 عصر انجام شدند. سوژهها 24 ساعت قبل از ثبت، مجاز به استفاده از هیچگونه مسکن و یا شلکنندهی عضلات نبودند. 
2-2- پروتکل ثبت
دادههای EMG سطحی دوقطبی (توسط دستگاه PowerLab/4SP (ADInstruments Pty Ltd. Australia)، Hz 500-10 :bandpass، فرکانس نمونهبرداری KHz2) توسط الکترودهای سطحی دایروی یکبار مصرف Ag/AgCl از عضلهی sternocleidomastoid (SCM) راست، حین تست استقامت فلکشن گردن، ثبت شدند. الکترودها، اندکی به صورت خلفی در بخش میانی عضلهی SCM و در جهت فیبرهای عضلانی قرار داده شدند. الکترود مرجع نیز بر روی استخوان ترقوه قرار داده شد. به منظور پایین نگه داشتن امپدانس بین الکترودی (فاصلهی بین الکترودی cm2)، ابتدا پوست با الکل %70 تمیز شد. 
برای تست استقامت ایزومتریک فلکشن گردن، سوژهها در وضعیت به پشت خوابیده، در حالیکه زانوها در زاویهی ◦60 بودند، روی تخت قرار گرفتند. پس از 1 دقیقه adaptation period، از سوژهها خواسته شد تا گردن خود را خم نموده و به کمک آزمونگر آن را در زاویهی ◦20 نگاه دارند و در این وضعیت، چانهی خود را تا حد ممکن جلو آورند. این تست تا زمانی که سوژه قادر به حفظ موقعیت خود نبود، ادامه مییافت. حین آزمایش، از سوژهها خواسته شد تا قبل از خستگی کامل و اتمام ثبت، زمانی را که برای اولین بار احساس خستگی نمودهاند را اعلام نمایند. یعنی زمانی که سوژه خستگی را حس کرده اما هنوز قادر به ادامهی ثبت بوده است. این لحظهی زمانی با نشانهگذاری توسط comment که از امکانات نرمافزار Labchart میباشد، مشخص گردیده است. به این ترتیب، برچسبگذاری اولیه و دستی دادهها به دو کلاس خسته و غیرخسته ممکن شده است.
2-3- استخراج ویژگی
 از آنجا که خستگی، خود یک متغیر فیزیکی نمیباشد، ارزیابی آن نیازمند تعریف شاخصهایی مبتنی بر متغیرهای فیزیکی است که قابل اندازهگیری باشند. این متغیرها میتوانند شامل نیرو، توان و یا سایر متغیرهای مرتبط با سیگنالهای EMG نظیر دامنه و تخمینهای طیفی باشند ]9,2[. در این مقاله به منظور کمی سازی خستگی عضلانی، ابتدا سیگنالهای EMG به فریمهای یک ثانیهای قطعهبندی شده و سپس از هر قطعه، 6 ویژگی در حوزهی زمان، فرکانس و زمان- مقیاس استخراج شده است. سپس ویژگیها نرمالیزه شده و به مقیاس مناسب آورده شدهاند. لازم به ذکر است که تمام پردازشهای نرمافزاری این مقاله توسط نرمافزار Matlab R2009a (Mathworks Inc. USA) انجام شدهاند. جدول 1، ویژگیهای استخراج شده برای کمیسازی خستگی عضلانی را نشان میدهد. 
جدول 1: ویژگیهای استخراج شده از سیگنال EMG سطحی.
	حوزهی زمان- فرکانس
	حوزهی فرکانس
	حوزهی زمان

	WIRMIM51
	AIF
	ZC

	WIRE51
	DF
	RMS


ZC: نرخ عبور از صفر، معرف تعداد دفعاتي است كه دامنهی سيگنال EMG از خط پایه عبور ميكند. با افزايش فعاليت عضله، پتانسيل عمل بيشتري توليد خواهد شد كه باعث افزايش تعداد دفعات عبور از صفر در سيگنال ميشود. اما با آغاز خستگي، اين ويژگي به دليل كاهش هدايت جريان الكتريكي در عضله كاهش مييابد ]10,4[.
RMS: مقدار RMS سیگنال EMG منعکس کنندهی فرکانس آتش، مدت زمان و سرعت سیگنال الکتریکی است. افزايش اين ويژگي ميتواند، نشاندهندهی به كارگيري تعداد فيبرهاي عضلاني بيشتر براي تولید نيروي خارجي ثابت و شاخصي از پيشرفت خستگي باشد ]10,4[.
AIF: ویژگی فرکانس لحظهای متوسطگیری شده، یک متغیر فرکانسی جدید برای مونیتورینگ نزول فرکانسی سیگنالهای EMG سطحی، حین انقباض ایزومتریک با نیروی ثابت میباشد. AIF، مبتنی بر مفهوم فرکانس لحظهای است که بهصورت مشتق مرتبه اول فاز سیگنال تعریف میشود. AIF با اجتناب از مسئلهی تخمین طیف، بر مشکلات متغیرهای طیفی معمول (فرکانس متوسط و فرکانس میانه) فائق آمده است. به علاوه، این متغیر نیازی به فرض شبه ایستایی ندارد زیرا ذاتاً برای سیگنالهای غیرایستان مناسب میباشد. این شاخص توسط معادلهی (1) محاسبه میگردد ]5[:

[bookmark: OLE_LINK84][bookmark: OLE_LINK85](1)
که ωi(t) فرکانس لحظهای سیگنال و [ta,tb] پنجرهی زمانی محاسبات میباشد.
DF: این ویژگی، فرکانس غالب را در یک باند فرکانسی منتخب (که با روش Welch تخمین زده میشود) مییابد. در این مقاله، باند فرکانسی Hz15 تا Hz45 برای این ویژگی انتخاب شده است (زیرا بیشتر از بقیه تکرار شدهاند) ]10,6[. 
WIRM1M51: این ویژگی مبین شاخص ویولت نسبت بین ممان 1- در مقیاس انرژی ماکزیمم و ممان 5 در مقیاس 1 میباشد که توسط معادلهی (2) محاسبه میگردد ]10,3[:

[bookmark: OLE_LINK88][bookmark: OLE_LINK89](2)
[bookmark: OLE_LINK92][bookmark: OLE_LINK93]که Dmax(f) و D1(f) بهترتیب طیف توان محاسبه شده توسط تبدیل فوریهی ماکزیمم انرژی و اول مربوط به تبدیل ویولت گسسته با استفاده از ویولت db5 و Hz10 f1= و Hz500 f2= میباشد. مقیاس حداکثر انرژی، در اینجا، 4 بوده است.
WIRE51: این ویژگی، شاخص ویولت نسبت انرژیها در مقیاسهای 5 و 1 میباشد و توسط رابطهی (3) محاسبه میگردد ]10,3[:

[bookmark: OLE_LINK98][bookmark: OLE_LINK99](3)
[bookmark: OLE_LINK7][bookmark: OLE_LINK8] که D5[n] و D1[n] بهترتیب جزئیات در مقیاسهای پنجم و اول تبدیل ویولت گسسته میباشند که با استفاده از ویولت Sym5 محاسبه شدهاند. 
2-4- دستهبندی با استفاده از SVM 
استفاده از ماشینهای بردار پشتيبان (SVM) در مسائل دستهبندي، رويکرد جديدي است که در چند سالهی اخير مورد توجه بسياري قرار گرفته است. استراتژی SVM به اين صورت است که در فاز آموزش، سعي ميشود مرز تصميم گيري به گونهاي انتخاب گردد که حداقل فاصلهی آن با هر يک از دستههاي مورد نظر، ماکزيمم گردد. اين نوع انتخاب باعث ميشود که تصميم گيري در عمل، شرايط نويزي را به خوبي تحمل نماید و پاسخدهي خوبي داشته باشد. اين نحوهی انتخاب مرز بر اساس نقاطي به نام بردارهاي پشتيبان صورت میپذیرد ]7[.
[bookmark: OLE_LINK103][bookmark: OLE_LINK104][bookmark: OLE_LINK105][bookmark: OLE_LINK106]مسئلهی SVM خطی، مسئلهی دستهبندی دوکلاسه با استفاده از مدلهای خطی بهشکل g(x)=wT.x+b میباشد. در عمل، ممکن است توزیعهای class conditional با هم، همپوشانی داشته باشند که در این حالت، جداسازی دقیق دادههای آموزشی میتواند ممکن نباشد. بنابراین نیازمند راهی برای اصلاح SVM هستیم زیرا روش حل مسأله در حالتي که داده‌ها جدايي پذير خطي هستند، قابل اعمال به حالت جداییناپذیر خطی نمیباشد ]8[. یک راهحل این است که اندکی کوتاه آمده و مقداری خطا را در دستهبندی بپذیریم. برای این کار یک slack variable به نام iξ برای هر کدام از دادههای آموزشی تعریف میشود. راه دیگر استفاده از تکنیکهای کرنل در SVM میباشد. کرنل SVM، در دو مرحله انجام میپذیرد: (1) نگاشت غیرخطی بردار ویژگی x به فضای با ابعاد بالا و (2) ایجاد یک فوقصفحهی جداکنندهی بهینه در فضای با ابعاد بالا ]7[.
[bookmark: OLE_LINK113][bookmark: OLE_LINK114][bookmark: OLE_LINK96][bookmark: OLE_LINK97]از آنجا که SVM یک روش آموزش باسرپرستی میباشد، بنابراین نیاز است که فریمهای سیگنال، قبل از شروع پردازشها برچسبگذاری شوند. برچسبگذاری فریمها به دو کلاس خسته (0) و غیرخسته (1) تنها برمبنای خوداظهاری سوژهها انجام پذیرفته است. در این مقاله، برای دستهبندی سیگنال EMG از SVM خطی و غیرخطی با کرنلهای مختلف استفاده شده است. 
2-4-1- کرنل خطی
تابع کرنل خطی به صورت زیر تعریف میشود:

[bookmark: OLE_LINK127][bookmark: OLE_LINK128](4)
[bookmark: OLE_LINK121][bookmark: OLE_LINK122] که X، بردار دادهها است. این تابع، سادهترین نوع کرنل میباشد و برای دادههای جداییپذیر خطی، عملکرد خوبی نشان میدهد ]7[. 
2-4-2-  کرنل چندجملهای
کرنل چندجملهای به صورت زیر تعریف میشود:

[bookmark: OLE_LINK135][bookmark: OLE_LINK136](5)
[bookmark: OLE_LINK133][bookmark: OLE_LINK134]که p، درجهی چندجملهای میباشد. در حالت کلی برای بردارهای  که بهصورت خطی روی ابعاد p وابستهاند، تابع کرنل مرتبهی p میتواند برای تبدیل آنها به بردارهای مستقل خطی روی آن ابعاد p، مورد استفاده قرار گیرد. زمانی که آنها به فضای بعدی منتقل شوند که در آن، جداییپذیر خطی باشند، SVM خطی میتواند برای مسئلهی دستهبندی مورد استفاده قرار گیرد. بنابراین کرنل چندجملهای بهطریقی توسعهی کرنل خطی میباشد زیرا منجر به تبدیلی میشود که عدم وابستگی بین نمونهها را ممکن میسازد ]7[. عملکرد کرنل چندجملهای، به مرتبهی p چندجملهای وابسته است؛ زیرا اینکه دادهها چقدر جداییپذیر هستند، به p بستگی دارد. در این مقاله، عملکرد کرنل چندجملهای برای مرتبههای 3 تا 5  ارزیابی شده است. 
2-4-3-  کرنل RBF
تابع کرنل Radial Basis Function (RBF) توسط معادلهی (6) تعریف میشود:

(6)
[bookmark: OLE_LINK167][bookmark: OLE_LINK176]این تابع کرنل، اساساً برای کار با دادههایی که تابع توزیع احتمال class conditional آنها گوسین میباشد، سودمند است. کرنل RBF، چنین دادههایی را به فضای دیگری که دادهها در آن جداییپذیر خطی باشند، نگاشت مینماید ]7[. 
2-4-4-  کرنل two layer perceptron 
کرنل Two- layer perceptron، به صورت زیر تعریف میشود:

(7)
تعداد نورونهای مخفی و بردار وزن این کرنل بهترتیب بهصورت خودکار توسط تعداد بردارهای پشتیبان و مقدار آنها تعیین میشود. وزنهای مخفی- تا- خروجی، ضرایب لاگرانژ αi هستند. باید توجه شود که این تابع، به ازای مقادیر خاصی از 0β و 1β، شرط Mercer را برآورده میسازد ]7[. 
3- [bookmark: OLE_LINK144][bookmark: OLE_LINK145]نتایج
[bookmark: OLE_LINK5][bookmark: OLE_LINK6]در بسیاری از حوزههای یادگیری، همانند شرایط این مقاله، تعدادی ویژگی تعریف میشود که این ویژگیها به صورت بالقوه برای آموزش و دستهبندی مفید میباشند. اما واقعیت این است که ممکن است همگی این ویژگیها مرتبط نباشند. در چنین مواردی، انتخاب یک زیرمجموعه از ویژگیهای اصلی اغلب منجر به عملکرد بهتر میگردد. در آموزش با سرپرستی، الگوریتمهای انتخاب ویژگی، توابعی از صحت پیشگویی را حداکثر میسازند. در این مقاله، به منظور انتخاب ویژگی، از جعبه ابزار کاهش بعد نرمافزار Matlab استفاده شده است. در این جعبه ابزار، تکنیکهایی وجود دارند که به تخمین بعد ذاتی مجموعه داده میپردازند. منظور از بعد ذاتی، حداقل تعداد پارامترهایی است که بتوانند اطلاعات داده را حفظ نمایند. برای این منظور ابتدا از یک تخمینگر محلی بعد به نام Geodesic Minimum Spanning Tree (GMST) استفاده شده است. بعد تخمین زده شده توسط این تخمینگر، 3 میباشد. سپس از روش Local Linear Embedding (LLE) برای انتخاب ویژگیهای مناسب از میان شش ویژگی ذکر شده، استفاده شده است. ویژگیهای انتخابی توسط این معیار، RMS، ZC و AIF بودهاند. سپس این بردار ویژگی برای دستهبندی خستگی عضلانی به دو کلاس خسته و غیرخسته، به دستهبند SVM داده شده است. پس از آموزش دستهبند SVM با استفاده از دادههای آموزش، عملکرد دستهبند به ازای دادههای تست و کرنلهای مختلف ارزیابی شده است. جدول2، صحت بهدست آمده توسط کرنلهای مختلف و شکل 1، نتیجهی جداسازی با معیار انتخاب ویژگی LLE و 4 نوع تابع کرنل (خطی، چندجملهای، MLP و RBF) را در دو بعد نشان میدهد.
[bookmark: OLE_LINK31][bookmark: OLE_LINK32]جدول 2: صحت به دست آمده توسط کرنلهای مختلف.
	RBF
	MLP
	چندجملهای
	خطی
	نوع کرنل

	%16/91
	%08/55
	%81/85
	%7/56
	صحت


[bookmark: OLE_LINK137][bookmark: OLE_LINK138]هر کدام از توابع کرنل ذکر شده، دارای پارامترهایی هستند که باید توسط کاربر تعیین گردند. مقدار این پارامترها میتواند صحت دستهبند SVM را تا حد قابل ملاحظهای متأثر سازد. در این تحقیق بهمنظور بررسی اثر درجهی چندجملهای در عملکرد دستهبند SVM، از مقادیر مختلف درجه (3 تا 5) در یک حلقهی for استفاده شده است و درجهای که به ازای آن بهترین عملکرد دستهبند چندجملهای حاصل شده، تعیین شده است. درجهی 4، بهترین پاسخها را تولید نموده است. همانطور که قبلاً ذکر شد، بایاس در کرنل MLP، به صورت یک بردار با دو المان [β0,β1] مشخص میشود. بهمنظور بررسی اثر β0,β1 در عملکرد دستهبند SVM، از مقادیر مختلف برای آنها استفاده شده است. ]01/0, -01/0[ بهترین عملکرد دستهبند را تولید است. پارامتر سیگما در کرنل RBF نیز پارامتری است که توسط کاربر تعریف میشود اما تعداد توابع RBF و مراکز آنها بهصورت خودکار توسط تعداد بردارهای پشتیبان و مقادیر آنها تعیین میشود. سیگما باید عددی مثبت باشد. در این مقاله بهمنظور بررسی اثر سیگما در عملکرد دستهبند SVM، از مقادیر مختلف سیگما، استفاده شده است. به ازای مقدار 5/0، بهترین درصد صحت به دست آمده است. 
4- بحث و نتیجهگیری
[bookmark: OLE_LINK146][bookmark: OLE_LINK147][bookmark: OLE_LINK148][bookmark: OLE_LINK149]خستگی مفهومی ذهنی است و تعریف آن بسیار پیچیده میباشد. آشکارسازی و دستهبندی خستگی عضلانی، اطلاعات مفیدی را در بسیاری از حوزههای پژوهشی فراهم میسازد. به عنوان مثال، آشکارسازی و دستهبندی خستگی در سیستمهای بیوفیدبک میتواند سهمی در آگاهی از الگوهای فعالسازی عضلانی حفظ شده داشته باشد. در این مقاله از SVM خطی و غیرخطی با انواع کرنلهای مختلف برای دستهبندی سیگنال sEMG به دو کلاس خسته و غیرخسته استفاده شد. انتخاب تابع کرنل یا نگاشت غیرخطی، منجر به انواع مختلف دستهبندی بردار پشتیبان با سطوح عملکرد مختلف میگردد. اما انتخاب یک کرنل مناسب برای کاربرد خاص، اغلب کاری دشوار میباشد. شرط لازم و کافی برای اینکه یک  کرنل معتبر باشد، این است که تئوری Mercer را برآورده نماید اما از سوی دیگر، در حقیقت هیچ راه ریاضی سازمانیافتهای برای ترجیح یک کرنل به سایر کرنلها وجود ندارد. با این حال، اگر بدانیم دادهها جداییپذیر خطی نیستند، میتوان انتظار داشت که دستهبندی بردار پشتیبان مبتنی بر کرنل غیرخطی، عملکرد بهتری نسبت به دستهبندی بردار پشتیبان مبتنی بر کرنل خطی داشته باشد. با توجه به جداییناپذیری خطی دادههای این مقاله، طبیعتاً انتظار میرود که SVM غیرخطی عملکرد بسیار بهتری نسبت به کرنل خطی داشته باشد. نتایج صحت دستهبندی در جدول 2  نیز این مسئله را تأیید مینمایند (%7/56 برای کرنل خطی در مقابل %16/91 برای کرنل RBF). در حالت کلی، RBF اولین گزینهی منطقی میباشد. زیرا اولاً این کرنل، نمونهها را بهصورت غیرخطی به فضای با ابعاد بالا نگاشت مینماید؛ بنابراین برخلاف کرنل خطی، میتواند زمانی که ارتباط بین برچسب کلاسها و ویژگیها، غیرخطی باشد، مورد استفاده قرار گیرد. بهعلاوه کرنل خطی، حالت خاصی از RBF میباشد. دلیل دوم، تعداد فوق پارامترهای اندکی است که از پیچیدگی انتخاب مدل میکاهد و نهایتاً اینکه کرنل RBF مشکلات عددی کمتری دارد. اما طراحی این کرنل به علت مشکلات در یافتن سیگمای بهینه، کاری دشوار میباشد. این واقعیت که انتخاب یک مقدار خاص برای سیگما، SVM را بهشدت به دادههای آموزشی حساس میسازد نیز سهمی در نرخ خطای SVM مبتنی بر RBF دارد. هرقدر سیگما بزرگتر باشد، سطح تصمیمگیری نرمتر و مرز تصمیمگیری منظمتر میشود. این بدین دلیل است که یک RBF با سیگمای بزرگ، به بردارهای پشتیبان اجازه میدهد تا تأثیر قویتری بر روی یک ناحیهی بزرگتر داشته باشند. یکی از مزایای کرنل RBF این است که با داشتن کرنل، ضرایب لاگرانژ، تعداد بردارهای پشتیبان و بردارهای پشتیبان همگی بهصورت خودکار بهعنوان بخشی از فرآیند آموزش بهدست میآیند یعنی نیازی به تعیین آنها توسط مکانیزم آموزش نمیباشد. SVM مبتنی بر کرنل MLP، معمولاً دارای صحت پایینی میباشد (%08/55). بخشی از مشکل به این واقعیت برمیگردد که کرنل ممکن است برای موارد خاصی اکیداً مثبت نشود و بنابراین زمانی که عملکرد آن به عنوان یک کرنل معتبر متوقف گردد، SVM به خوبی عمل نخواهد کرد. در حال حاضر کرنلهای چندجملهای کمتر از کرنل RBF که داده را به فضای با ابعاد نامحدود نگاشت میکند، رایج هستند. شاید به این دلیل که با هزینهی آزمایش و آموزش یکسان، کرنل چندجملهای نمیتواند صحت بالاتری ایجاد نماید. در پایان، در یک نگاه میتوان مزایای SVM و علت استفاده از آن را بهعنوان دستهبند، در این مقاله، در موارد زیر خلاصه نمود:
(1) مشکلی در زمینهی مینیمم محلی وجود ندارد. (2) 
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شکل 1: نتیجهی جداسازی دادههای EMG به دو کلاس خسته و غیرخسته با استفاده از (1) کرنل خطی (2) کرنل چندجملهای (3) کرنل MLP و (4) کرنل RBF.

تعداد پارامترهایی که باید برای مدل انتخاب شوند، محدود میباشد.(3) نتایج نهایی پایدار و قابل تکرار میباشند (مثلاً وزنهای اولیه تصادفی نیستند). (4) SVM مبتنی بر روشهای حداقل حافظه میباشد. (5) SVM روشی را برای کنترل پیچیدگی، مستقل از ابعاد فراهم میآورد. (6) SVM به صورت تجربی و تئوری نشان داده است که قابلیت تعمیم عالی دارد. 
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