Koneoppiminen molekyylidynamiikassa

LuK-tutkielma
Turun yliopisto
Fysiikka
2025
Erkki Rasmus
Tarkastaja:
Dosentti Johannes Niskanen



Turun yliopiston laatujarjestelmén mukaisesti tdmén julkaisun alkuperéisyys on tar-

kastettu Turnitin OriginalityCheck-jarjestelmalla



TURUN YLIOPISTO
Fysiikan laitos

Rasmus, Erkki Koneoppiminen molekyylidynamiikassa

LuK-tutkielma, 26 s., 3 liites.
Fysiikka
Huhtikuu 2025

Tutkielmassa tutustutaan koneoppimismenetelmien hyodyntdmiseen molekyylidy-
namiikan simulaatioissa. Téssé rajoitutaan molekyyleihin kohdistuvien voimien en-
nustamiseen koneoppimisen menetelmien avulla. Tatéa varten esitelladn molekyylidy-
namiikan simulaatioiden perusperiaate yleisella tasolla. Liséksi tarkastellaan koneop-
pimisen perusteita, jolla pyritdan antamaan yleiskuva siitd, mitd koneoppimismal-
lin kouluttaminen tarkoittaa. Téssa rajoitutaan molekyylidynamiikan sovelluksissa
laajasti kiytettaviin neuroverkkoihin.

Tutkielman lopussa perehdytddn voimien ennustamiseen. Tarkoitus on antaa yleis-
kuva tdman esittdmisestd koneoppimistehtaviana. Lisdksi tarkastellaan ennustami-
sessa kaytettdavan koneoppimismallin kouluttamista. Lopussa esitelldaan tarkemmin
rekursiiviset graafineuroverkot, jotka ovat yksi molekyylidynamiikan lupaavimmis-
ta koneoppimismenetelmistd. Tahén perustuvien koneopittujen voimien toimintaa
kiaytannossa demonstroitiin ajamalla molekyylidynamiikan simulaatioita useissa eri
lampotilassa.
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Johdanto

Viime vuosikymmenend nahtiin merkittavad kasvua koneoppimiseen perustuvien
Yksi kiinnostava sovelluskohde on tekoadlyn kdyttdminen emulaattorien luomisessa
nopeuttamaan simulaatioita [2]. T&ll6in koneoppimiseen perustuva emulaattori kou-
lutetaan syottamallé sille simulaation lahtoarvoja ja néita vastaavia lopputuloksia,
joista se pyrkii etsiméén datan taustalla olevia malleja [2]. Etenkin neuroverkkoi-
hin perustuvat koneoppimissysteemit ovat osoittautuneet lupaaviksi emulaattoreiksi,
koska ne pystyvit tekeméin tarkkoja approksimaatiota selvisti aiempaa vahaisem-
mélla dataméaaralla [2].

Tutkielmassa perehdytééan koneopittuihin potentiaalienergiapintoihin, jotka ovat
esimerkki emulaattorien kiytostd molekyylidynamiikan simulaatioissa. Koneoppi-
mispotentiaaleilla pystytdadan approksimoimaan elektronirakennemenetelmista saata-
via potentiaalienergioita. Tama mahdollistaa potentiaalienergioiden ja voimien las-
kemisen ldhes alkuperdisen menetelmén tarkkuudella, mutta paljon pienemmélla
laskennallisella vaativuudella. Talla pystytdan nopeuttamaan huomattavasti mole-
kyylidynamiikan simulaatioita, jotka edellyttdviat voimien ratkaisemisen jokaisella
aika-askeleella. Tdma mahdollistaa aiempaa suurempien ja pidempien simulaatioi-
den ajamisen, mika lisdd molekyylidynamiikan simulaatioiden mahdollisia sovellus-

kohteita. [3, 4]

1 Molekyylidynamiikka

Molekyylidynamiikassa tarkastellaan kesken#dédn vuorovaikuttavien molekyylien dy-
namiikkaa [5]. Molekyylidynamiikan simulaatiot ovat nykyéaén arvokas apuvéline
monilla eri aloilla, silld ne mahdollistavat molekyylien ja kiinteiden aineiden omi-

naisuuksien ja reaktioiden ennustamisen atomitason rakenteellisen ja dynaamisen



informaation avulla. [4, 6]. Simulaatioissa pyritaan mallintamaan molekyylien liike-
ratoja lahtien annetuista alkuehdoista [6]. Kéyténnossa tamé edellyttédéd voimien ja
kithtyvyyksien ratkaisemista simulaation jokaisella aika-askeleella, silla kithtyvyyk-

sien avulla liikeratoja propagoidaan liikeyhtéaloiden mukaisesti [5, 6].

1.1 Molekyylidynamiikan simulaatiot

Liikeyhtalot ovat kappaleen liikettd kuvaavia differentiaaliyhtéloité, joista kappa-
leen liikerata voidaan ratkaista. Karteesisissa koordinaateissa klassinen liikeyhtalo
voidaan kirjoittaa muodossa

i

P — Ty 1
w=1L )

missé f; on kappaleeseen i vaikuttava voima, m; on kappaleen massa ja a; on sen

kiihtyvyys. Kappaleeseen vaikuttava voima saadaan puolestaan systeemin potenti-

aalienergian gradientista ydinten paikkojen suhteen kaavalla

-ﬁ = _vﬁv<’rlar2a'“)7 (2)

missd V' on potentiaalienergiapinnan arvo kyseisella konfiguraatiolla, r; kappaleen i
paikkavektori ja V,. gradientti tdssd pisteessé. [5]

Molekyylidynamiikan simulaatioissa liikeyht&loita ei ratkaista analyyttisesti, vaan
liikkeradan propagoinnissa kiaytettavat algoritmit hyodyntavéit approksimatiivisia me-
netelmia. Molekyylidynamiikan simulaatioissa yleisesti kiytettavissa differenssime-
netelméssa approksimoidaan liikeyhtéldiden ratkaisuja lyhyilla aika-askeleilla. Me-
netelmén ideana on approksimoida (jatkuvaa) klassista liikerataa Taylorin polyno-
min avulla. T&ll6in paikkojen, nopeuksien ja kiihtyvyksien uudet arvot lyhyen aika-
askeleen 0t padssd on mahdollista laskea niiden nykyisten arvojen avulla. [5]

Uusien paikkojen avulla voidaan edelleen laskea uusi potentiaali parametrisoi-
dusta funktiosta tai jopa elektronien Schrédingerin yhtélosté kayttéden esimerkiksi
tiheysfunktionaaliteoriaa (engl. density functional theory) |5, 6]. Potentiaalista saa-

daan uudet voimat kaavan (2) avulla ja voimista uudet kiihtyvyydet kaavan (1)



avulla [5]. Talld tavoin liikeratoja voidaan approksimoida iteratiivisesti toistamalla
edelld kuvattuja vaiheita [5].

Molekyylidynamiikan simulaatioissa kaytettavilla algoritmilla pyritédén siis toi-
sintamaan klassista liikerataa mahdollisimman tarkasti riittdvan pienia aika-askelia
kiyttden. Approksimaatiokyvyn lisiksi kiytettéavélle algoritmille on muitakin vaa-
timuksia, kuten aikareversiibelit liikeradat sekd systeemin kokonaisliikeméaran ja
-energian siilyminen. Néiden ehtojen térkeys seuraa siitd, ettd ne madrdavat (mik-
rokanonisen) systeemin mahdolliset tilat. Néin ollen ndmé ehdot toteuttavan simu-
laation jokainen vaihe on fysikaalisesti mahdollinen annetuilla alkuehdoilla. Tamé&

on tarpeellista, jos simulaatiolla halutaan generoida systeemin mahdollisia tiloja. [5]

1.2 Velocity Verlet -algoritmi

Téassé osiossa esitellddn velocity Verlet, joka on erds molekyylidynamiikan simulaa-
tioissa kiytettiva algoritmi. Siiné lasketaan ensin kullekin hiukkaselle i paikan uusi
arvo kaavalla

ri(t 4 0t) = r;(t) + otw;(t) + %&Qai(t), (3)

misséd 0t vastaa aika-askeleen pituutta. Samalla lasketaan vanhojen arvojen avulla

nopeus puolivélissa aika-askelta kaavalla
1 1

Uuden paikan arvon avulla saadaan ratkaistua edellisessa osiossa kuvatulla tavalla
uusi voima ja kithtyvyys a;(t + 6t), jota kiytetddn aiemmin lasketun v;(t + %(5t):n

kanssa nopeuden uuden arvon v;(t + dt) laskemisessa:
1 1
vi(t +dt) = vt + 5675) + §5tai(t + t). (5)

Tama jéalkeen paikan, nopeuden ja kiihtyvyyden arvot on péivitetty ja algoritmin

suoritus alkaa alusta. Algoritmista on syytd huomata, ettd nopeuden laskeminen



tehddan kahdessa osassa, joiden vélissa lasketaan kiihtyvyyden uusi arvo. Kaavat

(4) ja (5) yhdistdmalla uusi nopeus v;(t + dt) saadaan muotoon
1
vi(t + 0t) = v;(t) + 5&t[av,,»(t) + a;(t + 0t)]. (6)

Syy nopeuden laskemiseen kahdessa osassa on muistin kiyton optimointi. Nopeu-
den laskeminen puolivélissd mahdollistaa kaavassa (6) esiintyvien nopeuden ja kiih-
tyvyyden vanhojen arvojen tallentamisen yhteen muuttujaan ennen kiihtyvyyden

ylikirjoittamista. |5, 7]

2 Koneoppiminen

Koneoppimisen klassisen maaritelméan esitti Arthur Samuel vuonna 1959: "Koneop-
piminen on tutkimusala, jossa tietokoneet voivat oppia ilman, ettd ne on eksplisiit-
tisesti ohjelmoitu"[8, 9]. TAlld viitataan siihen, ettd koneoppimisessa on tavoitteena
kehittda algoritmeja, jotka pystyvéiat oppimaan datasta automaattisesti. Talloin algo-
ritmi pyrkii tunnistamaan datan taustalla olevia rakenteita sekd edelleen tekeméaén
datan pohjalta ennustuksia uusia havaintoja koskien. Koneoppiminen voidaan siis
niahdd pohjimmiltaan ennustusongelmana (engl. prediction problem), jossa tavoit-
teena on tehd4 yleistyksid datan pohjalta. [10]

Téassé luvussa kiyydaan lapi koneoppimisen taustalla olevaa teoriaa yleiselld ta-
solla. Tarkastelussa rajoitutaan ohjattuun oppimiseen (engl. supervised learning)
ja koneoppimismenetelmistéd perehdytédan erityisesti neuroverkkoihin seké edelleen

graafineuroverkkoihin, silld ndmé menetelmét ovat keskeisia tutkielman kannalta.

2.1 Koneoppimisen vaiheet ja menetelmat
2.1.1 Koneoppimisen matemaattinen viitekehys

Téassé tutkielmassa keskityn ohjattuun oppimiseen, jossa koulutusdata on valmiik-

si jérjestetty ja koostuu pareista, joissa on selittdvat muuttujat ja néitd vastaa-



vat selitettavat muuttujat. Talloin koulutusdata D voidaan ilmaista matriisiparina
D = (X,Y), jossa matriisi X sisaltdd riippumattomien muuttujien arvot ja mat-
riisi Y naitd vastaavien riippuvien muuttujien arvot. Lisdksi rajoitun mallipohjai-
seen oppimiseen, jolloin tehtdvind on 10ytdd malli f(x; @), joka tuottaa mahdol-
lisimman hyvén ennusteen g. Nain ollen malli f on funktio f : £ — ¢. Ennus-
teen hyvyyttd mitataan tappiofunktiolla (loss function) C(Y, f(X;8)), joka mé&é-
ritelldén koneoppimistehtévian yhteydessa. Parhaan mallin etsiminen voidaan nah-
d& optimointitehtévana, jossa etsitddn sakkofunktion minivoivia mallin parametreja
6 = argming{C(Y, f(X;0))}. Edelli esitellyt notaatiot vastaavat pagosin artikke-
lissa A high-bias,low-variance introduction to Machine Learning for physicists [10]

kaytettyja merkintdtapoja pienilla muutoksilla.

2.1.2 Data

Data on keskeisessé roolissa koneoppimisprosessissa, silla sitd tarvitaan mallin kou-
luttamiseen |9, 11]. Koneoppiminen vaati yleisesti paljon dataa, mutta lisdksi kéy-
tettdvan datan on oltava riittavin laadukasta ja edustavaa, silld se vaikuttaa opitun
mallin sisdiseen tarkkuuteen kohinan (engl. noise) kautta ja ulkoiseen tarkkuuteen
mahdollisten vinoumien (engl. sampling bias) kautta [9, 10]. Vinoutunut koulutus-
data ei ole edustava otos siitd joukosta, johon mallia pyritdén yleistamédn [9]. Jos
koulutusdata on vinoutunutta, ei myoskadn sen avulla koulutettu malli todennakoi-
sesti anna hyvid ennusteita, vaan omaksuu koulutusdatan vinouman [9, 11]. Vinou-
ma voi aiheutua joko virheellisesté otantatavasta (sampling bias) tai otantavirheesté
(sampling noise), joka aiheutuu satunnaisuudesta [9].

My6s vinoutumaton data voi olla huonolaatuista, jos siind on kohinaa, virheité,
poikkeavia havaintoja tai huonoja selittdvid muuttujia [9]. Témén takia virheet ja
poikkeavat havainnot kannattaa poistaa datasta tai korjata ennen koulutusprosessin

aloittamista [9]. Tété kutsutaan datan siivoamiseksi (data cleaning), miké paran-



taa oppimisprosessia [9]. My6s selittdvid muuttujia voi poistaa, lisété ja yhdistelld,
jotta koulutusdata siséltdisi mallin kannalta oleelliset muuttujat [9]. Liséksi ennen

koulutusprosessia selittdvit muuttujat kannattaa standardisoida [10].

2.1.3 Mallinvalinnan teoriaa

Koneoppimismallin kouluttaminen voidaan nédhdéa ennustusongelmana, jolloin kou-
luttamisella tarkoitetaan ennustamisessa tehtavéin yleistysvirheen (engl. generaliza-
tion error) minimoimista. Téaté varten kouluttamiseen kiytettéavi data jaetaan usein
koulutusdataan, jota kiytetddn koneoppimismallin kouluttamiseen, sekd validaatio-
dataan, jota kiytetaan mallin yleistettdvyyden testaamiseen. |9, 10|

Jako suoritetaan, koska tyypillisesti mallin siséinen virhe Ej, (in-sample error)
on pienempi kuin yleistysvirhe E,,,;. Sisdisella virheelld tarkoitetaan mallin virhetté
koulutusdatalle ja yleistysvirhelld puolestaan mallin virhettd validaatiodatalle. N&i-
den kahden virheen erotus riippuu koulutusdatan koosta ja on tyypillisesti suurem-
pi dataméirén ollessa pieni. Datamadrdan lahestyessd dédretonté, lahestyvit virheet
asympioottisesti toisiaan, mitd voidaan havainnollistaa kuvaajalla, jota kutsutaan
oppimiskéyraksi (engl. learning curve). 9, 10]

Idealisoitu oppimiskéyré on esitetty kuvassa 1, jossa on sisdinen virhe E;, ja
yleistysvirhe FE,,; datapisteiden méarédn funktiona. Kuva havainnollistaa virheiden
valisen erotuksen merkitysta, silla kuvassa nékyva varianssi johtuu otoksen &darelli-
sesta koostaa aiheutuvasta tilastollisesta kohinasta, joka pienenee otoskoon kasvaes-
sa. Arvoa, jota virheet ldhestyvéd kutsutaan mallin vinoumaksi (engl. model bias),
joka vastaa parasta teoreettista oppimistulosta, mihin kyseisella mallilla voi paasta.
10]

Kuvassa 2 on esitetty mallin paras teoreettinen yleistysvirhe E,,; mallin komplek-
sisuuden funktiona jollakin &érelliselld datapisteiden mééralla [10]. Kuva havainnol-

listaa koneoppimismallin kouluttamisen kannalta térkedd tulosta, jonka mukaises-



ti oppimistulokset eivit automaattisesti parane mallin kompleksisuuden kasvaessa,
vaan on olemassa optimaalinen mallin kompleksisuuden arvo, jolla saavutetaan paras
mahdollinen oppimistulos eli pienin mahdollinen yleistysvirhe [10]. Tama selittyy sil-
14, ettd mallin varianssi lisdantyy kompleksisuuden kasvaessa, koska malli alkaa tun-
nistamaan myos koulutusdatassa esiintyvéaéa tilastollista kohinaa, joka liittyy otanta-
prosessin satunnaisuuteen, eikd populaatioon todellisiin ominaisuuksiin [9]. T&lloin
voi esiintya ylisovittamista, jossa malli on liian monimutkainen suhteessa koulutus-
datan datapisteiden maédraan |9, 11|. Toisaalta jos mallia yksinkertaistetaan liikaa,
voi ilmeté alisovittamista, jolloin kiytettava malli ei endé kykene kuvaamaan datan
taustalla olevia rakenteita [9, 11].

Kuvan 2 havainnollistamaa tulosta kutsutaan vinouman ja varianssin kompro-
missiksi (engl. bias-variance tradeoff), silla paras oppimistulos saavutetaan, kun ote-
taan molempien aiheuttamat virheet huomioon ja pyritddn minimoimaan néaiden
virheiden summaa. On tarkedd tiedostaa, ettd naiden lisdksi kiytdnnon sovelluksis-
sa virhettd aiheuttaa myos datan itsensé sisaltdmé kohina, joka kasvattaa virhetta

teoreettisesta minimisté. |9, 10]
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Kuva 1: Oppimiskiyré, joka havainnollistaa vinouman ja varianssin kompromissia.
Kuva on lainattu artikkelista "A high-bias, low-variance introduction to Machine

Learning for physicists". [10]
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Kuva 2: Yleistysvirhe mallin kompleksisuuden funktiona, kun datan koko pidetaén
vakiona. Kuva on lainattu artikkelista "A high-bias, low-variance introduction to

Machine Learning for physicists". [10]
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2.1.4 Koulutus

Mallin kouluttaminen tarkoittaa optimointitehtévaa, jossa tarkoituksena on 16y-
tdd parametrit, jotka minimoivat suoritusta mittaavan sakkofunktion. Optimaa-
listen parametrien l6ytdmiseen kiytetddn optimointialgoritmeja, joista esitellddn
yleisesti kiytetty gradienttimenetelmé (engl. gradient descent) sekéd sen variaatio
stokastinen gradienttimenetelmé (engl. stochastic gradient descent). Gradienttime-
netelmésséd sakkofunktiolle lasketaan ensin gradientti parametrivektorin suhteen:
VeC (Y, f(X;0)). [9]

Tama kertoo moniulotteisessa parametriavaruudessa suunnan, jossa sakkofunk-
tion arvo kasvaa nopeiten [9, 10]. Gradienttiin ndhden péinvastaisessa suunnassa
puolestaan funktion arvo pienenee nopeiten, joten sakkofunktion minimoimiseksi
parametreja muutetaan liikkkumalla gradienttivektoriin ndhden péinvastaiseen suun-
taan [9]. Taméa vastaa algoritmin seuraavaa vaihetta: 0"** = 0 —nVoC(Y, f(X;0)),
missé 1 on koulutusnopeus (engl. learning rate), joka on algoritmin hyperparametri
[9]. Koulutusnopeus séételee sitd, kuinka suuria askeleita gradientin suuntaan ote-
taan ja silld on keskeinen rooli oppimistuloksen kannalta [9].

Koulutusnopeus vaikuttaa sakkofunktion ja samalla my0s parametrien arvojen
suppenemiseen, kun iteroidaan algoritmin mukaisesti. Jos oppimisaste on liian pie-
ni, algoritmilla kestdé kauan supeta sakkofunktion minimiin. Toisaalta liian suurella
oppimisasteella, iteraatioiden jono ei valttdmétta suppene minimiin, vaan se "hyp-
pad " paikallisen minimin yli ja voi jopa hajaantua. Téméan vuoksi sopivan oppimi-
sasteen valinta on keskeinen osa koulutusprosessia. 9]

Koulutusnopeutta ei yleensé pidetd vakiona koko prosessin ajan, vaan sitd pie-
nennetdédn iteroinnin edetessd. Ideana on, ettd alussa otetaan suurempia askelia
minimin suuntaan, jotta suppeneminen olisi nopeampaa. Puolestaan minimia lahes-
tyttéessd askeleet pienenevit, miké auttaa funktiota suppenemaan minimiin. Oppi-

misastetta sdddellddn oppimisaikataululla (engl. learning schedule), joka kuvaa mi-
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ten sitd muutetaan iteraation edetessa. Hyvin valittu oppimisaikataulu toimii edella
kuvatun idean mukaisesti, jolloin oppiminen on nopeampaa ja silld péastdan lahem-
méksi minimia. [9, 10]

Kuten edellisissa kappaleissa todettiin, ovat koneoppimisessa tarvittavat data-
méarat usein suuria, jolloin gradientin laskeminen koko harjoitusdatan suhteen ei
ole jarkevad. Tamaéan vuoksi usein kiytetdan stokastista gradienttimenetelméé, jossa
algoritmi toimii samalla idealla kuin tavallisessa gradienttimenetelméssa. Gradient-
tia ei kuitenkaan lasketa koko koulutusdatan yli, vaan koulutusdatasta satunnaisesti
poimitun otoksen suhteen, jolloin funktio suppenee keskimééaraisesti kohti minimié.
9]

Kun mallia ldhdetdan kouluttamaan, tulee huomioida my6s aiemmassa osios-
sa mainittu ylisovittaminen. Ylisovittamisen valttdmiseksi mallien kouluttamisessa
kiytetdan hyperparametreja (engl. hyperparameters), jotka lisdtddn kiytettévadn
koulutusalgoritmiin. Tyypillisesti tdméa tarkoittaa sitd, ettd koulutuksessa kaytet-
tavaan sakkofunktioon lisétdén regularisaatiotermi (engl. regularization term), joka
rankaisee mallia lilan suurista parametrien arvoista ja tdten pienentdd parametrien
arvoja ehkéisten ylisovittamista. [9]

Hyperparametrien valinnassa hyodynnetaéan usein ristiinvalidointia. Talloin kou-
lutusdata jaetaan satunnaisesti koulutusdataan ja testidataan. N&itd yhdistelmia
vaihdellaan ja jokaisella kerralla malli koulutetaan koulutusdatana olevalla joukol-
la. Jaljelle jaavalla osalla testataan mallin yleistymisté, jota puolestaan kdytetadn
hyperparametrien valitsemiseen. Lopulta malli validoidaan testaamalla sen virhetta

varsinaisella testidatalla. [9]

2.2 Neuroverkot

Syvéit neuroverkot ovat yksi ohjatun oppimisen kiytetyimmisté ja tehokkaimmista

koneoppimismenetelmisté [10]. Onkin osoitettu, ettd neuroverkot ovat universaaleja
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approksimaattoreita eli ne pystyvit approksimoimaan mitd tahansa mielivaltaista
jatkuvaa funktiota [12]. Vaikka tdmé onkin puhtaasti teoreettinen tulos, kuvaa se
neuroverkkojen esitysvoimaa approksimaattoreina [10].

Aloitan neuroverkkojen késittelyn tarkastelemalla niiden rakennetta ja yksittéi-
sessd neuronissa suoritettavia laskuoperaatiota. Témén jalkeen jatkan neuroverkko-
jen oppimiseen ja oppimisessa kiytettaviin menetelmiin. Erityisesti keskityn vastavirta-
algoritmiin (engl. backpropagation algorithm), joka mahdollistaa gradienttipohjais-

ten optimointimenetelmien kiyton neuroverkon parametrien optimoinnissa. 9]

2.2.1 Eteenpainsyottava neuroverkko

Neuroverkko koostuu kerroksista, jotka ovat péaillekkdin pinottuja neuroneja. Edel-
lisen kerroksen neuronit on yhdistetty seuraavan kerroksen neuroneihin ja yksinker-
taisuuden vuoksi oletetaan, etté jokaisesta edellisen kerroksen neuroneista on yhteys
kaikkiin seuraavan kerroksen neuroneihin. Téllaisen yksinkertaisen neuroverkon ra-
kenne on esitetty tarkemmin kuvan 3 alaosassa. [10]

Neuroverkko koostuu tyypillisesti syotekerroksesta (engl. input layer), joka vélit-
tad saamansa viestin eteenpéin seuraavalle kerrokselle. Neuroverkon toisessa péadssé
on tulostekerros (engl. output layer), joka valittaa neuroverkon késittelemén viestin
eteenpéin. Néaiden vélissd olevat piilokerrokset (engl. hidden layer) tekevét saamal-
leen viestille epédlineaarisen muunnoksen, jonka ne ldhettavit eteenpéin seuraavalle
kerrokselle. [9, 10]

Kuvan 3 yldosassa on esitetty, miten neuronit késittelevat edellisen kerroksen
neuroneilta saamiaan viestejd. Merkitdan edellisen kerroksen neuroneiden lahetté-

-1 -1 l

mié viesteji vektorilla '~ = (27" 257"

j 1), missd yldindeksi [ — 1 viittaa

kyseessd olevan kerroksen jarjestysnumeroon ja alaindeksi indeksoi neuronin, jos-

ta viesti on ldhtenyt. Talloin seuraavan kerroksen neuroni suorittaa sille ensin li-

neaarisen muunnoksen Zl = ’UJl

[ 7

7! + bl, missd yldindeksi [ viittaa kerrokseen ja
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Kuva 3: Eteenpéinsyottava neuroverkon rakenne ja aktivaatiofunktio epélineaari-
suuden mahdollistajana. Kuva on lainattu artikkelista "A high-bias, low-variance

introduction to Machine Learning for physicists”. [10]

alaindeksi indeksoi kyseisen kerroksen neuronin. Vektori w! voidaan kirjoittaa muo-

dossa w! = (wﬁl,wiz,...,wfj), jolloin sen komponentit vastaavat neuronien vélisten
yhteyksien painokertoimia. Alaindeksi ilmaisee miltd edellisen kerroksen neuronilta
j viesti on saapunut tarkasteltavalle neuronille i. Summassa esiintyvi b} on lineaari-
sen muunnoksen vakiotermi (engl. bias). Neuronista lihtevi viesti z! saadaan, kun
kyseinen lineaarinen muunnos syotetddn epélineaariseen aktivaatiofunktioon (engl.

activation function) o, jolloin x! = o(z!). Kerroksen 1 neuroneista lihtevit viestit

i

voidaan esittiid vektorina @', joka toimii kerroksen 141 neuronien sydtteeni. [10]

2.2.2 Vastavirta-algoritmi ja neuroverkkojen kouluttaminen

Neuroverkko voidaan ajatella monimutkaisena epélineaarisena muunnoksena. Tal-
16in neuroverkolla toteutetun mallin parametreina ovat sen neuronien vélisten yh-

teyksien painokertoimet ja vakiotermit. Neuroverkon kouluttaminen puolestaan tar-
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koittaa sellaisten painokertoimien ja vakiotermien loytamista, jotka minimoivat sak-
kofunktion. Néiden etsimiseen voidaan kiyttdid gradienttimenetelméd, joka kuiten-
kin edellyttda gradienttivektorin laskemista neuroverkon painokertoimien ja vakio-
termien suhteen kullakin iteraatiolla. [10]

Neuroverkkojen kouluttamiseen tarvittava gradienttivektori voidaan laskea vastavirta-
algoritmin (engl. backpropagation) avulla|9, 13, 14]. Esittelen siitd yleisemmé&n muo-
don Michael A.Nielsenin kirjasta Neural Networks and Deep Learning [14], jossa
sakkofunktion muotoa ei ole méaaritelty tarkasti. Taméa voidaan ndhda yleistetty-
nd muotona alkuperéisestd vastavirta-algoritmista, jossa kdytettiin neliollista sak-
kofunktiota C' = 3 3°.(9; — yJ)*[13]. Vaatimuksena néiden molempien suorittami-
selle on, ettd aktivaatiofunktiot ovat derivoituvia |9, 13, 14]. Lisdksi toimivuuden
kannalta kiytetyn aktivaatiofunktion on oltava saturoitumaton [9, 14].

Algoritmin ensimmaéinen vaihe on normaali eteenpéinsyotto, jossa se laskee ta-
paukselle (,y) € D ennustuksen g. Laskemisen yhteydessa saadaan myos laskettua
kullekin neuronille niiiden tekemit lineaariset muunnokset z! seké niiden lihettimét
viestit o, joita tarvitaan myohemmin gradientin laskemisessa. Lasketuille ennustuk-
sille lasketaan myos sakkofunktion arvo. [14]

Seuraavana saadulle sakkofunktiolle C'(y,y) lasketaan osittaisderivaatta ulom-
man kerroksen neuroneiden tekemien linearisten muunnosten zj suhteen. Téasta kay-

tdmme merkintda 5}, jonka avulla saadaan osittaisderivaataksi

o' (2

5t = Ly, (7)

Téssa L viittaa neuroverkon kerrosten lukuméaraén. Mainitsemisen arvoista on, et-
ta tdma ja seuraavana esitettévit kaavat voidaan johtaa osittaisderivaattojen avulla.
Saadut virheet voidaan propagoida nykyisté kerrosta edeltaville kerrokselle derivaa-
tan ketjusddnnon avulla. Talloin kerroksen | (<L) neuronin j osittaisderivaataksi 5;

saadaan

Zwl+161+1 / l) (8)
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Tamén kaavan avulla saatu virhe voidaan propagoida vastavirtaan neuroverkossa;
tulostekerrokselta syotekerrokselle, mistéd algoritmi on saanut nimensé. [14]

Kun sakkofunktion osittaisderivaatat neuronien tekemien lineaaristen muunnos-
ten suhteen on laskettu, voidaan tdmén avulla laskea osittaisderivaatat parametrien

suhteen. Vakiotermien osittaisderivaataksi sakkofunktion suhteen saadaan

oC

Yhteyksien painokertoimien osittaisderivaataksi sakkofunktion suhteen saadaan

oC

l
owjy,

=z}, 6. (10)

Painokertoimen osittaisderivaatta riippuu siis sen valittaméan viestin 352_1 suuruu-

desta ja virheesté viestin vastaanottavalla neuronilla. [14]

2.3 Graafineuroverkot

Graafineuroverkot (engl. graph neural network) ovat neuroverkkoja, jotka késitte-
levit graafeina esitettyd dataa [15, 16]. Graafit puolestaan ovat solmuista (engl.
vertex) ja néitd yhdistavistd kaarista (engl. edge) koostuva tietorakenne, jossa sol-
mut edustavat itsenéisié olioita ja kaaret kuvaavat nédiden olioiden vilisia yhteyksia
[15, 16]. Jokaista solmua ja kaarta vastaa ominaisuusvektori (engl. feature vector).
Téamé koostuu kvantitatiivisista ominaisuuksista, joilla pyritaan kuvaamaan asiaa
tai yhteytta, jota solmut ja kaaret edustavat [15]. Solmun ominaisuusvektorista kéy-
tetdin merkintdi vl jossa i indeksoi kyseisen solmun v; [15]. Kaarien ominaisuus-
vektoreista kiytetdan merkintaé ef;, jossa e;; kertoo kyseessé olevan solmujen v; ja
v; valinen kaari [15].

Térked verkkoihin liittyva kisite on solmun lahiympéristo (engl. neighborhood).
Lahiympéristo koostuu yksinkertaisimmillaan keskussolmusta v;, téstd lahtevista
kaarista sekd tdhén yhdella kaarella yhdistetyista solmuista. Yleisemmin ldhiympé-

rist0 madritellddn solmujen joukkona, jonka jasenet ovat korkeintaan jotain koko-
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naislukumééraé vastaavan hyppéayksen (kaaren) pééssé keskussolmusta. Solmun v;
lahiympéristosta kdytetdan merkintdd N,,. [15]

Seuraavaksi késittelen yhta molekyylidynamiikan simulaatioiden kannalta lupaa-
vaa graafineuroverkkojen alalajia eli rekursiivista graafineuroverkkoa (engl. recur-
rent graph neural network), jonka toimintaperiaatetta on havainnollistettu kuvassa 4
[3, 15]. Alussa alkuperiisen verkon ominaisuusvektorit sy6tetdan neuroverkkoon, jol-
loin solmujen ominaisuusvektoreista saadaan ensimmaéiset vektoriesitykset A9 (engl.
embedding) [15]. Tamén jilkeen vektoriesitykset paivitetdan neuroverkon jokaisella
kerroksella, missé neuroverkko laskee solmujen uudet vektoriesitykset siirtymafunk-
tion f(engl. state transition function) avulla, joka on kaikille solmuille sama [15].
Seuraava vektoriesitys saadaan kaavasta

hf =Y f@fefof W), (11)

JEN,,

missé h;‘_l on keskussolmun lahiympéristoon kuuluvan solmun edellinen vektorie-
sitys [15]. Tamé& voidaan tulkita siten, ettd solmun seuraava vektoriesitys riippuu
sen lahiympériston ominaisuuksista sekd sithen kuuluvien solmujen vektoriesityk-
sistd [15]. Tésta johtuen jokaisella iteraatiolla solmun vektoriesitykseen vaikuttaa
alempaa useamman kaaren péadssd olevien solmujen ominaisuudet, jolloin siis ite-
rointi vélittdd "viestejd"verkkoa pitkin [15]. Iterointia jatketaan, kunnes vektoriesi-
tykset alkavat suppenemaan ja tdmén jéalkeen viimeisen kerroksen vektoriesityksista
voidaan laskea lopputulos tulostefunktion g avulla [15].

Siirtymafunktion lisdksi myos tulostefunktio toteutetaan neuroverkon avulla. Graa-
fineuroverkon kouluttaminen vastaa siirtymé- ja tulostefunktiota esittdvien neuro-
verkkojen parametrien eli painokertoimien optimointia. Ohjatun oppimisen tapauk-
sessa tdmé onnistuu minimoimalla sakkofunktiota gradienttimenetelmélla vastavirta-

algoritmia hy6dyntéen. [15]
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Kuva 4: Rekursiivisen graafineuroverkon toimintaperiaate. Kuva on lainattu Wardin

artikkelista "A Practical Tutorial on Graph Neural Networks". [15]
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3 Koneoppimisen hyodyntaminen molekyylidynamii-
kassa

Neuroverkkoihin perustuvilla koneoppimismenetelmilld voidaan nopeuttaa huomat-
tavasti molekyylidynamiikan simulaatioita, jotka ovat perinteisesti edellyttineet las-
kennallisesti vaativan tiheysfunktionaaliteorian kiyttod tarkkojen tuloksien saami-
seksi. Erityisesti tukielmassa tarkasteltavaan GemNet-arkkitehtuuriin perustuvien
graafineuroverkkojen koneoppimispotentiaalit ja -voimat ovat osoittautuneet robus-
teiksi ja tarkoiksi. Tama mahdollistaa ldhes alkuperdiseen simulaatioon verratta-
vissa olevan tarkkuuden saavuttamisen merkittavasti pienemmalld laskennallisella

vaativuudella. [6]

3.1 Koneoppimispotentiaali

Potentiaalienergiapinnat (enlg. potential energy surfaces) ovat multidimensionaali-
sia funktioita V' (7y,7rs,...), jotka madrittavit atomimittakaavan rakenteen ja potenti-
aalienergian vélisen relaation [3, 4]. Ne tarjoavat vaihtoehtoisen approksimatiivisen
lahestymistavan esimerkiksi laskennallisesti paljon vaativammalle tiheysfunktionaa-
liteorialle, joka vaatii elektronien Schrodingerin yhtalon likiméardisen ratkaisemisen
[4]. Born-Oppenheimer-approksimaation perusteella potentiaalienergiapinnat sisél-
tavét paljon informaatiota tarkasteltavan systeemin ominaisuuksista [3]. Niistd saa-
daan ratkaistua yhtdlon (2) mukaisesti voimat, joita tarvitaan molekyylidynamiikan
simulaatioissa jokaisella aika-askeleella [6].

Potentiaalienergiapintoja voidaan approksimoida koneoppimismenetelmilla saa-
tavien koneoppimispotentiaalien avulla [4]. Koneoppimismallin kouluttaminen ta-
pahtuu lasketun datan avulla [3|. Koulutusdata sisaltdd atomikonfiguraatiot ja néi-
té vastaavat potentiaalienergiat, mistd koneoppimismallin on opittava kuvaus konfi-

guraatiosta potentiaalienergiapinnoiksi [3|. Kéytédnnossé oppiminen tarkoittaa sité,
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ettd mallin parametrit optimoidaan siten, ettd sen antamien ennustusten ja tunnet-
tujen arvojen véliset erotukset minimoidaan [3]. Koulutettua koneoppimispotentiaa-
lia voidaan kéyttaa interpolointiin koulutusdatassa kiytetyn konfiguraatioavaruuden

sisélld, mutta ekstrapolointi ei vilttdmétta onnistu [3].

3.2 Koneoppimispotentiaalien kouluttaminen

Koneoppimispotentiaalin kouluttaminen alkaa referenssidatan generoimisella [4]. Té-
mé on myo6s koneoppimispotentiaalin tarkkuuden kannalta kriittinen vaihe, silla ko-
neoppimispotentiaalin tarkkuus ei voi olla koulutuksessa kiytettéaviad dataa parem-
pi [3, 4]. Toisaalta referenssidatan generoiminen on usein koneoppimispotentiaalin
kouluttamisen laskennallisesti vaativin vaihe, joten referenssimenetelmén valinta on
kompromissi tarkkuuden ja laskennallisen vaativuuden valilla [4].

Jotta laskennallisesti vaativista referenssimentelmén laskuista saataisiin kaikki
hyoty, lisdtadn koulutusdataan myds referenssimenetelmésté saatavat voimat, jotka
antavat tietoa potentiaalienergiapinnan muodoista. Rajallisen ekstrapolointi-kyvyn
takia datasetin tulisi sisdltda monipuolisesti eri rakenteita siita konfiguraatioavaruu-
desta, jossa koneoppimispotentiaalia aiotaan kiyttaa.|4]

Koneoppimismalliin laitettavan syotteen tulee olla sellaisessa muodossa, etta saa-
tava koneoppimispotentiaali toteuttaa invarianssit translaation, rotaation ja permu-
taation suhteen. Tamén varmistamiseksi referenssidata on yleensd muutettu kuvai-
lijoita (engl. descriptors) kiyttamé&lla muotoon, jossa vaaditut invarianssit toteutu-
vat. Esimerkiksi atomikeskeiset symmetriafunktiot (engl. atom-centered symmetry
functions) ovat yksi tapa esittaéd atomiympéristo téllaisessa muodossa. Télloin jokai-
selle atomille lasketaan sen atomiymparistoa kuvaavat radiaali- ja kulmajakaumat,
joihin vaikuttavat kaikki keskusatomin ympéristoén kuuluvat atomit. Atomin ym-
péristoon katsotaan kuuluvaksi kaikki ennalta mééréatyn leikkausséteen (engl. cutoff

radius) sisilld olevat atomit. |3, 4]
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3.3 Rekursiiviset graafineuroverkot emulaattorina

Graafineuroverkot ovat menestyneet hyvin atomien vélisten vuorovaikutuksien en-
nustamisessa [17]. Graafineuroverkoihin perustuvissa menetelmissi atomin ympé-
risto esitetddn graafina, jossa atomit ovat solmuja ja kaaret atomien vélisid vuoro-
vaikutuksia [3, 6]. Jokaisesta atomista (solmusta) oletetaan vuorovaikutus kaikkiin
leikkausséteen sisalld oleviin atomeihin [3, 6]. Koneoppimispotentiaalin laskemista
varten atomeista tehdaan vektoriesitykset, joita paivitetddn graafineuroverkossa jo-
kaisella iteraatiolla [3].

Vektoriesityksen paivitys voidaan jakaa kahteen osaan, joista ensimmaéisessa las-

t+1

ketaan viesti m;" péivitettaville vektoriesitykselle h, jossa i indeksoi atomin ja t

iteraation. Viestin funktio on muotoa
mit =" My(h}h ;). (12)
JEN(7)
Téassa M; on viestifunktio ja h}:t ovat lahiympaériston atomien vektoriesityksia. Vies-
tifunktio ottaa parametrikseen myos lahiympériston atomien vuorovaikutukset e;;.
3]
Viestifunktion m!*" ja atomin edellisen vektoriesityksen h! avulla voidaan edel-

leen laskea uusi vektoriesitys AL yhtalolla
hi™ = Uy(himi™). (13)

Téasséd Uy on neuroverkon avulla toteutettu opittava funktio vektoriesityksien péi-
vittdmiseksi. Neuroverkon koulutus vastaa nyt sellaisen funktion U, etsimistd, jolla
iteraatioiden tuloksena saadaan atomien (approksimatiiviset) energiat. [3|

Yksi esimerkki koneoppimispotentiaalin ja voimien laskemiseen kéytettavista
graafineuroverkoista on seuraavassa osiossa kiytettavd GemNet [17]. Siind atomien
ja niiden valisten vuorovaikutusten kuvaamiseen kaytetadn moniulotteisia vektorie-

sityksid [6]. Niissd kdytetdan atomien vélisid etdisyyksié, kaarien vélisid kulmia ja
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kaarien vilisid dihedraalisia kulmia kaiken geometrisen informaation sisallyttami-
seksi [6, 17]. Paivitettyjen vektoriesityksien avulla GemNet ennustaa molekulaari-
sen energian ja atomeihin kohdistuvat voimat niiden paikkojen ja jarjestyslukujen

avulla [17].

3.4 GemNet-arkkitehtuuriin robostiuden testaaminen

Tutkin GemNet-graafineuroverkon ennustaman koneoppimispotentiaalin robustiut-
ta. Tatd varten implementoin GemNet-verkon ja sovelsin Velocity-Verlet algorit-
mia ajaakseni molekyylidynamiikkaa. Arvoin atomien alkunopeudet v; Maxwell-
Boltzmann-jakaumasta lampotiloilla 300K ja 10000K. Simuloin heroiinimolekyylia
(Ca1Hy3NOs) kahdessa lampotilassa etsien voimakentdn numeerisia epavakauksia.
Yhdessé lampotilassa simulaatiota ajettiin 1000 fs verran ja aika-askeleen pituus on
0.5 fs.

Kuvassa 6 on esitetty heroiinimolekyyli 300K lampdétilassa suoritetun simulaa-
tion lopussa. Vertaamalla sitd kuvassa 5 esiintyvddn simulaation alkutilanteeseen
huomataan, ettd molekyylin rakenne on pysynyt kasassa simulaation aikana. Kuvas-
sa 7 on esitetty kuvasarja, joka kuvaa heroiinimolekyylin rakenteen kehitysta 10000
K lampdétilassa suoritetussa simulaatiossa. Molekyyli hajoaa termisen dissosiaation
takia, mutta simulaatio etenee kuitenkin numeerisesti stabiilisti eika akillisid epé-
jatkuvuuksia 16ytynyt. Vaikka havaittu terminen dissosiaatio ei luultavasti edusta
reaalimaailman ilmi6té, osoittautuu GemNet poikkeuksellisen vakaaksi koneoppi-
misvoimakentéksi. Ennusteet kiyttaytyvat molemmissa lampdtiloissa sdannollisesti,

eikd merkkejé katastrofaalisesta ekstrapolaatiosta 16ydy.
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Kuva 5: Heroiinimolekyyli simulaatioden alkutilassa.

Kuva 6: Heroiinimolekyylin lopputila 300K lampétilassa tehdyssa simulaatiossa. Mo-

lekyyli on pysynyt ehjina.
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Kuva 7: Kuvasarjassa on esitetty heroiinimolekyylin hajoaminen 10000K lampoti-
lassa tehdyssa simulaatiossa. Kuvat on otettu 200 iteraation vélein, mika vastaa 100

fs:n propagointia. Koko simulaation pituus on 1000 fs:a.
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4 Yhteenveto

Tutkielmassa esiteltiin molekyylidynamiikan simulaatioissa yleisesti kaytettava ve-
locity verlet -algoritmi, koneoppimisen menetelmia yleisesti sekd ndiden hyodyntéa-
mistd molekyylidynamiikassa. Koneoppimisessa keskityttiin erityisesti molekyylidy-
namiikan simulaatioissa kiytettdviin neuroverkkoihin sekd niihin lukeutuviin graa-
fineuroverkkoihin. Tarkastelun painopiste oli koneoppimismallien kouluttamisessa
ja tutkielmassa esiteltiin siind yleisesti kiytettavi gradienttimenetelma. Lisdksi esi-
teltiin neuroverkkojen sakkofunktion gradientin laskemiseen kiytettavé vastavirta-
algoritmi, joka mahdollistaa gradienttimenetelmén kayttédmisen neuroverkkojen kou-
luttamisessa.

Koneoppimisen sovelluksista molekyylidynamiikassa esiteltiin koneopitut poten-
tiaalienergiapinnat, jotka tarjoavat nopeamman vaihtoehdon voimien laskemiseksi
simulaatioissa. Koneoppimispotentiaalin kouluttamisen todettiin vastaavan mallin
parametrien optimointia sellaiseksi, ettd neuroverkon esittamé funktio vastaa (ap-
proksimatiivisesti) potentiaalienergiapintoja eli kuvausta atomikonfiguraatiosta po-
tentiaalienergiaksi. Lisédksi kiytiin lapi koneoppimispotentiaalin kouluttamiseen liit-
tyvia erityispiirteitd. Koneoppimispotentiaalin kayttoa kaytdnnossa demonstroitiin
omalla tutkimuksella, jossa ajettiin molekyylidynamiikan simulaatioita kahdessa eri
lampotilassa.

Vaikka koneoppimispotentiaalit pystyvétkin jo approksimoimaan potentiaalie-
nergiapintoja hyvalla tarkkuudella, on niiden robostiutta mahdollista kehittda uu-
den tutkimuksen myota. Koska potentiaalienergiapinnat ovat suurissa systeemeissa
hyvin kompleksisia funktioita, ei koulutusdatan rajallisella méaéralla ole mahdollista
oppia kaikkia potentiaalienergiapinnan yksityiskohtia tarkasti. Myo6s aérellinen leik-
kaussidde pienentédd niiden tarkkuutta. Talloin ylisovittaminen on todellinen haaste
neuroverkkojen taipuisan funktionaalisen muodon takia. Koneoppimismalli voikin

oppia adrellisestda koulutusdatasta ja leikkaussateestd johtuvan varianssin piirteité
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pelkdn potentiaalienergiapinnan muotojen sijaan. Tama luo tarpeen mallien koulu-

tuksessa kiytettavien regularisaatiomenetelmien kehittdmiselle ja tutkimiselle.
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