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Tassa tutkielmassa pyritadn selvittamadn ensimmaisen lukuvuoden opinto-
pistekertymiin vaikuttavia tekijoitd. Aineistona on Turun yliopiston tulevai-
suuden teknologioiden laitoksen ensimmaisen vuoden opiskelijat, jotka ovat
vastanneet lukuvuoden alussa taustatietokyselyyn. Taustatietokyselyn pe-
rusteella muodostetaan muuttujia, joita kiytetadn luokittelu- ja regressio-
malleissa selittaméaan opintopistekertymié. Kaikki téassa tyossa kaytetyt me-
netelméat on toteutettu R-ohjelmointikielella.

Taustatietokyselyn perusteella muodostetaan aihepiirimuuttujia, jotta saa-
daan paremmin havainnoitua aihealueita verrattuna kysymysten kéayttami-
seen itsendisind muuttujina. Kirjallisuuden perusteella tietyt aihealueet ovat
merkityksellisia korkeakouluopinnoista valmistumisen tai keskeyttamisen se-
littajiné, kuten opiskelijoiden motivaatio ja haasteet elaméassd. Namé aihea-
lueet ovat edustettuina myo6s aihepiirimuuttujissa.

Aihepiirimuuttujat olivat kaikissa kéytetyissd menetelmissé merkityksellisim-
pid selittavia muuttujia. Ndiden muuttujien perusteella tehtyjen klusterei-
den klusterikohtaisissa opintokeskiarvoissa oli tilastollisesti merkitsevia ero-
ja. Lineaarisessa regressioanalyysissa aihepiirimuuttujat olivat vaikutuksel-
taan selvimmat ja satunnaismetsid-menetelméassé opiskelijoiden jakamisessa
vaikuttavimmat muuttujat. Kayttokelpoisia ennustemalleja taustatietokyse-
lyn muuttujilla ei saatu rakennettua. Téassd tutkielmassa tehdyt havainnot
merkityksellisistd muuttujista ovat kuitenkin aiempien tutkimuksienkien pe-
rusteella tarkeitd ennustemallien kehittamisessa.

Asiasanat: opintopistekertyma, luokittelu- ja regressiomallit, vaikuttavat te-
kijat, ennustemalli, oppimisanalytiikka, taustatietokysely.
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1 Johdanto

Sahkoisten oppimisjarjestelmien yleistyessa oppilaitoksille kertyy paljon tietoa
opiskelijoista. Sahkoiset alustat ovat lisdantyneet opetuskéytossé, ja harjoitustehtavien
teosta tallentuu tuloksien liséksi riveittain lokitietoja palvelimille. Suurimmassa osassa
suomalaisia kouluja on myos kaytossa alustoja, joiden avulla voidaan kommunikoida
oppilaiden vanhempien kanssa ja joilla voidaan tehda oppilaita koskevia tuntimerkint6ja.
Opettajat tekevit tiedostamattaankin havaintoja opiskelijoiden menestymisestd eri
oppiaineissa, ja varsinkin peruskoulussa tama korostuu samojen opettajien ja oppilaiden
ollessa paljon tekemisissé keskenddan. Oppimisjarjestelmista saatavat tiedot hyodyttavat
talla hetkelld pitkalti vain tietoihin liittyvaa oppilasta ja hdnen opettajiaan, vaikka
suuria maaria aineistoa syntyy paivittain.

Useissa oppimisalustoissa on siirrytty visualisoimaan opiskelijoiden suorituksia ja
hyodyntdmaédn niin kutsuttua oppimisanalytiikkaa. Oppimisanalytiikalla tarkoitetaan
opiskelijoiden oppimisen mittaamista keraamélla tietoja oppilaiden osaamisesta, kerdtyn
tiedon analysoimista ja analyysin tulosten hyodyntamistd. Oppimisanalytiikka on
késitteend suhteellisen uusi ja sité ei ole viela tutkittu paljoakaan (Jérvinen et al. 2018).
Yleispatevia algoritmeja opiskelijoiden osaamisen ja potentiaalin mittaamiseen ei
ole, mutta on kehitetty erilaisia malleja, joita voidaan kéyttad oppilaan kykyjen ja
kehittymisen arviointiin tdmén aiemman suoriutumisen perusteella (Yang ja Li 2018).

Taméa tutkielma keskittyy yliopisto-opiskelijoihin ja heiddn yhden lukuvuoden aikana
suorittamiinsa kursseihin. Kiinnostuksen kohteena ei ole opiskelijan suoriutuminen
yksittaisilla kursseilla tai hanen saamansa arvosanat. Téssé tyossa pyritdan tilastollisin
menetelmin kartoittamaan lukuvuoden aikana saavutettuihin opintopisteisiin vaikuttavia
tekijoita. Aineistoina kaytetadn opiskelijoista kertyvia opintorekisteria seka taustatieto-
kyselyité, joihin opiskelijat ovat saaneet vapaasti vastata. Tavoitteena on tarkastella
opiskelijoiden opintopisteméaria ensimmaéisen lukuvuoden jalkeen. Tahan liittyvéat
tulokset ja havainnot toimivat suuntaa antavana informaationa siitd, mitka aiheet ja
kysymykset ovat merkityksellisia opiskelijoiden opintojen etenemisessa ja minkélaisiin
asioihin jatkotutkimuksissa olisi kiinnostavaa painottua. Tama tyo keskittyy
nimenomaan yliopisto-opiskelijoihin, joilla on selvasti peruskoululaisia enemmaén
vapauksia opinnoissaan, mutta tehdyt havainnot voivat olla hyodyllisia myo6s muiden
asteiden opinnoissa.

Oppimisanalytiikan yleistyessé kehitetddn yhé uusia lahestymistapoja rekisteriaineistojen
kayttamiseen. Tavoitteena on osaltaan helpottaa opettajien tyota, mutta padpaino
on opiskelijoiden oppimisen seuraamisessa, jotta resursseja osattaisiin keskittaa
oikeisiin tarpeisiin ja nain ollen oppimistuloksia ja oppilaan kehittymista saataisiin
edistettya. Tassa tyossd keskitytdan vain rajalliseen aineistoon, mutta useammista
lahteistd saatavat opiskelijoiden tiedot voivat auttaa tulevaisuudessa avaamaan uusia
nikokulmia. Aineistojen méaran kasvaessa myos analytiikka muodostuu haastavammaksi
ja olennaisiin aiheisiin keskittyminen vaikeutuu. Tama tyd pyrkii myos selvittdmaén,
minkélaiset aihealueet ovat analyyseissa tarpeellisia.



2 Tutkimuksen tarkoitus

2.1 Tutkimusongelma

Taman tutkielman tarkoituksena on arvioida ja ennustaa, mitka seikat vaikuttavat
opiskelijoiden saavuttamiin opintopistemadriin.  Opintopisteitd kertyy suoritetuista
kursseista, ja useimmiten kurssi suoritetaan lapaisemaélla sen lopussa jarjestettava tentti.
Opintopistekertymaén vaikuttaa ainakin kaksi asiaa. Ensimmainen on opiskelijan oma
motivaatio, jota tarvitaan, jotta opiskelija ylipdatansa osallistuisi kursseille ja olisi
kiinnostunut tekeméan niiden vaatimat tehtavat. Toinen seikka on opiskelijan taitotaso,
joka vaikuttaa siihen, miten hyvin opiskelija onnistuu tehtdvien ratkaisemisessa.
Omaa motivaatiota voidaan pitaéd naista kahdesta tdrkedmpéna, koska motivoituneelle
opiskelijalle on usein tarjolla kurssin aikana apua sekd muilta opiskelijoilta etta kurssin
vastuuhenkil6ilta.

Motivaation ja taitojen mittaaminen ei ole yksiselitteistd, ja edes néiden késitteiden
rajaaminen on haastavaa.  Opiskelijan saavuttamiin opintopisteméariin vaikuttaa
moni tekija, joita ei valttdméattd pystytd ottamaan huomioon milladn tavalla. Osaa
elamé&nmuutoksista on mahdotonta ennustaa. Suuria muutoksia opiskelijan elaméssa
voivat aiheuttaa esimerkiksi opiskelijan ihmissuhteiden muutokset tai toimeentuloon
liittyvat ongelmat. Tallaiset muutokset, jotka vaikuttavat muun muassa opiskelijan
motivaatioon ja tata kautta opiskeluiden etenemiseen, ovat analyysinkin kannalta
haastavia. Yksi mahdollisuus haasteiden valttdmiseksi olisi tehda kyselyita opiskelun eri
vaiheissa, jotta ainakin osa muutoksista havaittaisiin. Vastausprosentit eivat kuitenkaan
valttamaéatta olisi tarpeeksi suuria.

Opiskelua ei voi téysin irrottaa opiskelijan muusta elaméstd, joten on téarkeda
saada tietoa opiskelijoista my0s opintojen ulkopuolelta. Keskittymalld vain siihen
informaatioon, joka oppilaitoksille kertyy kurssien suorittamisesta, jatetdan vaistamaéatta
hyodyntamatta tietoa opiskelijoiden opintojen ulkopuolisesta eldmasté. Tassa
tutkimuksessa tarkoituksena on kayttda informaatiota, joka kattaa opintoja suuremman
osan opiskelijan eldmaéasta. Téllaisen tiedon kriteerind on, ettd se on tarpeeksi yleista
kerattavaksi kaikilta, mutta silti sisélloltdan hyodyllistd ja kiinnostavaa. Téamankin
jalkeen tuloksia taytyy tulkita varovaisesti ja johtopaatoksié tehda harkiten.

Opintopisteiden kertymistd kuvaavien mallien rakentaminen on vaikeaa. Ongelman
laajuudeen vuoksi vaikutukseltaan pienetkin tekijat voivat olla arvokkaita, jos ne
vaikuttavat kaikkiin tai ainakin suurimpaan osaan opiskelijoista. Tavoitteena on kerata
havaintoja, jotka yleistyvéit isoon opiskelijajoukkoon tai ovat ainakin paikkaansa pitavia
viela vuosienkin kuluttua tutkimuksen oppiaineiden opiskelijoille.

2.2 Aineiston esittely

Tassa tyossa kaytetdan aineistona tietoja Turun yliopiston tulevaisuuden teknologioiden
laitoksen ensimmaisen vuoden opiskelijoista lukuvuosilta 2015-16 ja 2016-17.
Opiskelijoiden péddaineina ovat lahtokohtaisesti tietojenkasittelytiede tai tietotekniikka.
Aineisto kerdttiin kahdesta tietokannasta. Ensimméinen ja tyon kannalta térkein
aineisto saatiin yliopiston opintorekisterista. Téma aineisto koostuu suoritetuista
kursseista, joiden perusteella saadaan selville myos opiskelijoiden kerdamét opintopisteet.



Yliopiston on valttaméatonta pitaé tietokantaa opiskelijoiden suorituksista, joten kaikkien
opiskelijoiden opintoihin liittyvat tiedot tallennetaan opintorekisteriin.

Toinen aineisto saadaan Turun yliopiston kehittdman ViLLE-jarjestelmén kautta, jossa
tulevaisuuden teknologioiden laitoksella aloittaneista opiskelijoista on kerdtty tietoa
vapaaehtoisten kyselyiden pohjalta. Taustatietokyselyn motiivina on kartoittaa tietoa
opiskelijoista tdméan tyon kaltaisten analyysien edistdmiseksi seka antamaan aikaisempaa
selkeampi kuva oppilasmateriaalin ajallisista muutoksista.

2.3 Aiempi tutkimus

Opintojen etenemiseen ja niistd suoriutumiseen vaikuttavat monet tekijat. Opiskelijalla
pitda ensinnakin olla sisaistd kiinnostusta opiskelemaansa alaa kohtaan, tai ainakin
muita motivaationa toimivia tekijoitd, kuten mahdollisuus hyvépalkkaiseen tyohon,
jotta han jaksaa osallistua oppiaineensa kursseille kuukaudesta toiseen. Opiskelijalla
pitaa olla aikaa opiskella, joten esimerkiksi tyot ja harrastukset eivit saa vieda kaikkea
aikaa. Asumisen ja toimeentulon pitda olla turvattuina opiskelujen onnistumiseksi.
Aiheesta tehdyt aiemmat tutkimukset painottuvat pitkéalti arvosanojen (Cheung 2004),
valmistumisen (Ashraf et al. 2018) ja keskeyttdmisen ennustamiseen (Rautopuro ja
Korhonen 2011).

Tarkastellaan ensiksi opintojen keskeyttamiseen liitettyja tekijoitd. Keskeyttédmiseen
myoOtavaikuttavat selvimmin tyossakaynti, motivaation puute ja ongelmat eldméssa
(Rautopuro ja Korhonen 2011). Tyossakéynti hidastaa opintojen etenemista viemélla
aikaa opiskelulta ja vaikuttaa luonnollisesti my6s jaksamiseen. Téamaé yksindan voi johtaa
lilan suureen kuormitukseen ja mahdolliseen loppuun palamiseen. Tyossdkéynnilla
opiskelun ohella on havaittu olevan kuitenkin myos ristiriitaisia vaikutuksia (Tuononen
et al. 2016). Osa-aikaisena tyOssidkéayvit voivat esimerkiksi tuntea tyossiakdynnin
hyvana vastapainona opiskelulle, mika auttaa jaksamaan, kun taas toiset opiskelijat
kokevat tyossdkaynnin liian raskaaksi opiskeluiden ohella. Keskeyttamisriskia lisadvat
myO0s masennus ja ihmissuhteisiin liittyvat ongelmat. Tekijat voivat olla vahvasti
sidoksissa toisiinsa seké saattavat olla syy-seuraussuhteessa keskendén, joten perimmaista
keskeyttamisen syyta ei ole aina helppo jaljittda. Eldmén vastoinkdymiset saattavat
johtaa myos tietynlaiseen laiskuuteen, opintoja ei koeta merkityksellisiksi ja tavoitteiden
ja opintojen suunta ovat opiskelijalta hukassa. Tamén johdosta kuulumattomuuden ja
osaamattomuuden kierre syvenee, mikéa lisaéd keskeyttamisriskia entisestaan.

Keskeyttamiseen vaikuttavia tekijoitd on hyva verrata valmistumista selittaviin
tekijoihin.  Ainakin kolmen asian on todettu vaikuttavan periksiantamattomuuteen
ja sitd kautta tutkinnon valmiiksi suorittamiseen; itseohjautuvuus, kuuluvuuden tunne
ja arvostus opinto-ohjelmaa kohtaan (Ashraf et al. 2018). Opiskelijat, jotka aikaisessa
vaiheessa valitsevat pddaineensa ovat sitoutuneempia jatkamaan sen parissa loppuun
asti. Paattavaiset opiskelijat, jotka eivat ole valintaa tehneet, vaihtavat mychemmassakin
opiskelun vaiheessa sopivalta tuntuvampaan péddaineeseen, vaikka se automaattisesti

tarkoittaisikin valmistumisen viivistymista.

Kirjallisuuden perusteella nayttaa siis silta, ettd nimenomaan motivaatio ja kuuluvuuden
tunne ovat tarkeitd valmistumisen osatekijoitd. Motivoituneella opiskelijalla on usein
paamaara, joka auttaa jaksamaan. Kun opiskelija kokee alan omakseen, opiskeluiden
eteneminen tuntuu merkitykselliseltd. On erilaisia tapoja hallinnoida motivaatiota ja



nama liittyvatkin vahvasti edella mainittuihin teemoihin.  Motivaation hallintaan
kuuluvat tavoitteiden asettaminen ja positiivisten uskomusten luominen omista
kyvyistdaan. Itseluottavaiset opiskelijat ovat pitkdjanteisempia toimimaan strategioidensa
mukaisesti ja motivoituneempia saavuttamaan itse asettamansa tavoitteet verrattuna
ulkopuolelta tulleisiin tavoitteisiin (Cheung 2004).  Ylipdétédén opiskelijat kokevat
tavoitteiden asettamisen johtavan parempiin tuloksiin. Téta on tutkittu arvosanojen
perusteella, mutta samanlainen vaikutus voisi hyvin pated myos opintopistemaériin.

Kollaboratiivista oppimista voidaan kdyttda oman osaamisen vahvistamiseen (Hakkinen
ja Arvaja 1999). Kollaboratiivisessa oppimisessa kaytetdan erityisia oppimisen
menetelmié, kuten artikulointia. Opiskelijat joutuvat selittdmaéén toisilleen oppimiseen
liittyvida asioita ja ehkéd ajattelemaan aihetta sen johdosta uudesta nidkokulmasta.
Myoskin muiden opiskelijoiden kanssa toimimisen sosiaalista puolta ei sovi viheksya ja
talla on varmasti merkitysta myos kuuluvuuden tunteelle.

3 Tutkimusmenetelmat

Tassa tyossd mallinnetaan opiskelijoiden ensimmaisen opiskeluvuotensa aikana
saavuttamaa opintopisteiden maarda.  Vastemuuttujana on opintopisteméaara joko
suoraan tai opintopisteméérdstd muodostettu bindédrinen muuttuja (eli havainnot
luokitellaan arvoltaan joko nollaksi tai ykkoseksi). Taustatietokyselyn vastaukset ovat
téssa tyossa selittdvid muuttujia, joita myos ennustemuuttujiksi kutsutaan. Selittavélla
muuttujalla tarkoitetaan muuttujaa, jonka muutokset selittaisivit vastemuuttujan
vaihtelua.

Tassa tyossa kaytetddn menetelmia, jotka perustuvat luokitteluun tai regressioon.
Luokitteluongelmissa pyritddn tiettyjen ennustemuuttujien avulla luokittelemaan
yksiléitd mahdollisimman hyvin vastemuuttujan eri kategorioihin. Luokitteluongelmat
jaetaan ohjattuun oppimiseen ja ohjaamattomaan oppimiseen sen mukaan, onko
aineiston luokittelusta tietoa ennalta. Ohjatussa oppimisessa hyodynnetaén olemassa
olevaa tietoa tilastoyksiloiden oikeasta luokittelusta niin sanotussa opetusaineistossa,
ja tamén perusteella opetetaan mallia toimimaan my6s tuntemattomilla syotteilla
(ennustemuuttujien arvoilla). Myds ohjaamattomassa oppimisessa aineisto jaetaan
joukkoihin, mutta luokittelu tapahtuu ennustemuuttujien samankaltaisten ominaisuuksien
pohjalta. Télloin ei ole saatavilla valmista opetusaineistoa, jonka perusteella luokittelusta
voitaisiin oppia. Klusterointi on ohjaamatonta oppimista, jossa valittujen muuttujien
perusteella pyritdan muodostamaan keskenadn samankaltaisia ryhmiéd eli klustereita.
Muodostettujen klustereiden ominaisuuksia voidaan tédman jélkeen vertailla keskenadn
seka tarkastella klustereiden eroja niissa huomiotta jatettyjen muuttujien kohdalla.

Regressiossa kiinnostuksen kohteena on vastemuuttujan ja selittdvien muuttujien
valinen yhteys. Téasséd tyossa tarkastelu keskittyy siihen, mitka selittavistda muuttujista
ovat ongelmassamme merkityksellisia ja kuinka paljon ne vaikuttavat vastemuuttujan
odotusarvoon.



3.1 Menetelmien esittely

Tamén tutkimuksen aineiston analyysissa kdytettdavien menetelmien valinta ei ole taysin
suoraviivaista. Suurin valintaan vaikuttava tekija on analyysin laatu eli se, minkalaisia
asioita aineistosta halutaan selvittaa. Koneoppimisen suosion kasvu on nostanut erilaiset
klusterointimetodit ja neuroverkot laajasti sovelletuiksi apuvélineiksi. Myo6s tassa tyossa
kaytetaan eri lahestymistapoja opintopisteisiin vaikuttavien tekijoiden kartoittamiseksi
kayttamaélla paakomponenttianalyysia, klusterointia, regressiomalleja seka paatospuita.

Paakomponenttianalyysia kaytetdan yleisesti pienentamééan aineistossa esiintyvien
dimensioiden méaraa ja sitd kautta multikollineaarisuutta. Myo6s opiskeluun liittyvissa
tutkimuksessa se on usein hyddynnetty apukeino.  Gaertner ja McClarty (2015)
tarkastelivat opiskelijoiden yliopistovalmiutta kuuden osa-alueen avulla: opintomenestys,
motivaatio, kayttaytyminen, sosiaaliset suhteet, perheolosuhteet ja kouluympéristo.
Ennustemuuttujat jaettiin ensin osa-alueisiin, minké jalkeen padkomponenttianalyysilla
saatiin osa-alueiden sisdltamistd muuttujista laskettua uudet muuttujat. Ennuste-
muuttujien maara vahennettiin talla tavoin 140:sta kuuteen.

Cortez ja Silva (2008) puolestaan ennustivat kursseista suoriutumista matematiikassa ja
portugalin kielessa (opiskelijoiden aidinkielessd). Opiskelijoista oli kerétty taustatietoja,
esimerkiksi perheen taustoista ja opiskelijan vapaa-ajan vietosta, sekd aiemmasta
koulumenestyksestd.  Tutkimuksessa kéytettiin monipuolisesti eri metodeja kuten
regressiomalleja, Naive Bayes -luokittelua ja neuroverkkoja. KEri menetelmat antoivat
samansuuntaisia tuloksia, mutta mika tarkeintd, hyvin valituilla ennustemuuttujilla
ennusteet kurssin suorittamisesta olivat tarkkoja. Bindérisessd luokittelussa (opiskelija
ldpaisee tai ei lapdise kurssia) opiskelijat osattiin luokitella jopa yli 90% tarkkuudella
oikein. Tutkimuksessa oli mukana satoja opiskelijoita, joista matematiikassa lahes
kolmannes ei saanut koetta hyviksytysti ldpi. Ennusteiden luotettavuus nojasi vahvasti
samojen opiskelijoiden aiempien kokeiden tuloksiin. Téssa tutkielmassa ei kuitenkaan
ole kiytettavissa vastaavanlaista tietoa opintopisteiden ennustamiseksi.

Tassa tyossa analyysivaihe jakautuu kolmeen osaan. Ensimméisessa osassa kaytetdan
klusterointia, jonka avulla opiskelijat pyritaén jakamaan ryhmiin ennalta valituin
kriteerein niin, ettd ryhmien sisélla on mahdollisimman samankaltaisia opiskelijoita.
Tamén jalkeen vertaillaan nédiden ryhmien opintopistekertymid. Toinen osuus kattaa
lineaarisen regressioanalyysin, jolla tutkitaan ennustemuuttujien vaikutusta lukuvuoden
aikana kerédttyihin opintopisteisiin. Kolmannessa osuudessa pyritaén luokittelemaan
opiskelijat niihin, jotka saavuttavat tietyn opintopisterajan, ja niihin, jotka eivit tata
opintopisterajaa saavuta. Téahan luokitteluun kaytetdan satunnaismetsd-menetelmad.
Samoja muuttujia kaytetdan ainakin osittain jokaisessa analyysivaiheessa, mutta eri
vaiheissa kaytetyt ldhestymistavat poikkeavat toisistaan. Nain saadaan kattavampi
yleiskuva siitd, mitéd analyysien avulla voidaan tehda tai paatella.

Tassa tyossa kaytetddn myos muita tilastollisia menetelmia, jotka toimivat edella
mainittujen kolmen keskeisimmén menetelméan apuna. Klusterointia varten hyodynnetaén
skaalausta, jotta kiytetyt muuttujat olisivat lahtokohtaisesti vaikutukseltaan yhta suuria.
Toisin sanoen nain ehkéistadn, etteivat pienen kokoluokan muuttujat jéisi analyysissa
merkityksettomiksi suuremman kokoluokan muuttujien kanssa, ja klusterit olisivat
muuttujien suhteen tasavertaisesti muodostettuja. Klusteroinnin, lineaarisen regression
ja luokittelun yhteydessa kéaytetddn bootstrap-metodia luottamusvéilien laskemisessa.
Talla tavoin saadaan arvioitua klusterikohtaisten keskiarvojen eroja luotettavasti,



lineaarisessa regressioanalyysissa voidaan kuvata kiinnostavien muuttujien merkitysta
mallissa ja luokittelussa mallin todellista ennustevoimaa.

Ennustemuuttujista pyritddn myos muodostamaan uusia muuttujia, jotka kuvaisivat
kattavammin tiettyéd aihepiirid. Néistd uusista muuttujista kaytetdan jatkossa nimitysta
aihepiirimuuttuja tai athepiiri. Taustatietokyselyn muuttujien subjektiivisen tarkastelun
lisiksi hyodynnetédan paakomponenttianalyysia, jolloin saadaan objektiivisempi tapa
arvioida, mitkd muuttujista erottelevat yksiloita, ja mitka antavat samanuuntaista
informaatiota. Padkomponenttianalyysia kaytetdan muuttujien jakamiseksi azhepii-
rethin, eikd sitd hyodynnetd uudestaan analyysivaiheessa. Padkomponenttianalyysi
tulkitaan téassa tyossa luokittelumalliksi, koska sita kaytetaan aihepiirien muodostamisen
apuna.

3.2 Analyysia tukevat metodit
3.2.1 Skaalaus

Yksinkertaisimpana metodina téssa tyossa kaytetaan skaalausta. Taustatietokyselyssa
osa vastauksista on annettu Likert-asteikolla 1-5 (Tdysin eri mielta — Tdysin samaa
mieltd), ja ainakin osa kysymyksistd antaa samansuuntaisia vastauksia.  Tamén
takia kysymyksistd muodostetaan aihepiireja, joiden voidaan ajatella antavan
kokonaisvaltaisesti informaatiota aina yhdesta opiskelijan eldméan osa-alueesta.

Skaalaus on tehty suoraviivaisesti kaavalla y;; = (7; — 1)/4, jossa muuttuja 7;; kuvaa
aihepiiriin j liitettyjen kysymysten vastausten keskiarvoa oppilaan 7 kohdalla. Yhteen
kysymykseen opiskelija 7 voi antaa vastauksena korkeintaan arvon 5 ja minimissadn arvon
1, joten uusi muuttuja y;; saa arvoja valiltd [0,1].

Poikkeuksena oli kysymys peruskoulun paattotodistuksen keskiarvosta, jossa mahdollinen
vaihteluvali on 4-10. My6s tdmén vastauksen mahdollinen vaihteluvéli skaalattiin valille
[0,1], minka jélkeen se saatiin liitettyda aihepiiriinsé niin, ettei sen vaikutus ole toista
kysymystéd suurempi.

3.2.2 Bootstrap

Bootstrap on menetelma, jonka avulla voidaan laskea tilastollisten tunnuslukujen
keskivirheitd ja luottamusvéleja (Efron ja Tibshirani 1986). Niin saadaan yksittaisen
tunnusluvun lisdksi johdettua tunnusluvun tarkkuus. Tamé auttaa, kun vertaillaan eri
populaatioista saatuja tunnuslukuja keskendén. Bootstrap on tilastollinen menetelma,
jossa hyodynnetddn aineistoon satunnaista otantaa palauttaen. Ajatuksena on tehda
aineistosta samankokoisia otoksia, ja koska jokainen wvalittu havainto palautetaan
aineistoon, voi yksi havainto olla edustettuna jokaisessa bootstrap-otoksessa useamman
kerran. Vastaavasti jotkin havainnot eivat tule valituksi ollenkaan. Keskiméadrin noin 2/3
havainnoista on edustettuna yksittaisessa bootstrap-otoksessa. Toistamalla naita otoksia
ja laskemalla jokaiselle esimerkiksi keskiarvo saadaan estimoitua keskiarvoestimaattorin
jakaumaa yhden aineiston perusteella. Tassa tyossd hyodynnetadn tavallisesta
bootstrap-metodista paranneltua versiota nimeltadn BC,-bootstrap (Bias-corrected and
accelerated bootstrap). Suurin hyoty BC,-bootstrapissa tavalliseen bootstrap-metodiin
verrattuna on, ettd se huomioi harhan ja vinouman bootstrap-estimaattien jakaumassa.



Bootstrap-jakauman ollessa positiivisesti vino luottamusvalid korjataan oikealle ja
vastaavasti jakauman ollessa negatiivisesti vino luottamusvélia korjataan vasemmalle.
BC,-bootstrapissa hyodynnettyjen korjausten on havaittu antavan paremmat luottamus-
valit tarkasteltavalle tunnusluvulle (Efron 1987).

Bootstrap on kateva apukeino luottamusvélien ja tata kautta tilastollisen merkitsevyyden
laskemiseen. Verrattuna parametrisiin metodeihin, kuten t-testiin, bootstrap-metodi ei
nojaa olettamuksiin havaintojen jakaumasta. Kaikki luottamusvalit ovat téssa tyossa
laskettu 95%:n luottamustasolla.

3.3 Luokittelumallit
3.3.1 Klusterointi

Klusteroinnin péatavoite on jakaa aineistossa esiintyvat havainnot keskendan saman-
kaltaisiin ryhmiin eli klustereihin. Klusterointimenetelmid on erityyppisid. Ehka
tunnetuimpia ovat hierarkkinen klusterointi, jossa klusterit muodostavat puumaisen
hierarkiarakenteen, tai osittava klusterointi, jossa ensin muodostetaan klusterikeskuksia,
joihin havaintoja sitten sijoitetaan. Néaistd menetelmistd on viela monenlaisia
variaatioita, joissa on kuitenkin sama perusajatus. Tassd tyossa kédytetadn Fuzzy
C-Means -klusterointia (FCM-klusterointi).

FCM-klusterointialgoritmi on hyvin samankaltainen kuin tunnetuimpiin klusterointi-
menetelmiin kuuluva K-mean-klusterointi, jossa tavoitteena on minimoida klusterien
muodostamiseen kdytettyjen muuttujien klusterien sisédistd varianssia. FCM-klusteroin-
nissa havainnot eiviat ole tiukasti sidottuja vain yhteen klusteriin, vaan metodi
mahdollistaa yksittdisten havaintojen kuulumisen useampaan klusteriin. Havainnoille
annetaan jokaisen klusterin kohdalla arvo valilla [0,1], mika kertoo, kuinka suurella
todennékoisyydelld havainto tarkasteltuun klusteriin sijoitetaan. Kunkin havainnon eri
klustereihin sijoittumisen todennakoisyydet summautuvat ykkoseksi.

FCM-klusteroinnissa (Bezdek 1974; Xie et al. 2010) minimoidaan funktiota
J(U, V) = 0 35 (uig) ™ |Jai — v, 1 < m < oo,

jossa arvo m on (ennalta annettu) sekoitusindeksi, n on havaintojen méérd, ¢ on
klusterikeskusten maara, x; on aineiston 7:nnes havainto ja v; on j:nnes klusterikeskus.
FCM-klusteriointi palautuu K-mean-klusteroinniksi, jos se saa arvokseen m = 1.
Funktion J(U, V) parametri U on luokitteluosuuksien w;; (n X ¢) matriisi ja parametri
V on vektori klusterikeskuksista. Valttdméton ehto funktion J(U, V) minimoimiselle on,
etta

wig = 1/ Yoy (di/di)?/ 7 ja

vj = ( ?:1(“1])7%371)/( ?:1(uij)m)7 Vi=12,..c
Tassda arvo d;; on euklidinen etdisyys ¢:nnen havainnon ja j:nnen klusterikeskuksen
valilla.  Klusterikeskukset valitaan satunnaisesti alustetun matriisin U perusteella.
Tamaén jalkeen klustereihin sijoittumisen todennakoéisyyksien arvoja ja klusterikeskuksien

arvoja iteroidaan, jotta samankaltaiset havainnot sijoittuvat samoihin klustereihin. Téata
jatketaan, kunnes klusterikohtaisia variansseja ei saada enéda tehokkaasti pienennettya.
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Algoritmia kutsutaan useamman kerran eri alkuarvoilla, jotta klusteroinnin tulos ei
riippuisi alkuarvauksen onnistumisesta.

Optimaalisen klusterien méaran valitseminen ei ole yksiselitteistd, ja pdatosta tehdessa
taytyy kayttda omaa harkintaa. Téassa tyossd klusteroinnin tavoitteena on ennustaa
mahdollisia eroavaisuuksia lukukauden aikana keratyissa opintopistekeskiarvoissa.
Klusterit muodostetaan aihepiirimuuttujien perusteella. Aihepiirimuuttujat ovat
vaikutukseltaan yhta suuria. Ei ole mielekésta luoda liian montaa klusteria. Ensinnakin
klusteria kohden jaa vihemman opiskelijoita klusterien maaraé kasvattaessa ja nain ollen
tilastollinen tarkastelu klusterien vélilla muodostuu epavarmemmaksi. Toiseksi ollaan
kiinnostuneita rajanvedosta opiskelijoiden valilla, jotka keradvat paljon opintopisteita,
ja niiden, jotka kerdavat vain vidhan opintopisteitd lukuvuoden aikana. Tamé on
selkedmpad, kun klustereita on vahan.

3.3.2 Satunnaismetsa

Satunnaismetsd on ohjatun koneoppimisen menetelmad, jota kdytetddn sekéd luokittelu-
ettd regressio-ongelmiin (Breiman 2001; Liaw ja Wiener 2002).  Satunnaismetsé
on paatospuihin perustuva menetelmé. Péaatospuut koostuvat solmukohdista, jotka
ovat mallin selittaviin muuttujiin perustuvia ehtoja jakaa aineistoa osajoukkoihin.
Solmukohdassa tapahtuvan jaon perusteella aineisto haarautuu osajoukkoihin, jotka
edelleen haarautuvat uusissa solmukohdissa pienempiin osajoukkoihin. Paétospuun
viimeisena vaiheena on luokitella osajoukot, kun kaikki malliin otetut selittéavat
muuttujat on solmukohtien yhteydesséa kéaytetty.

Puumalleissa on yleensd useita muuttujia, joiden perusteella aineistoa voidaan jakaa.
Ensimméisen solmukohdan lisadminen jakaa alkuperaisen aineiston kahtia muuttujan
arvon perusteella. Tama tarkoittaa, ettéd jaetun aineiston molemmissa haaroissa voidaan
havaita luokiteltavan muuttujan jakaumat, jotka eivit valttdmaéatta vastaa luokiteltavan
muuttujan koko jakaumaa aineistossa. Kuvassa 1 on esimerkkind paatospuu, jossa
kahden solmukohdan avulla luokitellaan havaintoja joko tosiksi tai epdtosiksi. Jos
jakavat muuttujat ovat hyodyllisia, jakaantuu aineisto niin, ettd molempiin haaroihin
erottuvat luokittelultaan erilaiset havainnot.

Satunnaismetséisséd padtospuita luodaan useita, jotta yksittdisen paatospuun painoarvo ei
olisi lilan suuri. Satunnaismetsassa kuhunkin puuhun valitaan satunnainen otos aineiston
yksiloita ja jokaisessa puun solmukohdassa kokeillaan vain tiettyd méaéaréd satunnaisesti
valikoituja muuttujia.  Satunnaismetsdn ajatusta voidaan kuvata yksinkertaisella
esimerkilla: Jos kysyt ystavéltasi arviota tietystd ravintolasta, saat vain taman kyseisen
henkilon mielipiteen ravintolan laadusta. Kysyessédsi mielipidettd samasta ravintolasta
kymmenelta ystavaltasi yhden ystavin mieltymykset eivat saa lilan suurta painoa, ja
voit tehda kattavamman paédtelmén kyseisen ravintolan laadusta.

Tassa tyossd satunnaismetsad kaytetdan nimenomaan luokitteluongelman ratkaisussa.
Ennen satunnaismetsin kayttoa aineisto jaetaan kahteen osaan: opetus- ja tes-
taus-osuuksiin.  Osien suhteelliset koot ovat 0.55 (opetus) ja 0.45 (testaus), jotta
myo0s testaus-osuuteen jéa riittdvésti aineistoa. Opetusaineiston avulla satunnaismetsa
harjoittelee jakamaan havainnot oikeisiin luokkiin hyodyntémalla bootstrap-tekniikkaa.
Suurinpiirtein kolmannes havainnoista ei tule mukaan yksittaista puuta harjoitettaessa ja
tdmaé osa havainnoista kaytetdan siis yksittaisen paatospuun luokitteluvaiheessa. Lopulta



yes -M4 < 0.78-{no

Epatosi
0.46
30%
M1 >= 0.55
Epatosi Tosi Tosi
0.25 0.88 0.82
20% 10% 70%

Kuva 1: Esimerkki paétospuusta, johon on valittu kaksi solmukohtaa. Algoritmi pyrkii
kahden luokiteltavan muuttujan (M1 ja M4) perusteella jakamaan havaintoaineiston
yksilot kahteen luokiteltavan muuttujan luokkaan (tosi/epatosi). Oletetaan, ettd koko
aineistossa oikeasti tosien tapausten osuus on 0.71. Ensimmaisessé solmukohdassa
aineisto jaetaan sen mukaan, onko muuttujan M4 arvo alle 0.78 vai ei. Kuvaajan
aineistossa 70 prosentilla havaintoyksildista arvo on ainakin 0.78, ja naisté oikeasti tosien
tapausten osuus on 0.82. Vastaavasti M4:n mukaan epatosiksi luokiteltujen joukossa
oikeasti tosien osuus on 0.46. Tama solmukohta jaetaan viela muuttujan M1 arvon
perusteella, jolloin 20 prosenttia aineistosta luokitellaan epéatosiksi (tdstd osajoukosta
tosien tapauksien osuus on 0.25) ja 10 prosenttia aineistosta luokitellaan tosiksi (tésta
osajoukosta tosien tapauksien osuus on 0.88).



testaus-osuutta kiytetadn arvioimaan mallin yleistyvyytta. Etuna testausaineistossa on,
ettei sitd ole harjoitteluvaiheessa kaytetty ja nain ollen mallin yleistyvyytta pystytdan
kokeilemaan uuteen koskemattomaan aineistoon.

Satunnaismetséd on lahtokohtaisesti robusti aineistoilla, joissa on paljon sekoittavia
muuttujia ja vihan paatoksille relevantteja muuttujia. Relevanttien muuttujien pitéisi
joka tapauksessa nousta esille paatoksien teossa ja téstd syysta ajatellaankin, ettei
satunnaismetsallé voida ylisovittaa aineistoa (Breiman 2001).

Satunnaismetsédn arviointiin liittyy olennaisesti muutamia kasitteita, joita esitelldan
seuraavaksi. Tarkastellaan ensiksi késitteitd sensitiivisyys (engl. sensitivity) ja
spesifisyys (engl. specificity). Sensitiivisyydelld tarkoitetaan oikein (eli tosiksi)
luokiteltujen tosi-tapausten osuutta. Esimerkiksi téssa tyossé sensitiivisyydella mitataan,
kuinka monta prosenttia méaratyn opintopisterajan saavuttaineista opiskelijoista on
ennustemuuttujien avulla luokiteltu oikein. Vastaavasti spesifisyydella mitataan
oikein (eli epdtosiksi) luokiteltujen epdtosi-tapausten osuutta. Tésséd tyossid tamé
tarkoittaa niiden opiskelijoiden osuutta, jotka on oikein luokiteltu jaadméan madrityn
opintopisterajan alle. Sensitiivisyyden ja spesifisyyden avulla saadaan parempi késitys
mallin kéytettdvyydestd verrattuna esimerkiksi pelkédn tarkkuuden (engl. accuracy)
ilmoittamiseen, varsinkin havaintojen ollessa epasuhtaisesti jakautuneina luokkiin.
Tarkkuudella tarkoitetaan tassa oikein luokittelujen havaintojen osuutta. Esimerkiksi
tapauksessa, jossa 95% havainnoista kuuluu tosi-tapauksiin, saadaan tarkkuudeksi
helposti 95%, kun luokitellaan kaikki havainnot tosiksi. Téassd tapauksessa kuitenkin
sensitiivisyys olisi 100% ja spesifisyys 0%, joka paljastaisi mallin olevan vailla todellista
selitysvoimaa.

Kynnysarvo on arvo, joka on valittu jakamaan havainnot binaérisesti kahteen luokkaan:
havainnot, jotka saavat kynnysarvoa pienemmén arvon luokitellaan epdtosiksi ja
arvot, jotka ovat vdhintadn kynnysarvon verran, luokitellaan tosiksi. ROC-kéyra
(Receiver Operating Characteristic -kayra) kuvaa luokittelun onnistumista kaikilla
luokittelun kynnysarvoilla (Fawcett 2006). ROC-kdyrda ja AUC-arvoa (Area Under
The Curve -arvo) kaytetddan (bindérisissé) luokitteluongelmissa usein arvioimaan mallin
hyvyyttd, ja ne perustuvat suoraan sensitiivisyyden ja spesifisyyden arvoihin. Jos
luokittelussa arvioidaan paasaantoisesti enemman tapahtumia tosiksi tuloksena on
enemmén oikeita tosiksi luokiteltuja tapauksia, mutta myos vastaavasti enemmaéan
virheellisesti tosiksi luokiteltuja tapauksia. Kynnysarvoa, jolla tapauksia luokitellaan
tosiksi voidaan tilanteen mukaan muuttaa. Esimerkiksi, jos luokitellaan kaikki ne
havainnot tosiksi, jotka ovat mallin mukaan yli 0.1 todennakoisyydella tosi-tapauksia,
saadaan sensitiivisyys suuremmaksi, kuin tapauksessa, jossa vaaditaan havainnoilta yli
0.5 todennakoisyytta tosi-luokittelulle. Spesifisyyden arvo olisi puolestaan edellisessa
tapauksessa pienempi. Téata vaihtokauppaa kuvataan ROC-kayran avulla.

AUC-arvo tarkoittaa ROC-kdyran alle jadvaa pinta-alaa.  Téaydellinen malli saisi
AUC-arvon 1, miké tarkoittaisi, ettd kaikki havainnot on luokiteltu oikein. Satunnainen
luokittelija puolestaan saisi AUC-arvokseen 0.5 ja ROC-kayrdssd tdma néhtéisiin
diagonaalina viivana. Léhtokohtaisesti mallin kuuluisi saada AUC-arvo vililta [0.5,1].
AUC-arvo voi olla my6s alle 0.5, mutta esimerkiksi AUC-arvo 0 tarkoittaisi, etta
kaikki luokittelut on tehty vaarin ja taydellinen malli saataisiin kadntamalla luokittelut
painvastoin.

Mallin ennustevoiman arvioimisen lisaksi tarkastellaan satunnaismetsalle merkityksellisia
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muuttujia. Vahenevdd Gini-arvoa (Han et al. 2016) kdytetddn arvioimaan, mitkd ovat
mallin tdrkeimpid muuttujia havaintojen luokittelussa. Gini-epapuhtaus (engl. Gini im-
purity) saadaan laskettua kaavalla G(k) = 27, P(i)(1 — P(i)), jossa P(i) on luokan i
suhteellinen osuus, ¢ € {1,2,...,J} ja J on luokkien méaara. Gini-epapuhtauden merkitys
voidaan ymmaértad seuraavasti: Valitaan aineistosta satunnaisesti yksi havainto, jonka
jalkeen luokitellaan tamé havainto luokkien suhteellisten osuuksien mukaisen jakauman
perusteella. Gini-epapuhtaus on todennakoisyys, ettd havainto on luokiteltu védarin.

Paatospuun jokaisen solmukohdan kahdelle haaralle voidaan laskea oikein luokiteltujen
havaintojen osuudet. Naiden perusteella laskettujen Gini-epapuhtauksien painotettu
keskiarvo on ko. haaraan kuuluva Gini-epdpuhtaus (painoina haaroihin liittyvien
havaintojen lukuméérit). Gini-epapuhtauden vihenemé saadaan, kun lasketaan erotus
Gini-epapuhtauksista ennen ja jéilkeen solmun muodostamisen. Vahenevd Gini-arvo
on keskiarvo muuttujan aiheuttamasta epédpuhtauden vahenemisestd satunnaismetsan
puiden solmukohdissa. Keskiarvo on painotettu sen mukaan, kuinka monta havaintoa
yksittaisessd puussa saavuttaa kyseisen muuttujan solmukohdan. Tarkoituksena on
listata muuttujat vidhenevin Gini-arvon perusteella, mikd auttaa hahmottamaan
muuttujien suhteellista tarkeytté luokitteluongelmassa.

3.3.3 Paidkomponenttianalyysi

Padkomponenttianalyysi (Principal Component Analysis), josta kéytetdan tasta
eteenpéin myos lyhennettd PCA, on tilastollinen menetelmé, jossa muuttujista luodaan
uusia korreloimattomia lineaarikombinaatioita.  N&itd uusia muuttujia kutsutaan
paakomponenteiksi. Kaytannossd padkomponenttien muodostaminen tapahtuu niin,
ettd ensimmaéisena muodostetulla paakomponentilla on kaikista suurin varianssi.
Seuraavat padkomponentit ovat aina ortogonaalisia edellisiin padkomponentteihin
niahden ja jokaisen uuden padkomponentin osuus jéljelle jadneestd varianssista on
suurin mahdollinen (Jolliffe 2002). Padkomponenttianalyysi on laajasti hyodynnetty
menetelma hahmontunnistuksessa juuri sen ansiosta, ettd sen avulla pyritddn
muutamalla komponentilla tunnistamaan suurin osa aineiston vaihtelusta.  Tassa
tyossa paakomponenttianalyysia kdytetadn taustatietokyselyn vastausten erottelemiseen
selkeimpien erottelevien teemojen havaitsemiseksi.

Maaritelladn ensin kasitteitd, minkd jalkeen selitetddan pédakomponenttianalyysin
toimintaperiaate.

o Vektori x = [z1, X2, ..., 7|7, jossa merkintd 7 on transpoosi. Tamé vektori sisiltaé
selittavat muuttujat.

o Vektorilla x on tunnettu kovarianssimatriisi Y. Kun kovarianssimatriisia ei tiedeta,
kaytetdan otoskovarianssimatriisia.

o Lineaarikombinaatio on vektorin x ja skalaarikertoimien a pistetulo: av-x = a1 +
_ P
QoTg + ...+ Ty = D g OG5
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Paakomponenttianalyysin vaiheet:

1) Etsitaan vektorille x sellainen lineaarikombinaatio o - x, joka maksimoi lausekkeen

Var(a - x) = a - Y. Yksikisitteisen ratkaisun takaamiseksi vaaditaan lisdksi,
ettd a on rajoitettu ja tdméan vuoksi méaaratadn rajoite o - o = 1. Varianssin
maksimoimiseksi voidaan néin ollen maksimoida funktiota o - Y a0 — A - a — 1),
jossa A on Lagrangen kerroin.

Differentiointi c::n suhteen johtaa lopulta ehtoon (35 — AIL,)a = 0, jossa matriisi
I, on p x p identiteettimatriisi. Parametria A kutsutaan korrelaatiomatriisin }
ominaisarvoksi ja vektoria a vastaavaksi ominaisvektoriksi. Edellisesta kaavasta
huomataan rajoite-ehdon (- @ = 1) avulla, ettd a@ - Ya = a - da = A,
joten ominaisarvon A taytyy olla niin suuri kuin mahdollista. Valitaan
parametri A; suurimmaksi kovarianssimatriisin ominaisarvoksi ja oy vastaavaksi
ominaisvektoriksi. Téstd seuraa, ettd yhtilon (3 — A\I,)a; = 0 ratkaisuna ovat
ensimmaisen paakomponentin skalaarikertoimet.

Selitetddn seuraavaksi vield toisen padakomponentin laskeminen. Etsitdan vektorin x
lineaarikombinaatio as - X, joka maksimoi ensimmaisen vaiheen tapaan lausekkeen
Var(a - x) = a - Y. Edellisessd vaiheessa esitetyn rajoituksen lisédksi vaaditaan,
ettd uusi lineaarinen funktio on korreloimaton edellisen funktion kanssa, eli cov(a -
X, X) = -y o; = Mg - = 0. Néin saadaan lisdehto, jonka mukaan a; - = 0.
Ominaisvektori ap 16ydetdén yhtalostd a- Yo — AMa- o — 1) — ay - a.

Samaan tapaan kuin edellisessa vaiheessa, otetaan edellisesta yhtalosté differentiaali
a suhteen ja merkitdén se nollaksi. Tamé johtaa yhtéloon Y a — da — fa; = 0.
Kerrotaan tamé yhtédlo viela vasemmalta puolelta vektorilla a;, jolloin saadaan
oY a—dap-oa—0a;-o; = 0. Ensimmaiset termit ovat kovarianssiehdon mukaan
nollia, joten saadaan, ettd = 0. Taméan mukaan ratkaistavaksi yhtaloksi jaa Yo —
Aa = (3 — ALL)a = 0, joka on toisen pédkomponentin ratkaistavaksi tarvittava
ominaisarvoyhtalo. Samalla tavalla kuin aiemmin saadaan valittua toiseksi suurin
ominaisarvo ja sitd kautta toisen padkomponentin skalaarikertoimet. Ominaisarvo
Ay ei voi olla sama kuin A;, koska muutoin ehto a; - s = 0 ei pitéisi paikkaansa.

Toistetaan edellinen kohta lopuillekin paddkomponenteille, niin ettd laskettavat
funktiot ovat aina korreloimattomia edellisten funktioiden kanssa. Tamé voidaan
toistaa aina p:hen padkomponenttiin asti. Eli Var(a; -x) = A\, kuni = 1,2,...,p.
Ensimméinen paakomponentti selittdd eniten aineiston vaihtelusta ja kaikki
seuraavat paakomponentit selittaviat aina edellistda paakomponenttia vihemman.
Tarkoituksena on, ettd mahdollisimman vahilla péadkomponenteilla saadaan
selitettyd mahdollisimman paljon aineiston vaihtelusta.

3.4 Regressiomallit

3.4.1 Lineaarinen regressioanalyysi

Helpoin ja ehkéd tunnetuin regressiomalli on lineaarinen regressio, jossa estimoidaan
jatkuvan (vdhintdan vélimatka-asteikollisen) vastemuuttujan ja selittdvien muuttujien
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lineaarista yhteytta (Hastie et al. 2009). Analyysilla voidaan tarkastella selittédvien
muuttujien voimakkuutta ja merkitysta suhteessa vastemuuttujaan.  Ensisijaisesti
tassa tyossa keskitytdan havaitsemaan, mitkd selittdvistda muuttujista vaikuttavat
vastemuuttujan arvoihin. Lineaarista regressiomallia voidaan kéyttdd myos suorana
ennusteena, jolloin tietyilld selittdvien muuttujien arvoilla pyritdan ennustamaan
vastemuuttujan odotusarvoa.

Lineaarisen regressiomallin yhtalo on

Yi = Q1T1 + Qoo + ...+ apTip + B+ e,

jossa yhtalon oikealla puolella ovat i:nnen havainnon selittdvat muuttujat x;, niiden
regressiokertoimet «;, jadnnostermi (residuaali) e; ja mallin vakiotermi 5. Parametri
p on selittavien muuttujien madrda mallissa. Yhtalon vasemmalla puolella on 7:nnen
vastemuuttujan havainto y;, © = 1, ..., n, jossa n on otoksen koko.

Lineaarisen regressiomallin yhtélon osa eli prediktori ayz; 4+ aozio + ... + o, + B on
vastemuuttujan ennustettu arvo g;. Nain ollen i:nnen jaannostermin kaava voidaan
kirjoittaa muodossa e¢; = y; — U; (Weisberg 2005). Toisin sanoen jaédnnostermit ovat
regressiomallissa havaittujen arvojen ja ennustettujen arvojen erotuksia.

Keskineliovirheen (MSE, Mean Squared Error) kaava on MSE = (1/n) - ¥r, el
Lineaarisessa regressioanalyysissa halutaan minimoida keskineliovirhettd, minka

perusteella myos selittavien muuttujien estimaatit valitaan.

Estimoidut jaannostermit vaikuttavat siithen, kuinka kéyttokelpoinen malli lopulta
on. Havaittujen arvojen ja ennustettujen arvojen erotuksen olessa pieni voidaan
ajatella mallin sopivan hyvin kuvaamaan ennustettavaa ilmiotd. Yksi tapa arvioida
mallin hyvyyttd on selityskerroin R?. Selityskertoimella kuvataan, kuinka téydellisesti
havainnot asettuvat estimoidulle regressiosuoralle. Selityskerroin lasketaan kaavalla

R Mallin selittama varianssi _ n-MSE Y€
 Aineiston yhteenlaskettu varianssi S0 (v — )% S, (v — §)?

jossa y on havaintojen y; (i = 1,...,n) keskiarvo.

Ennen regressiomallin soveltamista esitellidn muutamia oletuksia, joiden pitdvyys pitda
tarkastaa analyysia tehtdessd, sekd néihin liittyvid mééaritelmid. Ainakin seuraaviin
asioihin on kiinnitettavad huomiota lineaarisessa regressioanalyysissa:

1) Lineaarinen yhteys vastemuuttujan ja selittavin muuttujan valilla.
Analyysin tekemisestd ei ole hyotyd, jos valittujen selittdvien muuttujien ja
vastemuuttujan vélilla ei ole lineaarista yhteytta.

2) Homoskedastisuusoletus tayttyy. Tami tarkoittaa, ettd jaannostermeilld on
sama adrellinen varianssi. Tamé nakyy jaannostermeja tarkastellessa esimerkiksi
sirontakuviossa, jossa jadnnostermien tulisi olla tasaisesti jakaantuneita suhteessa
selittdvien muuttujien x arvoihin. Samalla voidaan havaita, etteivat jadnnostermit
muodosta mitdan kuvionomaista muotoa, mika voisi viitata esimerkiksi jonkin
muuttujan puuttumiseen mallista.
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3) Selittdvien muuttujien keskinidinen korreloimattomuus.  Multikollineaari-
suudesta puhutaan, kun regressiomallissa olevat muuttujat korreloivat keskenaén.
Kollineaaristen muuttujien tulkinta on vaikeaa, koska eri muuttujien vaikutusta
ilmioon on hankala arvioida. Voidaan myos ajatella, ettd muuttuja on tullut
useamman kerran huomioiduksi mallissa, jos ne korreloivat vahvasti keskendan ja
antavat samansuuntaista informaatiota.

VIF-arvoja ( Variance Inflation Factor -arvoja) kdytetdan havaitsemaan multikollineaari-
suutta regressioanalyysissa. VIF-arvot lasketaan ns. toleranssin kaanteislukuna, kun
toleranssin mééritellidan olevan 1 — R?. Termi R? on selityskerroin, jossa i:s riippumaton
muuttuja estimoidaan muiden riippumattomien muuttujien perusteella. Kaytannossa
estimoidaan lineaarisen regressiomallin kaavassa esitettyja selittdvien muuttujien arvoja
vastemuuttujan sijaan. Usein VIF-arvojen halutaan olevan ainakin alle 5 ja arvoa 10
pidetddn jo kriittisend (Franke 2010).

Regressiomallia arvioidaan oletusten tayttymisen lisdksi muillakin tavoin. Tavoitteena
on mallintaa reaalimaailman tapahtumia yhtalon muodossa, mutta poikkeavat havainnot
tuottavat mallintamiseen ongelmia. Regressiomallin havaintopisteet, joilla on suuri
jaannostermi tai jotka eroavat selvasti muista havaintopisteista voivat vaaristda mallin
kaytettavyytta. Naitd havaintoja pyritddn tunnistamaan laskemalla ns. Cookin etéisyys
(Chatterjee ja Hadi 1986):

U= Tiw)?
pMSE ’

Di:

jossa

y; on j:s ennustettu vastemuuttujan arvo

e Y@ on js sovitettu vastemuuttujan arvo, kun mallista on poistettu 4:s havainto.

p on selittavien muuttujien maara mallissa

¢ MSE on keskineliovirhe

Kéaytannossa Cookin etdisyys lasketaan poistamalla i:s havainto mallista ja laskemalla
regressio uudestaan. Havainnoista jokainen taytyy testata, joten regressiomalli lasketaan
uudestaan havaintojen lukuméaran verran niin, ettd jokainen havainto on kertaalleen
poistettu mallista. Cookin etaisyys havainnolle 7 on kaikkien niiden (vastemuuttujien)
muutosten summa, jotka regressiomallissa tapahtuvat poistettaessa i:s havainto.

3.4.2 LASSO

Lasso (Least absolute shrinkage and selection operator) on lineaarinen regressio,
joka perustuu ns. kutistamiseen (engl. shrinkage). Lasso-menetelméan mukaisessa
kutistamisessa aineiston muuttujien kertoimia sakotetaan pienemmiksi, mikd pakottaa
osan kertoimista nolliksi. Vain ne muuttujat, jotka eivit kutistu nollaksi, pidetaén
mallissa. Tama voi auttaa tuottamaan malleja, joilla on pienempi ennustevirhe
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kuin alkuperaisella mallilla. Kéaytannossa ennustevirhettd saadaan siis pienennettya
kehittaméalla harhainen (pienempivarianssinen) malli kuin hyédyntdmaélla harhatonta
(suurempivarianssista) mallia (Fonti ja Belitser 2017).

Lassossa tarkoituksena on minimoida lauseke (Tibshirani 2011)
i1 e? + )‘E?:l |04j‘7

jossa parametri A(> 0) on sakkokerroin, joka saételee, kuinka paljon aineiston muuttujien
kertoimia kutistetaan. Parametrin A kasvaessa suurempi osa muuttujien kertoimista saa
arvon nolla ja muuttujat néin ollen poistetaan mallista. Adritapauksia ovat, kun A = 0,
jolloin yhtddn muuttujaa ei poisteta mallista (eli saadaan tavallinen lineaarinen regressio),
seké (teoreettisesti), kun parametri A — oo ja kaikki kertoimet saavat arvokseen nollan.
Kaavan ensimmaéinen termi on jaannostermien nelididen summa ja toinen on virhetermi.

Tassa tyossda Lassolla tuetaan paatoksia, jotka tehddan muuttujien poistamiseksi
regressiomallista. Mallin havainnot on skaalattu vihentamalla havainnoista tarkasteltavan
selittdavan muuttujan keskiarvo ja jakamalla tama tarkasteltavan selittdvan muuttujan
keskihajonnalla. Tarkoituksena on, etta kutistaminen vaikuttaa tasapuolisesti selittdavien
muuttujien regressiokertoimiin. Mielenkiinnon kohteena on, mitka muuttujien
kertoimista menetelmé asettaa nollaksi, vaikka lopullinen paétos malliin jatettédvien
muuttujien suhteen tehdadn subjektiivisesti arvioiden.

3.5 Analyysiohjelmat

Menetelmien soveltamisessa aineistoon kéytettiin R-ohjelmointikielta (R versio 3.5.3).
Taman tutkielman tekstit ja ohjelmakoodit on kirjoitettu RStudio-ohjelmointi-
ymparistossa. Myos kaikki tutkielman kuvaajat ja taulukot on tuotettu RStudio-
ohjelmointiympéristossa.

4 Aineiston kuvailu ja visualisointi

Tassa luvussa tarkastellaan aineistoa kuvaajien ja taulukoiden avulla. Tarkastelut
keskittyvét aiheisiin, joista on mahdollisesti hyotya analyysia tehtéessé ja joissa kuvaajat
voivat auttaa tekemaén perusteltuja ratkaisuja analyysien suhteen. Taulukoiden avulla
esitellaédn aineiston rakennetta ja opintopistemaaraaineiston tunnuslukuja. Kuvaajien ja
taulukoiden avulla on helpompi tarkastella, minkélaisen aineiston kanssa tyoskennellédan,
ja usein visuaalinen esitystapa auttaa hahmottamaan kokonaiskuvan paremmin kuin
pelkké sanallinen selitys.

4.1 Aineiston esittely

Aiemmissa luvuissa esiteltiin ldhteet, joista tutkimuksen aineisto on keratty. Esitellaédn
seuraavaksi taulukoiden avulla muuttujia, joista aineisto koostuu ja mihin naita
muuttujia kiytetdan. Sivutaan my6s aihetta, mihin kysymyksiin aineiston avulla
pystytaan vastaamaan.
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Taulukko 1: Esimerkki opintorekisteristd. Aineisto on pseudonymisoitu niin, etté se
voidaan yhdistda taustatietokyselyiden kanssa. Opintorekisterin tiedoista kaytetadn
tassa tutkimuksessa padasiassa opintopisteiden lukumadraa.

Opiskelijanumero  Oppiaine Suorituspaivamaara Laajuus Oppiaineen laitos Lasketaan_kokonaislaajuuteen
9a8ab6e36 Tietotekniikka 2016-07-23 4 Tulevaisuuden teknologioiden laitos 1
¢5a9670b Tietotekniikka 2012-05-14 5 Tulevaisuuden teknologioiden laitos 1
3b2a907a Tietojarjestelmétiede 2014-12-15 3 Johtamisen ja yrittdjyyden laitos 1
400c0db6 Matematiikka 2001-12-17 5 Matematiikan ja tilastotieteen laitos 1
¢40c4752 Biotekniikka 2012-12-12 3 Biokemian laitos 1

4.1.1 Opintorekisteri

Kaikista opiskelijoiden suorittamista kursseista on merkinnat opintorekisterissa.
Opintorekisteriin on kirjattu kurssin nimi, arvosana ja suorituspaivimadra (usein
tdma on paivamaidrd, jolloin tentti on suoritettu hyviksytysti). Niiden tietojen
lisdksi rekisteristda saadaan opiskelijan tunnistetiedot ja paivaméara, milloin opiskelija
on opintonsa aloittanut.  Opintorekisterin kautta saadussa aineistossa ovat kaikki
opiskelijoiden suoritukset tarkastelluilta vuosilta, joten myos sivuaineopintoja on nain
ollen helppo seurata.

Opintorekisteriin kerdttdvien tietojen syy on ilmeinen: opiskelijan suoritettua kurssin
on tarpeen dokumentoida kyseessa oleva suoritus. Téassa tutkimuksessa kaikista tarkein
dokumentoitu tieto on opiskelijan opintopisteiden méara, jota tassd tyossd pyritdan
selittamaan. Paivamaara ja opiskelijan tunnistetiedot ovat tarpeellisia, jotta saadaan
oikean vuoden opinnot yhdistettya oikeaan opiskelijaan.

Taulukossa 1 on muutaman rivin otos opintorekisterin tiedoista. Taulukosta on jatetty
tilanpuutteen vuoksi ja selkeyden takaamiseksi pois muutama sarake. Opintorekisteriin
tallennetuista tiedoista pois jatettyja sarakkeita ovat Kirjothintulopdivimddrd, joka
kertoo opiskelijan ensimméisestéd opiskeluiden aloituspaivista tassa yliopistossa, opin-
tojen aloituspaivamddrd, josta selvidd opiskeluiden alkaminen tutkinnossa, ja opinto-
jakso, joka kertoo tarkemmin kurssin nimen. Tiedot ovat hyodyllisia eika niita ole
kadotettu. Opiskelijanumerot on pseudonymisoitu merkkijonoiksi. Muualta saatuihin
opiskelijoiden tietoihin on opiskelijanumero pseudonymisoitu vastaavasti samalla tavalla,
joten taulukoiden yhdistdminen ei tuota jatkossa ongelmia vaan onnistuu suoraan
pseudonymisoitujen opiskelijanumeroiden avulla.

4.1.2 Kyselyt

Taustatietokyselyt (TTK) on suoritettu ViLLE-jarjestelméissid ja tutkimuksessa
kaytetyt kysymykset on suunnattu ensimméisen vuoden tietojenkésittelytieteiden seka
tietotekniikan opiskelijoille.  Kyselyajankohta on ollut pian opintojen aloittamisen
jéalkeen. Kyselyyn on péassyt vastaamaan ViLLE-jarjestelmassa opinto-ohjaus
-kurssilla, joka on ldhtokohtaisesti kaikille tulevaisuuden teknologioiden laitoksen
uusille opiskelijoille pakollinen kurssi. Kysymykset koskevat muun muassa opiskelijoiden
aiempaa koulumenestysta, vapaa-ajan viettoa seka yleista vireystilaa.

Taustatietokyselystda on muodostettu taman tyon selittdvat muuttujat, joten analyysit
perustuvat opiskelijoiden kyselyissa antamiin vastauksiin. Havainnot opiskelijoiden
ajatuksista ja suunnitelmista tarjoavat mahdollisuuksia arvioida, mitka tekijat
vaikuttavat lukuvuoden aikana kerdttyyn opintopisteméaédraén. Vastausten avulla on
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Taulukko 2: Esimerkki taustatietokyselystd. Osa vastauksista on annettu avoimiin
vastauskenttiin, jolloin esimerkiksi vaihteluvélille annetuista vastauksista on otettu
keskiarvo.

1D Sukupuoli Tka Peruskoulun KA Aika Kotitehtaviin Ohjelmointi_Kielet Teen_Tehtavat Heti
cf2f96a3  Mies 24 7.7 10 Java, Python 4
b7a3cc57 Nainen 20 8.6 15 5
Taab43d2 Mies 19 8,5 10 Lua 2
ce403fe®  Nainen 26 8.6 15 Java 4
4eel3e43 Nainen 19 9.8 10 4

esimerkiksi mahdollista saada selville opiskelijoiden kiinnostuksen taso opiskelua kohtaan,
miké auttaa vastaamaan paremmin aiemmin esille nostettuun motivaationdkokulmaan.
Kysely on ollut vapaaehtoinen jo senkin takia, ettd moniin kysymyksiin opiskelijoilla ei
ole velvoittavaa tarvetta vastata.

Kuvaajissa ja analyyseissa keskitytddn vain osaan kysymyksistd. Selkeyden vuoksi
kysymyksia pyritddn myos jakamaan aiemmin mainittuihin aihepiireihin, jotta
analyyseihin ei tulisi monta samanlaista kysymystéd vaan samanlaisista kysymyksista
muodostettaisiin laajempia aihepiirimuuttuja.  Kaikkien kysymysten kayttadminen
yksittdin samanaikaisesti esimerkiksi regressiomalleissa voi johtaa helposti mallin
ylisovittamiseen, joten lahtokohtana on pyritty pitdmaan malliin otettavien muuttujien
maara kohtalaisena. Viela tarkeampanéd syyna aihepiirien muodostamiselle on
yksittaisten kysymysten epavarmuus. Yksittdiset kysymykset kattavat vain pienen
osan opiskelijan ajatuksista, mutta jakamalla kysymyksid saadaan kattavampi yleiskuva.
Esimerkiksi vastaukset véitteisiin Haen muualle opiskelemaan ja Ala kiinnostaa kertovat
yhdessa paremmin opiskeluiden oletetusta etenemisestd lukuvuoden aikana kuin
vastauksien tarkastelu yksittain.

Taustatietokyselyistd keratty aineisto ei ole yhta taydellistd kuin opintorekisterin
aineisto. Muutamat avoimet vastauskentédt kuten harjoitus- tai kotitehtédviin kaytetty
aika ovat useammallakin tavalla epdvarmoja, koska arvio perustuu opiskelijan omaan
kokemukseen ja kirjaamisessa on opiskelijoiden vélilla selkeitéa eroja. Tallaiset kysymykset
eivit ole kuitenkaan péadosassa analyyseja, vaan on keskitytty kysymyksiin, joissa
vastausvaihtoehdot ovat Likert-asteikolla 1-5 ( Tdysin eri mieltd — Tdysin samaa mieltd).
Taulukossa 2 on esimerkkeja siitd, mita opiskelijoilta kysyttiin, ja taulukosta néakyy
my0s, missd muodossa vastaukset on annettu. Jos vastauksiin on annettu vaihteluvali,
esimerkiksi kotitehtdaviin kaytetysta ajasta, on paremman tiedon puutteessa kaytetty
keskiarvoa opiskelijan antamasta arviosta.

4.2 Aineiston alustava tarkastelu

Aiemmin todettiin, etteivit taustatietokyselyihin vastanneet opiskelijat kata kaikkia
aloittaneita opiskelijoita. Vaikka kyselyihin on vastannut valtaosa aloittaneista
opiskelijoista, tarkastellaan seuraavaksi ryhmien (vastanneet ja vastaamatta jéttédneet)
eroja opintopisteissa. Ryhmien vertailuun ei ole opintorekisterin tietojen lisdksi toista
mittaria téssa tyossd saatavilla.  Taustatietokyselyyn vastanneita opiskelijoita on
kahdelta lukuvuodelta yhteensé 142 ja vastaamatta jattaneitda opiskelijoita 48. Nama
kaksi ryhmaé kattavat oletettavasti kaikki laitoksella aloittaneet opiskelijat lukuvuosilta
2015—16 ja 2016—17. Poikkeuksen voivat tehdé opiskelijat, jotka ovat myohemmaéssa
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Tietojenkasittelytiede -

Tietotekniikka =
Opiskelijat

. Muut

. TTK-vastanneet

Oppiaine

Matematiikka -

Kieli - ja viestintdopintojen keskuksen oppiaineet -

0.0% 10.0% 20.0% 30.0%
Osuus suoritetuista kursseista

Kuva 2: Yleisimpien oppiaineiden jakauma taustatietokyselyyn (TTK) vastanneissa ja
vastaamatta jittdneissid. Pylvadt kuvaavat taustatietokyselyyn vastanneita (violetti)
ja kaikkia muita (sininen) laitoksella alottaineita opiskelijoita. Yleisimmét oppiaineet
ovat samat, vaikka oppiaineiden osuudet eivit olekaan tdysin samoin jakautuneet
taustatietokyselyyn vastanneiden ja vastaamatta jattdneiden opiskelijoiden kesken.

opiskelujen vaiheessa osallistuneet opinto-ohjauskurssille ja vastanneet kyselyyn,
mutta lahtokohtaisesti kaikki kyselyyn vastanneet olivat suorittamassa ensimmaista
opiskeluvuottaan tulevaisuuden teknologioiden laitoksella. Kaikki tassa tyossd mukaan
otetut opiskelijat ovat osallistuneet opinto-ohjauskurssille ja opiskelijat on jaoteltu
kahteen ryhmaén ainoastaan sen perusteella ovatko he vastanneet kyselyyn vai eivét.

Kuvaan 2 on piirretty yleisimmat oppiaineet taustatietokyselyyn vastaamatta jattaneiden
opiskelijoiden ja vastanneiden opiskelijoiden suhteen. Kyselyyn vastanneet opiskelijat
ovat suorittaneet enemmaén tulevaisuuden teknologioiden laitokselle tyypillisid oppiaineita
kuin vastaamatta jattaneet. Kummassakin ryhmassd suosituimmat oppiaineet ovat
kuitenkin samat ja jakaumat hyvin samankaltaiset.

Taulukon 3 mukaan varsinkin ryhmien lukuvuoden opintopistekeskiarvot eroavat
toisistaan huomattavasti. Taustatietokyselyyn vastanneet opiskelijat suorittivat
keskiméarin yli 10 opintopistettd enemmén kuin muut laitoksella aloittaneet opiskelijat.
Aineiston tarkastelua jatketaan ottamalla mukaan vain taustatietokyselyyn vastanneet
opiskelijat, koska vastaamatta jattaneista opiskelijoista on saatavilla vain opintorekisterin
tietoja.

Seuraavissa kuvaajissa keskitytddn tarkastelemaan taustatietokyselyiden vastauksien
yhteyksid. Kuva 3 esittdad opiskelijoiden vastausten perusteella tehtya verkostoa, joka
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Taulukko 3: Opintopistemddrien keskiarvot ja hajonnat taustatietokyselyyn (TTK)
vastanneissa ja vastaamatta jattaneissa.

Ryhma N Keskiarvo Hajonta
Muut 48 42.6 25.0
TTK-vastan. 142 54.0 22.1

kuvaa vastausten korrelaatioita. Tahan tarkasteluun otettiin vain kysymykset, joissa
opiskelijat saivat asteikolla 1-5 antaa mielipiteensid aiheen téarkeydesta, ja lopulta
kuvaajaan sisallytettiin vain korrelaatiot, jotka olivat itseisarvoltaan suurempia kuin
0.3. Tarkoituksena on hahmottaa, mitka kysymyksistd antavat samansuuntaista tietoa
ja tarpeettomia sailyttaéd analyysivaiheessa itsendisind muuttujina.

Kaikki yllattéavat yhteydet ovat téssa vaiheessa mielenkiintoisia. Kuvaajasta havaitaan
esimerkiksi vasemmassa alalaidassa oleva ryhmé kysymyksia, jotka koskevat opintojen
aikataulua. Néissa erityisen vahvasti korreloivat tavoitteet valmistua luonnontieteiden
kandidaatiksi kolmessa vuodessa ja filosofian maisteriksi viidesséd vuodessa. Huomataan
myo0s, ettd tavoitteiden saavuttamisen térkeys korreloi monen muun kysymyksen kanssa.
Useimmat kuvaajassa esitetyistd korrelaatioista ovat positiivisia.  Vastaavanlaisia
havaintoja voitaisiin tehdd muodostamalla kysymyksistd suoraan korrelaatiomatriisi,
mutta kuvaaja esittdd saman asian havainnollisemmassa muodossa.
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Spearmanin korrelaatiot kysymysten vililla
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Kuva 3: Taustatietokyselyn vastausten korrelaatiot esitettynd graafisessa muodossa.
Vahvempi véri kuvastaa itseisarvoltaan suurempaa korrelaatiota. Kuvaajassa on otettu
huomioon vain korrelaatiot, jotka ovat itseisarvoltaan yli 0.3:n vahvuisia. Erityisesti
huomataan kuvaajan alalaitaan muodostuvat vahvat korrelaatiot opintojen edistymista
koskevien vastausten vélilla.
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Selitetyn vaihtelun prosenttiosuus

1 2 3 4 5 6 7 8 9 10
Paakomponentti
Kuva 4: Vaihtelun selittdminen péddkomponenttianalyysissa. Ensimmaiset

paakomponentit erottelevat aineistoa eniten. Kuvaajasta huomataan, etta tarvitaan
useita pdakomponentteja ennen kuin suurin osa vaihtelusta selitetaan.

4.2.1 Kysymysten jaottelu padkomponenttianalyysilla

Kun muuttujia on paljon ja niiden vélilld voi olla suuriakin korrelaatioita, yksi
analysointiin valmistava ratkaisutapa on kayttda péaakomponenttianalyysia. Yksin-
kertaistettuna padkomponenttianalyysissd saamme esitettyd usean dimension (usean
kysymyksen) aineiston visuaalisessa muodossa laskemalla uudet ulottuvuudet.
Tarkoituksena on saada hahmotettavampi, esimerkiksi kahden padkomponentin
muodostama kuvaaja erottelemaan opiskelijoita toisistaan. N&méa padkomponentit
muodostuvat useista kysymyksista. Téstéd eteenpain taustatietokyselyn kysymyksista
puhutaan vain muuttujina.

Kuvasta 4 nahdadn, kuinka hyvin aineistosta muodostetut paakomponentit selittavat
siind esiintyvda varianssia.  Selittdvyysaste ei ole kovin korkea yhdelldkdan péaé-
komponentilla. Ensisijainen tavoite talla padkomponenttianalyysilla on selvittaa, mitké
taustatietokyselyn muuttujista ovat vaikutukseltaan samansuuntaisia. Téassd tyossa
ei kayda tarkemmin, kuinka hyvin pédakomponenttianalyysilla voitaisiin erotella eri
opintopisteméaria suorittaneita opiskelijoita toisistaan.

Kuvassa 5 on jaoteltu taustatietokyselyn muuttujia (kysymyksid) pédkomponentti-
analyysin avulla. Kuvaajan akseleiden prosenttiluvuista nahdain kahden ensimmaéisen
paakomponentin selittamé vaihtelu opiskelijoiden vastauksissa. Muuttujien sijoittuminen
kuvaajassa esittad, mihin kysymyksista on vastattu samansuuntaisesti. Ensimmainen
havainto voidaan tehda y-akselin jakamien muuttujien vélilla. Kuvaajassa vasemmalla
puolella olevilla muuttujilla on positiivisempi konnotaatio kuin oikealle puolelle jadvissa
muuttujissa. Toinen huomio ei ole aivan yhta selvd, mutta kuitenkin nahtéavissa:
Kuvaajan vasempaan ylasektoriin sijoittuu muuttujia, jotka viittaavat sosiaaliseen
toimintaan. Vastaavasti vasemmassa alasektorissa on tavoitteellisia muuttujia.
Tavoitteelliset muuttujat liittyvat opintojen etenemiseen, joka vaatii suunnitelmallisuutta
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Kuva 5: Taustatietokyselyn muuttujien sijoittuminen padkomponenttianalyysissa.
Kuvaajan akselit muodostuvat kahdesta térkeimmaéastd padkomponentista, joilla
saavutetaan eniten erottelevuutta aineistossa. Yksittdisen muuttujan (ympyrékiekon)
sijainti kuvaa muuttujan projektiopistetta kahdelle pédakomponentille.  Muuttujan
tummuus kuvaa muuttujan osuutta siitd vaihtelusta, mitda kuvatut padkomponentit
selittaviat. Tummaksi varjatyn muuttujan osuus on esitetyissd padkomponenteissa
suurempi kuin haaleaksi varjatyn muuttujan.

ja itsekuria.

Kaikilla muuttujilla ei ole samanlaista painoarvoa paakomponentteja muodostettaessa,
ja tatd on kuvattu muuttujien pallojen tummuudella. Tumma tayte viittaa muuttujan
osuutta siitd vaihtelusta, mikd padkomponentilla pystytdan selittaméaan.  Kaikkia
muuttujia kuvaajaan ei ole otettu mukaan, koska on ajateltu kuvaajan mahdollisimman
selkedd luettavuutta. Huolimatta siitd, ettd kaikkia muuttujia ei ole tarkasteltu,
kuvaajasta saadaan arvokasta tietoa muuttujien jakamiseksi aihepiireihin (ks. luku 6).
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5 Luokittelu- ja regressiomallien soveltaminen
aineistoon

Tassa luvussa muodostetaan ensin padkomponenttianalyysin tuloksia apuna kéyttaen
uudet aihepiirimuuttujat. Téaméan jilkeen kéaytetddn aiemmissa luvuissa esiteltyja
menetelmia aineiston analysointiin. Klusteroinnissa kéytetdan vain aihepiirimuuttujia.
Regressioanalyysissa aihepiirimuuttujien lisaksi otetaan muun muassa opiskelijoiden
ajankaytosta kertovia muuttujia ja satunnaismetsidn mallissa kaytetadn aihepiiri-
muuttujien kanssa kaikkia taustatietokyselyn muuttujia. Jaotellaan tautatietokyselyn
muuttujia sopiviin aihepiireihin seuraavalla tavalla:

1) Verkostot:  Aihepiiri muodostuu muuttujista, jotka mittaavat opiskelijoiden
kiinnostusta viettaa aikaa kanssaopiskelijoiden seurassa.

2) Taito: Aihepiiri muodostuu muuttujista, jotka kertovat opiskelijan taidoista ja
koulumenestyksesté seké kiinnostuksesta opiskeltavaa alaa kohtaan.

3) Haasteet: Aihepiiri muodostuu ongelmia ja (opintoja haittaavia) suunnitelmia
mittaavista muuttujista, jotka voivat vaikuttaa negatiivisesti opiskelujen etenemiseen.

4) Aikataulu: Aihepiiri muodostuu muuttujista, jotka kuvaavat opiskelijan omia
arvioita valmistumisajoista ja opintopistemadrista.

Kysymysten luokittelu perustui subjektiiviseen arviointiin ja padkomponenttianalyysilla
saatuihin havaintoihin paakomponenttien sisaltamien muuttujien osuuksista. Muutama
aihealue erottui kysymyksissa selkeimmin, minké perusteella aihepiireja muodostettiin
lopulta nelja kappaletta.  Aihepiirit on luotu 4-13 muuttujasta, jotka vastaavat
aihepiirin kuvausta. Aihepiirit on skaalattu valille [0,1]. Pé&dkomponenttianalyysin
tuloksia ei sovellettu suoraan, koska pelkdstdan muuttujien jakaminen aihepiireihin
taustatietokyselyn vastauksiin perustuen ei ole tarkoituksenmukaista.

Kuvassa 6 on laatikko-janakuviot opiskelijoiden vastauksista muodostettuihin aihepiiri-
muuttujiin.  Aihepiiri Aikataulu on muodostettu vain neljistd kysymyksestd, ja
laatikko-janakuvion perusteella suurin osan vastanneista opiskelijoista suhtautuu
luottavaisesti opiskelujen etenemiseen. Havaitaan kuitenkin yksi opiskelija, jolla ei ole
aikataulullisia tavoitteita kyselyn perusteella. Muut aihepiirimuuttujat ovat jakaantuneet
tasaisemmin lahemmas skaalan puolta valid, eikd samanlaisia poikkeavia havaintoja ole
nahtavissa.

Vertaillaan aluksi, miten valitut aihepiirit korreloivat opintopisteiden kanssa. Korrelaatio
on helppo ja hyva merkki siita, kannattaako aihepiiria edes ottaa lahempéan tarkasteluun,
mutta toisaalta korrelaatio ei vield takaa perusteltua relaatiota muuttujien valille.
Taulukko 4 esittda kaikkien neljan valitun aihepiirin ja opintopisteiden korrelaatiot.
Korrelaatioiden tilastolliseen merkitsevyyteen ei ole kiinnitetty huomiota. Korrelaatiot
toimivat suuntaa antavina arvoina muuttujien valisista suhteista eivitka itsessaén ole
tassa tyossa kiinnostavia.
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Kuva 6: Neljan aihepiirimuuttujan jakaumat. Kunkin laatikon poikkiviiva on mediaani,
ja ala- ja yldreunat ovat 1. ja 3.  kvartiilin kohdalla.  Aikataulu-aihepiirissa
vastaukset ovat keskittyneet skaalan ylapaahén yhta havaintoa lukuunottamatta. Muissa
aihepiireissa muuttujan arvot ovat jakaantuneet tasaisemmin keskemmaélle skaalaa.

Taulukko 4: Neljan aihepiirimuuttujan korrelaatiot opintopisteiden kanssa. Kolme
aihepiirimuuttujaa korreloi opintopisteiden kanssa ja ainoastaan muuttujan Verkostot
kohdalla korrelaatiota ei havaita juuri lainkaan.

Korrelaatio
Verkostot 0.05
Taito 0.28
Haasteet -0.23
Aikataulu 0.39

Aihepiirien korrelaatiot opintopisteisiin ovat tédssé tyossa mielenkiintoisin korrelaatioiden
vertailu, mutta tarkastellaan myo6s aihepiirien keskinaisia korrelaatioita. Ensinnakin,
jos aihepiirit korreloivat voimakkaasti keskenéddn, on syyta miettid, mistd tdméa johtuu,
ja kysya olisiko perusteltua yhdistad korreloivat aihepiirit yhdeksi kattavammaksi
aihepiiriksi.  Toisekseen yllattavat korrelaatiot saattavat herdttda pohdintaa, onko
muuttujien jako aihepiireihin ollut mielekés. Kolmanneksi korrelaatioden kartoittaminen
jo tassa vaiheessa on ennaltaehkéisevd keino multikollineaarisuudelle, joka saattaisi
tuottaa regressioanalyysissa ongelmia. Kuva 7 esittdd aihepiirimuuttujien keskinaisié
korrelaatioita. Korrelaatioissa ei ole tdmén perusteella mitaan erityistd huomioitavaa.
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Kuva 7: Aihepiirimuuttujien keskindiset korrelaatiot. Lineaarista yhteytta ei ole kuvaajan
perusteella néhtdvissd minkdan aihepiirimuuttujaparin kesken.  Tadméan perusteella
aihepiirien voidaan katsoa olevan itsenaisia muuttujia eli ne eivat mittaa samoja asioita.

5.1 Klusterointi

Tarkastellaan opintopistekertymia muodostamalla opiskelijoista klustereita valittujen
aihepiirien perusteella.  Aihepiiri Verkostot korreloi vain heikosti opintopisteiden
kanssa, joten tata aihepiiria ei oteta klusterointiin mukaan. Klusterointiin kaytetdan
kolmea muuta aihepiirid. Klusteroinnissa kéytetdén aiemmin esiteltyd Fuzzy C' Means
-klusterointia.

Ensimmaéinen tehtavd on klusterien lukumadrian paattaminen, joka tehdddn kuvaajan
perusteella. Kuvassa 8 on vaaka-akselilla klusterien kokeiltu lukumaara ja pystyakselilla
klusterien sisainen varianssi. Klusterien lukumaaraksi valitaan yleensa se kohta,
jossa murtoviiva muodostaa selkeimmén taitoskohdan (Kodinariya & Makwana
2013). Téassa tyossa valittujen klustereiden lukuméddra haluttiin pitdd pienend, jotta
opintopistekeskiarvojen tilastolliseen tarkasteluun jaa jokaisessa klusterissa riittavésti
opiskelijoita. Halutaan kuitenkin klusterien maaraa valittaessa, ettd klustereihin jaa
klusterin sisalla keskenadn samanlaisia opiskelijoita. Naiden perusteluiden pohjalta
klustereiden maaréksi valitaan kolme. Myos kaksi klusteria olisi ollut perusteltu valinta,
mutta kolmella klusterilla saadaan opiskelijoita eroteltua toisistaan viela ilman, etta
klusterien opiskelijaméaarat pienenisivit ongelmallisiksi.

Tarkastellaan seuraavaksi, miten muodostettujen klustereiden opiskelijat vertautuvat
valittujen aihepiirimuuttujien suhteen. Kuvassa 9 yksi ympyra vastaa yhta opiskelijaa sen
mukaan, mika on opiskelijan arvo kyseisesséa aihepiirimuuttujassa. Ympyran vari kuvaa,
mihin klusteriin opiskelija kuuluu. Opiskelijat on sijoitettu siithen klusteriin, mista ne
ovat klusterointimenetelmalld saaneet suurimman todennékéisyyden kuulua. Aihepiirit
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Kuva 8: Klusterien sisaisen varianssin riippuvuus klusterien lukumaéarasta.

Vaaka-akselilla on esitettynd klusterien kokeiltu lukumaéara ja pystyakselilla
summat nelididyistd havaintojen poikkeavuuksista Fuzzy C Means -klusteroinnilla
madratyista klusterikeskuksista. Kuvaajan murtoviivan perusteella paatetaan valittujen
klusterien lukuméaara. Hyvéksi klusterien maaraksi voidaan ajatella kohtaa, jossa
murtoviivassa nakyy selvd taitos. Téama perustuu siihen, ettei klusterikeskusten
lisiamisesta taitoskohdan jalkeen saada merkittaviaa parannusta klusterien varianssien
pienentdmiseksi

Aikataulu ja Haasteet eroavat selkedsti toisistaan.  Naitd aihepiireja verrattaessa
Taito-aihepiiriin ndhdaéan yhden klusterin opiskelijoiden erottuvan selkeimmin kahden
muun klusterin opiskelijoista.

Klusterit on luotu kolmen aihepiirimuuttujan perusteella ja klustereiden opintopistekeski-
arvot on laskettu klusterien muodostamisen jalkeen. Klusterikohtaisia tunnuslukuja
on esitetty taulukossa 5. Muuttujien Taito ja Aikataulu keskiarvot ovat pienimpié
ensimmaisessa klusterissa. Ensimmainen klusteri on myos opintopistekeskiarvoltaan
pienin. Toisessa ja kolmannessa klusterissa opintopistekeskiarvot ovat melkein samat ja
kaytdnnosséd eroa nahdédan ainostaan muuttujan Haasteet keskiarvoissa.

5.1.1 Klusterikohtaisten opintopistekeskiarvojen luottamusvilit
Edella laskettujen opintopistekeskiarvojen epavarmuuden estimoimiseksi kaytetdan

BC,-bootstrapia. BC,-bootstrapilla lasketaan jokaisen klusterin opintopistekeskiarvoille
luottamusvélit.

26



01 02 03 04 05 06 07

I T R T R )
) o] T
eBofogl . oco ST TT |
. [ ] -
rato [ itk it ol
o o°°38 83008 o 288esd ©
b 8e ®0,c¢ °l <«
S s s
n de °
v | 8) goo [ ) o 8 :
. O"‘Zé-o% : Haasteet BRH
® 088 ® OOCSO aaS ee OOO.OQ
S ooo @Owo ° e © g o
‘_: [ 8@ [ ] O(X> 08.
() (98 (] [ —
~ o ° )
g oTHo3S o °§ o8 o S
P om ° ®eS o Aikataulu <
T T T T T T T T T T T T =
04 05 06 0.7 08 09 1.0 00 02 04 06 08 1.0

Kuva 9: Opiskelijat on jaettu kolmeen klusteriin sen perusteella, mihin klusteriin
opiskelijoilla on suurin todennékoisyys kuulua. Klusterit erottaa toisistaan varien
perusteella.  Yksi opiskelija on sijoitettu kuvaajaan aina opiskelijan kahden eri
aihepiirimuuttujan arvon perusteella. Klusterit on muodostettu kuvassa esitettyjen
kolmen aihepiirin mukaan, joten on luonnollista, etta kuvaajassakin klusterit erottuvat
toisistaan.

Taulukko 5:  Aihepiirimuuttujien ja opintopisteiden klusterikohtaiset keskiarvot.
Klusterit tehtiin Fuzzy C Means -algoritmilla aihepiirimuuttujien perusteella.
Opintopisteitd ei otettu huomioon klustereiden muodostamisvaiheessa, mutta myos
opintopistekeskiarvoissa ndhdadn selkeita eroja klustereiden vélilla. Sarake N kertoo
opiskelijoiden maéran klusterissa.

Klusteri N Taito Haasteet Aikataulu Opintopisteet
1 39 0.60 0.42 0.69 37.10
2 57 0.67 0.44 0.94 58.54
3 46 0.73 0.27 0.93 62.61

Kuva 10 esittdd opintopisteiden klusterikohtaisten keskiarvojen bootstrap-otoksia.
Havaitaan, etta klusterien vélilla on joitakin eroja. Taulukko 6 esittda bootstrap-otosten
perusteella lasketut opintopisteiden odotusarvojen klusterikohtaiset luottamusvalit.
Ensimmaisen klusterin luottamusvéilin ylaraja ja kahden muun klusterin alaraja
poikkeavat arviolta 10 opintopisteen verran 95%:n luottamustasolla.

Klusteroinnissa kéaytettiin vain aihepiirimuuttujia. Aihepiirimuuttujiin ei sisillytetty
kysymyksia, joihin vastattiin avoimella vastauskentalld. Esimerkiksi laskuharjoituksiin
kaytetylla ajalla ei ole kaytannollista ylarajaa, ja skaalaaminen muiden kysymysten
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Kuva 10: Opintopisteiden klusterikohtaisten keskiarvojen bootstrap-otokset. Kuvaajaa
varten on otettu jokaisesta klusterista 4000 bootstrap-otosta opiskelijoiden keraémistéa
opintopisteista. Naille jokaisen klusterin 4000 otokselle on erikseen laskettu
opintopistekeskiarvot, joiden perusteella histogrammit on piirretty kuvaajaan.

Taulukko 6:  Kolmesta aihepiirista muodostettujen klustereiden opintopisteiden
odotusarvojen keskivirheet ja luottamusvalit. Toisen ja kolmannen Kklusterin
luottamusvélit eivat risted ensimmaéisen klusterin luottamusvalin  kanssa, joten
ensimmaéinen klusterin opintopisteiden odotusarvo eroaa tilastollisesti kahden muun
klusterin odotusarvoista.

Klusteri Keskivirhe LV_ Alaraja LV_ Ylaraja
1 3.02 31.28 43.18
2 2.43 53.81 63.40
3 3.05 56.44 68.37

kanssa ei ole yksiselitteista. Regressiomalleissa tama kokoluokkaongelma ei ilmene
samoin, koska kokoluokkaerot tasoittuvat kertoimien mukana. Malliin voidaan tuoda
nain ollen liséa muuttujia.
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Taulukko 7:  Lineaarisen regressiomallin kertoimien piste-estimaatit arvioitaessa
muuttujien vaikutusta opintopistekertymaan.  Taulukon vasemmalla puolella ovat
mallissa olevien muuttujien nimet. Estimaatit kuvaavat, kuinka paljon yhden
yksikon lisdaminen vaikuttaisi opiskelijan opintopistekertymén méaran. Keskivirhe ja
luottamusvéli kuvaavat estimaatin epavarmuutta. Suurimmasta osasta mallin muuttujia
ei voida piste-estimaatin luottamusvalin perusteella sanoa vaikuttaako muuttujan arvon
kasvattaminen opintopistemadriin negatiivisesti vai positiivisesti. Laskuharjoituksiin
(demoihin), kotitehtaviin ja tietokoneella pelaamiseen kiytetyt ajat ovat tuntiméaria
viikossa, kun taas nukkumiseen kéytetty aika on tuntiméaara vuorokaudessa. Tyopaikkaa
kysyvd muuttuja on bindarinen ja ikd on kysytty vuosissa.

Estimaatti Keskivirhe 95% luottamusvéli
Vakio -29.35 28.71 [-83.1, 32.7]
Tki 0.32 0.39 0.7, 1]
Aika_Kotitehtaviin 0.08 0.37 [-0.7, 0.7]
TyopaikkaKylla -0.38 5.38 [12.9, 13.1]
Aika_Luennoilla 0.18 0.24 [-0.4, 0.6]
Aika Pelaaminen TiKo -0.04 0.14 [-0.3, 0.2]
Aika_Uni 3.22 2.31 1.2, 7.9]
Aika_ Demoihin -1.01 0.61 [-2.1, 0.1]
Verkostot 0.69 9.50 [-17, 21.2]
Taito 31.09 15.95 [2.1, 64.7]
Haasteet -21.42 14.63 [-49.7, 5.2]
Aikataulu 48.77 11.37 [19.5, 76.3]

5.2 Lineaarinen regressioanalyysi

Klusteroinnissa tarkasteltiin aihepiirimuuttujia, joista muodostettujen klusterien
opintopistekeskiarvoissa huomattiin eroja. Aihepiirit erottelivat opiskelijoita ja
korreloivat opintopisteiden kanssa, joten ei ole perusteltua jattda niitd pois regressio-
malleistakaan. Regressiomalliin voidaan ottaa myo6s muuttujia, jotka skaalausongelman
vuoksi jatettiin pois klusteroinnista. Malliin tuodaan uusia muuttujia, joista suurin
osa koskee opiskelijoiden ajankédyttoa. Mallin uudet muuttujat ja aihepiirimuuttujat
toimivat selittdvind muuttujina, kun rakennetaan lineaarinen regressiomalli, jonka
vastemuuttujana on opintopisteméara. Mallin tuloksia kuvataan taulukossa 7.

Ajankéytosta kertovien muuttujien kertoimet ovat yleisesti hyvin lahelld nollaa. Varsinkin
kotitehtaviin ja tietokoneella pelaamiseen kaytetyt ajat ovat kertoimiltaan hyvin pienia.
Mallin selkeyden vuoksi on suotavaa poistaa yliméaraisia muuttujia mallista. Téahan
on olemassa useampia menetelméavaihtoehtoja, mutta tassa tyossd kaytetddn aiemmin
esiteltyd Lasso-regressiota. Talld menetelmalld saadaan poistettua muuttujia kokonaan
mallista pienentamallé osa muuttujien kertoimista nollaksi.

Lasso-regressiossa suurin osa taulukon 7 muuttujien kertoimista estimoidaan nollaksi eli
ne jatetdan kokonaan pois mallista. Aihepiirimuuttujien lisdksi malliin jaavit muuttujat
laskuharjoituksiin sekd nukkumiseen kaytetyista ajoista. Poistetut muuttujat eivat
vaikuta opintopisteiden osalta merkittaviltd, joten jatketaan analyysia Lasso-regressioon
jaaneilla muuttujilla. Taulukossa 8 ovat jéljelle jadneiden muuttujien piste-estimaatit,
keskivirheet ja luottamuvalit.

Taulukon 8 regressiomallin selityskerroin R? on 0.25, joka kertoo, kuinka paljon valitut
muuttujat selittdvat kerattyjen opintopisteiden vaihtelusta. Taulukossa 8 esitetyt
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Taulukko 8: Lasso-regression mallissa muuttujia on karsittu tavalliseen lineaariseen
malliin verrattuna. Tamé auttaa maarittamain muuttujien todellista vaikutusta, kun
vahemmén tarkeitd muuttujia on poistettu sekoittamasta mallia.

Estimaatti Keskivirhe 95% luottamusvéli
Vakio -14.9 23.4 [-58.1, 36.4]
Aika_ Demoihin -0.9 0.5 [-1.8, 0]
Aika_ Uni 2.8 2.2 [-1.5, 7.4]
Taito 31.0 15.4 [3.4, 62.8]
Haasteet -25.7 13.8 [-51.8, -0.5]
Aikataulu 48.3 10.8 [23.9, 75.2]

luottamusvélit viittaavat, ettd kolmen muuttujan kohdalla voidaan luotettavasti arvioida
niiden vaikutusta. Muuttujat Taito sekd Aikataulu ovat vaikutukseltaan positiivisia ja
muuttuja Haasteet puolestaan negatiivinen.

5.2.1 Lineaarisen regressiomallin oletukset

Seuraavaksi tarkastellaan lineaarisen mallin oletuksia. VIF-arvot ovat keino multi-
kollineaarisuuden tarkasteluun.  Kaytannossa multikollineaarisuus tarkoittaa, etta
muuttuja on jollain tavalla edustettuna useampaan kertaan regressiomallissa. Taulukosta
9 nahdaadn VIF-arvojen olevan ldhelld arvoa 1, joten multikollineaarisuutta ei néiden
muuttujien kesken juuri ole. Mallin muuttujien VIF-arvojen ollessa matalat voidaan
jatkaa mallin oletusten tarkastelua tekematta muutoksia mallin muuttujien valintaan.

Taulukko 9: Regressiomallin muuttujien VIF-arvot. Kaikkien muuttujien VIF-arvot
ovat lahelld arvoa yksi, joten multikollineaarisuudesta ei ole viitteita eikd muuttujien
karsimista tarvitse talta osin harkita.

VIF-arvo
Aika Demoihin 1.03
Aika Uni 1.07
Taito 1.09
Haasteet 1.11
Aikataulu 1.07

Kuva 11 tarkastelee lineaarisen mallin vaatimia oletuksia. Huomataan, etta jdannostermien
varianssi pysyy suurinpiirtein samansuuruisena riippumatta vastemuuttujan odotusarvosta
eli homoskedastisuus oletus tayttyy. Kuvaajan perusteella muuttujien valinen kovarianssi
ei ole ongelma, koska jadnnostermit ovat jakaantuneet tasaisesti nollan molemmin
puolin. Jaannostermit eiviat myoskadn muodosta selkedd kuviota, joka viittaisi mallin
epasopivuuteen, vaan muutamaa poikkeavaa havaintoa lukuunottamatta jaannostermit
ovat jakaantuneet oletusten mukaisesti.
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Jaannostermit vs ennustetut vastemuuttujan arvot
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Kuva 11: Taulukon 8 muuttujista rakennetun lineaarisen regressiomallin jaannostermit.
Jokainen mallin opiskelija on sijoitettu kuvaajaan ennustetun vastemuuttujan ja
jaannostermin arvojen perusteella. Punainen kayra kuvastaa jaannostermeihin sovitettua
keskiarvoa ennustettujen arvojen suhteen. Tasta havaitaan jaéannostermien jakaantuneen
tasaisesti nollan molemmin puolin. Tasaisesti jakaantuneet jaannostermit ilman selkeita
kuviomaisia piirteita viittaavat, ettd mallin oletukset ovat riittdvan hyvin voimassa.

Kuvasta 12 voidaan erottaa poikkeavia havaintoja. Vaaka-akselin suure kertoo, kuinka
paljon yksittdisen opiskelijan vastemuuttujan ennustettu arvo poikkeaa ennusteiden
keskiarvosta. Téasta kdytetaan nimitystd vipuvaikutus (engl. Leverage). Pystyakselilla
on standardoitujen jadnnostermien arvot. Kuvaajalla arvioidaan tarvetta poistaa
havaintoja (opiskelijoita) mallista. ~ Ongelmallisiksi tulkitaan havainnot, jotka on
ennustettu poikkeamaan selvisti muista ennustetuista arvoista samalla, kun naiden
havaintojen jéannostermit ovat suhteellisen suuria muihin havaintoihin verrattuna.
Kuvaajaan 12 on merkitty Cookin-etdisyys, joka auttaa havaitsemaan téllaiset
havainnot. Havainto 28 on vaikutukseltaan suurin. Havainto 28 on opiskelija, jolla ei ole
ollut Aikataulu-aihepiirimuuttujan perusteella tavoitteita mutta joka on silti kerdnnyt
kohtuullisesti opintopisteita. Yhtakadn havaintoa ei ole kuvaajan tai tarkastuksen
perusteella tarpeellista poistaa mallista.

Tarkastelujen perusteella voidaan todeta oletusten téyttyvan lineaarisen regressiomallin
kayttamiseksi.
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Jaannostermit vs vipuvaikutus
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Kuva 12: Kuvaajassa on standardoitujen jaannostermien riippuvuus vipuvaikutuksesta.
Vipuvaikutus kertoo, kuinka paljon yksittdisen opiskelijan vastemuuttujan ennustettu
arvo poikkeaa ennusteiden keskiarvosta. Kuvaajan perusteella havaitaan poikkeavia
havaintoja, jotka vaikuttavat suhteettoman paljon mallin estimaattien arvoihin.
Ongelmallisiksi muodostuvat havaintojen arvot, jotka ovat jadnnostermeiltdan ja
vipuvaikutuksiltaan suuria. Cookin-etaisyytta kiytetdan apuna paatoksessé havaintojen
poistamiselle.

5.3 Satunnaismetsa

Satunnaismetsia kaytetaan tassé tyossa luokittelutarkoitukseen. Kiinnostuksen kohteena
on, saavuttaako opiskelija lukuvuoden aikana vahintédan 45 opintopistetta. Tama raja on
kiinnostava, koska 45 opintopistettd vaaditaan 9 kuukauden opintotukien saamiseksi.
Opiskelijat pyritddn luokittelemaan siis kahteen ryhméén; Kylld saavuttavat ja Eivdt
saavuta (asetettua opintopisterajaa).

Aineisto jaetaan ensiksi kahtia opetus- ja testaus-osuuksiin. Ensimmaisessa tarkastelussa
kaytetaan kaikkia taustatietokyselyn muuttujia sekéd niista tehtyja aihepiirimuuttujia.
Kuva 13 esittda, mitkd solmukohdat ovat merkityksellisia. Tahan on kiytetty vdhenevdd
Gini -arvoa, joka kertoo, kuinka suuri rooli muuttujalla on havaintojen jakamisessa.

Opetusaineistoon sovitettua luokittelumallia kokeillaan seuraavaksi testausaineistoon.
Taulukosta 10 havaitaan, ettd suurin osa opiskelijoista saavuttaa kyseisen rajan, ja
naiden opiskelijoiden ennustamisessa on onnistuttu kohtalaisesti. Malli ennustaa vain 4
opiskelijan jaavan rajan alle, vaikka todellinen luku on 18 opiskelijaa.

Kuvasta 13 erottuu selkedsti tdrkeimpand aihepiirimuuttuja Aikateulu, mutta myos
muut aihepiirimuuttujat sijoittuivat arvioinnissa korkealle. Satunnaismetsan pitéisi olla
robusti sekoittaville muuttujille, mutta testataan mallia jattamalld siihen pelkéastédan
aihepiirimuuttujat. Taman mallin tulokset esitetdan taulukossa 11.
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Kuva 13: Kuvaajasta nahdaén, mitka muuttujista ovat merkityksillisimpia opiskelijoiden
luokittelemisessa. Kaikki aiemmin muodostetut aihepiirit sijoittuvat vertailussa
kuvaajan ylalaitaan ja ovat néin ollen merkityksellisid opiskelijoiden jakamisessa.
Aikataulu-muuttuja erottuu muista muuttujista kaikista selkeimmin.

Taulukko 10: Téassd ennustetaulussa on kéytetty kaikkia taustatietokyselyn muuttujia
sekéd naistd muodostettuja aihepiirimuuttujia. Malli ennustaa vain harvan opiskelijan
jaavan asetetun 45 opintopisteen rajan alle lukuvuoden aikana.

Ennuste Todellinen
Ei Kylla
Ei 4 2

Kylli 14 39

Taulukossa 12 on tarkeimpia tunnuslukuja taulussa 11 esitetyistd ennustusten tuloksista.
Ennusteen tarkkuus (engl. accuracy) oli noin 0.75 (44/59). Ennusteen spesifisyys (engl.
specificity) on 0.22 (4/18), joka kertoo osuuden oikein ennustetuista opintopisterajan
alle jadvista opiskelijoista verrattuna kaikkiin opintopisterajan alle jaéviin opiskelijoihin.
Mallin spesifisyys on heikko, mutta malli ennustaa kuitenkin tarkasti kaikki opiskelijat,
jotka tulevat asetetun opintopisterajan saavuttamaan. Tata kuvataan sensitiivisyydella
(engl. sensitivity), joka ennusteessa on 0.98 (40/41). Toisin sanoen malli ennustaa pienen
osan opiskelijoista jaavian asetetun opintopisterajan alle, mutta néista opiskelijoista nelja
havaintoa viidesté todella jii asetetun opintopisterajan alapuolelle.

Samanlaiset huomiot voidaan tehdd molempien satunnaismetsdmallien ROC-kayristéa
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Taulukko 11: Satunnaismetsin ennustetaulu. Taméa on saatu mallista, johon on
otettu vain aihepiirimuuttujia mukaan. Ennustetaulun perusteella havaitaan parannusta
malliin, johon on otettu mukaan myo6s kaikki taustatietokyselyn muuttujat. Téamaékin
malli ennustaa vain harvan opiskelijan jadvan asetetun opintopisterajan alle, mutta suurin
osa néaista opiskelijoista on luokiteltu oikein.

Ennuste Todellinen
Ei Kylla

Ei 4 1
Kylli 14 40

Taulukko 12: Satunnaismetsdn ennustemallin yhteenveto. Luottamusvéli on laskettu
mallin tarkkuudelle. Mallin sensitiivisyyden arvo on korkea, mutta spesifisyyden arvo
puolestaan matala.

Arvo

Tarkkuus 0.75
Luottamusvali  [0.62, 0.85]
Sensitiivisyys  0.98
Spesifisyys 0.22

(kuva 14), johon on kuvattu sensitiivisyyden ja spesifisyyden arvoja mallin eri
kynnysarvoilla. Talla tarkoitetaan sita luokittelussa kaytettavaa todennékoisyyden arvoa,
jolla paatetadn kumpaan luokkaan opiskelija luokitellaan. Kuvaajaan on myos merkitty
kayran alle jaavin alueen pinta-ala (AUC). AUC-arvot ovat kummassakin mallissa
lahelld 0.6:a. Huomataan mallien tdydentavan toisiaan, joten ei ole aivan selvad kumpi
malleista luokittelee opiskelijat paremmin. Bootstrapilla lasketut luottamusvalit kaikkien
muuttujien mallin AUC-arvolle on [0.44, 0.61] ja vastaavasti vain aihepiirimuuttujia
sisdltévalle mallille [0.46, 0.63].
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Kuva 14: ROC-kéyrien vertailu kaikkien muuttujien satunnaismetsissa ja
vain aihepiirimuuttujia sisdltdvassa satunnaismetséassa. Malleissa kynnysarvona
on todenndkoisyys, jolla opiskelijoita luokitellaan joko saavuttamaan asetettu
opintopisteraja tai jadmadn asetetun opintopisterajan alle. Kun kynnysarvo

opiskelijoiden luokittelemiselle opintopisterajan saavuttamiseksi on matala, niin
aihepiirimuuttujista koostuva malli suoriutuu paremmin. Vastaava havainto tehdéan,
kun tdma kynnysarvo on korkea. Vain aihepiirimuuttujista koostuva malli suoriutuu
kuitenkin heikosti, kun kynnysarvot ovat lahempéna todennékoisyyden puoltavélia.

6 Pohdinta

Taman tyon tarkoituksena oli arvioida ja ennustaa, mitkd tekijat vaikuttavat
opiskelijoiden keradmiin opintopisteisiin ensimmaisen opiskeluvuoden aikana. Analyysien
tuloksien perusteella kysymysten jaotteleminen aihepiireihin ja naistd muodostetut uudet
muuttujat olivat kaikissa kaytetyissa menetelmissa merkityksellisimpid. Klusteroinnissa
nailla aihepiirimuuttujilla oli selkeitéd eroja klusterien opintopistekeskiarvojen vilille ja
regressioanalyysissa muuttujien vaikutus opintopisteméaaran ennustamisessa oli selkeé.

Opintopisteiden kertyminen on korkeakoulusta valmistumisen valttdméton edellytys.
Tassa tyossa  keskityttiin - tulevaisuuden teknologioiden laitoksen opiskelijoiden
ensimmaiseen opiskeluvuoteen sen sijaan, ettéd olisi tutkittu koko tutkinnon kattavia
opintoja. Ensimmainen opiskeluvuosi on luonnollisesti tarkea opintojen alkuunpéaasemisen
ja korkeakouluun sopeutumisen kannalta. Oikein kohdistetuilla kysymyksilld saatiin
kerattyd mielekéstd tietoa suunnitellusta opintojen etenemisestd. Samanlaiset aiheet
nousivat merkittaviksi sekd ensimméisen vuoden opintopisteméérien (tdmé tutkimus)
ettd valmistumisen ennustamisen kannalta (aiempi tutkimus). Opintojen edistymiseen
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vaikuttavien muuttujien selvittdminen auttaa opinto-ohjauksen suunnittelussa, jolloin
opintojen edistymistd haittaaviin tekijoihin voidaan tarvittaessa, ja opiskelijan niin
toivoessa, puuttua korkeakoulun puolelta.

Aiemmat opintomenestystd koskevat tutkimukset ovat pédasiassa keskittyneet
ennustamaan opintojen valmistumista tai keskeytymista ja selittdméaan naihin vaikuttavia
tekijoita (Rautopuro ja Korhonen 2011). Motivaation puutteen ja eldménongelmien on
aiemmissa tutkimuksissa havaittu liséavin opintojen keskeyttadmisen riskid. MyoOs téssa
tyossé opiskelijan motivaatiota ja taitoa seka haasteita mittaavat kysymykset olivat
merkityksellisid. Néistd kysymyksista muodostetut aihepiirimuuttujat Taito ja Haasteet
olivat sekéa luokittelu- etta regressiomalleissa vaikuttavimpien muuttujien joukossa
ennustettaessa opintopisteméaria. Lineaarisessa regressioanalyysissa aihepiirimuuttujan
Taito vaikutus oli positiivinen (piste-estimaatin arvo 31, 95% luottamusvali [3.4,
62.8]). Tamé tarkoittaa, ettd jokaista Taito-muuttujan 0.1 yksikon lisdystd kohden
opintopisteiden odotusarvo kasvaa 3.1:11a.  Aihepiirimuuttujan Haasteet vaikutus
oli negatiivinen (piste-estimaatin arvo -26, 95% luottamusvéli [-51.8, -0.5]). Haas-
teet-muuttujassa jokainen 0.1 yksikon lisdys laskee opintopisteiden odotusarvoa 2.6:lla.
Aihepiirimuuttujien mahdolliset arvot olivat vélilla [0,1], mutta kuvasta 6 havaittiin, etta
arvojen vaihteluvilit olivat todellisuudessa tatd mahdollista vaihteluvélia pienempia.

Aihepiirimuuttujien Taito ja Haasteet lisdksi muodostettiin kaksi muuta aihepiiri-
muuttujaa:  Verkostot ja Aikataulu. Aihepiirimuuttuja Verkostot muodostettiin
kysymyksistéd, jotka mittasivat kiinnostusta opintojen sosiaaliseen puoleen. Aiemmissa
tutkimuksissa (Ashraf et al. 2018) yhteenkuuluvuuden tunteella on havaittu olevan
merkitysta valmistumisen kannalta, mutta tassa tutkimuksessa muuttujan Verkostot
perusteella talla ei kuitenkaan ollut tilastollista merkitsevyytta kerattyjen opintopisteiden
suhteen.  Muuttujaa Verkostot voi kuuluvuuden tunteen lisdksi tarkastella myo6s
toiselta nédkokannalta. Opintoihin liittyvien oheistoimien, kuten opiskelijatapahtumiin
osallistumisen, voidaan ajatella haittaavan opintojen etenemista.

Aiemmissa tutkimuksissa motivaation hallintaan on havaittu vaikuttavan tavoitteiden
asettamisen (Cheung 2004), johon liittyvistd kysymyksistd téssd tyOssd tehtiin oma
aihepiirimuuttujansa Aikataulu. Tadma muuttuja osoittautui kaikkein vaikuttavimmaksi;
Lineaarisessa regressiomallissa muuttujan piste-estimaatti oli 48 (95% luottamusvalilla
[23.9, 75.2]), eli jokaista muuttujan 0.1 yksikon lisdystd kohden opintopisteiden
odotusarvo kasvaa 4.8:1la. Satunnaismetséssi Aikataulu-muuttuja oli kaikista térkein
muuttuja jakamaan aineistoa puiden solmukohdissa (vahenevin Gini-arvon perusteella).

Klusteroinnilla saatiin téssé tyossd onnistuneesti eroteltua opiskelijoita (taulukko 5).
Klusterit muodostettiin kolmen aihepiirimuuttujan perusteella (Taito, Haasteet ja
Aikataulu). Klustereita muodostettiin kolme kappaletta, joista ensimmaisen klusterin
opintopistekeskiarvo oli selkedsti kahden muun klusterin opintopistekeskiarvoja pienempi.
Ensimmaisen klusterin Aikataulu-muuttujan keskiarvo oli myo6s selkedsti pienempi
verrattuna kahteen muuhun klusteriin. Myos muuttujissa Taito ja Haasteet klustereiden
valilla oli eroja, mutta ne eivit olleet yhté selkeitd kuin Aikataulu-muuttujassa. Toinen
ja kolmas klusteri erosivat keskiarvoissa toisistaan kdytannossa vain Haasteet-muuttujan
osalta, eika naiden klustereiden valilla ollut opintopistekeskiarvoissa tilastollisesti
merkitsevaa eroa. Tamén perusteella klusterien erot opintopistekeskiarvoissa seurasivat
lahinnd klusterikohtaisista eroista Aikataulu-muuttujan keskiarvoissa.  Opiskelijan
oma arvio opintojen etenemisestd on nain ollen merkittava tekija, kun ennustetaan
opiskelijoiden saavuttamia opintopistemaaria.
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Taustatietokyselyyn eivat vastanneet kaikki tulevaisuuden teknologioiden laitoksella
aloittaneet opiskelijat tarkastelluilta vuosilta (2015-16 ja 2016-17). Vastanneiden ja
vastaamatta jattdneiden opiskelijoiden eroja tarkasteltiin vain kerédttyjen opintopiste-
madrien ja suoritettujen kurssien suhteen eikd muita merkityksellisid mittareita ollut
saatavilla. Opintopistemadrissé oli ndiden kahden ryhman valilld eroja. Tutkimukseen
osallistuneet opiskelijat saavuttivat keskimaérin noin. 10 opintopistettda enemman
lukukauden aikana, kuin opiskelijat, jotka eivat tutkimukseen osallistuneet. Té&ma
voidaan tulkita niin, ettd opiskeluidensa etenemisesté kiinnostuneet opiskelijat vastaavat
helpommin vapaaehtoisiin kyselyihin kuin opiskeluidensa etenemisestd viahemmaéan
kiinnostuneet opiskelijat.

Kysely suoritettiin vain lukuvuoden alussa, joten tietoa opintoja koskevien suunnitelmien
mahdollisista muutoksista ei ollut kaytettavissd.  Kyselyn vastauksien totuuden-
mukaisuutta ei pystytty arvioimaan luotettavilla mittareilla, joten opiskelijoiden
vastaukset eiviat véilttdmattd vastaa taysin heiddn ajatuksiaan.  Paakomponentti-
analyysisséd samankaltaisten muuttujien samansuuntainen vaikutus viittaa kuitenkin
yhtendisyyteen vastauksien véililldi. Opiskelijoilla ei myoskadn ollut syytd valehdella
vastauksissaan, koska kyselyyn vastaamisesta ei ollut opiskelijoille suoranaista hyotya.

Tamén tyon aineiston perusteella menetelmien ennustevoima ei ole riittava luotettavien
ennustemallien rakentamiseen. Lineaarisen regressioanalyysin estimoidut vastemuuttujien
arvot erosivat selkedsti oikeista vastemuuttujien arvoista. Tama néhtiin jadnnostermien
kuvasta 11, jossa jaannostermit olivat suuria suhteessa ennustettuihin vastemuuttujien
odotusarvoihin. Lineaarinen regressiomalli pystyi selittdméadn 25% kerdttyjen
opintopisteiden vaihtelusta. Mallin luotettavuutta arvioitaessa poikkeavien havaintojen
kasitteleminen tuotti vaikeuksia, koska epajohdonmukaisuuksia taustatietokyselyn
vastausten ja opintopisteméarien vélilla ei voida selittda epailykselld yksilon vastausten
totuudenmukaisuuteen. Néin ollen yksiloita ei myoskaan poistettu mallista.

Opiskelijoita luokiteltiin satunnaismetsa-menetelmélla sen mukaan, saavuttavatko
he asetetun opintopisterajan. Kuvaajasta 14 néhtiin opiskelijoiden luokittelemisen
onnistuminen kahden eri mallin ROC-kéayristd. Vain aihepiirimuuttujia siséltavassa
mallissa saatiin korkea sensitiivisyys (0.98) luokittelemalla vain muutama opiskelija
jdamadn opintopisterajan alapuolelle. Vaikka ndma opiskelijat olivat suurimmaksi osaksi
luokiteltu oikein, mallin spesifisyys (0.22) jii matalaksi. Mallin AUC-arvon luottamusvali
([0.46, 0.62]) siséltaa arvon 0.5, joka saataisiin myos satunnaisella luokittelulla. Tamén
perusteella valitut muuttujat eiviat ole vield riittavia luotettavien luokittelumallien
kayttamiseksi.

Tamén tyon tulokset antavat aiemman tutkimuksen kanssa samansuuntaisia havaintoja
niistd merkitsevistd muuttujista, jotka vaikuttavat opintopisteiden kertymiseen.
Luotettavien ennusteiden tai luokittelujen tekemiseksi nama muuttujat eivat ole viela
riittavid. Tuloksista voidaan kuitenkin péaatella, etta ndiden muuttujien avulla ennusteita
ja luokitteluja pystytdan jatkossa parantamaan satunnaisiin malleihin verrattuna.

Tutkimuksen jatkon kannalta kysymyksid taytyisi kohdentaa vield tarkemmin
merkityksellisiksi havaittuihin aihepiireihin. Suunnitelmia tai motivaatiota voitaisiin
kyselld my6s myohemmassa vaiheessa lukuvuotta, jolloin havaittaisiin mahdolliset
muutokset opiskelijoiden tilanteessa. Nama mahdolliset muutokset toisivat mukanaan
myOs uusia tutkimuskysymyksia esimerkiksi opiskelijoiden motivaation muutoksiin
liittyen.

37



7 Yhteenveto

Opiskelijoiden opintojen edistdminen on sekéd oppilaille ettd oppilaitoksille oleellinen
kysymys. Tassa tutkimuksessa tarkasteltiin tilastollisin keinoin, mitka aiheet
ovat opiskelijoille merkittdvia tekijoitd opintopisteiden kerddmisessa ensimmaéisen
opiskeluvuoden aikana. Tuloksista havaittiin, ettd tarkkojen ennustemallien luominen
on vaikeaa, mutta eri ldhestymistavoista huolimatta samat aihepiirit nousivat useissa
analyyseissa merkittaviksi vaikuttajiksi. Varsinkin opiskelijoiden oma arvio opintojen
etenemisestd oli yhteydessd opintopisteméaardan. Epévarmuus yksittaisten muuttujien
vaikutuksista opintopistemadriin oli kuitenkin suurta. Tarkemmat johtopéaatokset
vaativat lisdé aineistoa ja jatkotutkimusta.

Oppimisanalytiikan yleistyesséd kehitetaédn yhé useampia tapoja mitata opiskelijoiden
suoriutumista.  Osaltaan tdmén tyon tarkoituksena on ollut antaa suuntaviivoja
sille, mihin oppimisen etenemisen mittaamisen kannalta voimavaroja kannattaa
suunnata. Ongelma on monimutkainen, eiké ole mahdollista arvioida jokaisen opiskelijan
suoriutumista tarkasti. Suuremmassa mittakaavassa keskeisiin ongelmiin puuttuminen
ja opiskelijoiden tukeminen on kuitenkin mahdollista, ja aiheena sellainen, johon jatkossa
resursseja myos keskitetadn.
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