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Tilastollisessa mallintamisessa tavoitteena on sovittaa aineistoon malli, joka kuvaa
mahdollisimman hyvin aineiston selittdvien muuttujien suhdetta aineiston vaste-
muuttujaan. Hyva malli noudattaa opetuksessa kiytettyd aineistoa niin hyvin, etta
sen tekemét paatelmat uusista havainnosta ovat mahdollisimman tarkkoja, mutta ei
kuitenkaan niin hyvin, ettd malli oppii aineistossa esiintyviéd satunnaisuutta. Nain
saattaa kidyda esimerkiksi silloin, kun sovitettava malli on hyvin monimutkainen.
Mallin sanotaan olevan ylisovittunut, kun verrattain yksinkertaisempi malli tuottai-
si parempia, vihemman virheellisia tuloksia. Mallin ylisovittumista voidaan valttéa
erilaisia regularisointimenetelmillé, jotka pyrkivat yksinkertaistamaan sovitettavaa
mallia.

Lineaarinen regressiomalli olettaa nimensd mukaisesti, ettd aineiston selittévien
muuttujien suhde vastemuuttujaan on lineaarinen. Lineaarista mallia sovitettaessa
pyritdan muodostamaan estimaatit regressiokertoimille, jotka kuvaavat selittévien
muuttujien suhdetta vastemuuttujaan. Yleinen tapa estimoida regressiokertoimet
on pienimman neliosumman menetelma, joka perustuu jadnnosneliGsumman mini-
mointiin.

Harjaregressio ja lasso ovat menetelmia lineaarisen regressiomallin regularisoimisek-
si. Ne minimoivat sakotettua jadnnosneliGsummaa, jossa jadnnosneliosumman liséksi
minimoidaan sakkotermié, joka kutistaa mallin regressiokertoimia. Regularisoinnin
voimakkuutta saddtelee sakkotermin saatoparametri. Kun kertoimien vaikutusta ra-
joitetaan, malli yksinkertaistuu ja ylisovittuminen vihenee. Harjaregressio sailyttaa
kaikki selittavit muuttujat mallissa, mutta lasso voi kutistaa osan kertoimista tasan
nollaksi.

Harjaregressiota ja lassoa vastaavat regressiokertoimet voidaan muodostaa myos
bayesilaisittadin MAP-estimoinnilla. Harjaregressiota vastaavat MAP-estimaatit saa-
daan, kun mallin priorijakaumana kiytetdén normaalijakaumaa, jonka keskiarvo on
nolla ja varianssi riippuu regularisoinnin sdatoparametrista. Lassoa vastaavat MAP-
estimaatit saadaan, kun mallin priorijakaumana kaytetdan Laplace-jakaumaa, jonka
lokaatio on nolla ja skaala riippuu sédatoparametrista.

Asiasanat: lineaarinen regressio, ylisovitus, regularisointi, harjaregressio, lasso, baye-
sildinen MAP-estimointi.
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1 Johdanto

Tilastollisen oppimisen tyypillinen ydinongelma on 16ytda tapa hyodyntaéd jo ole-
massa olevaa, havaittua dataa vield tuntemattoman datan ymmértdmiseen [1][2].
Mielenkiintona voi olla melkeinpé mitéd tahansa osakkeen hinnan muutosten ennus-
tamisesta siihen, ettd aivosahkokayradatan perusteella luokitellaan, kirsiiko tutkit-
tava potilas epilepsiasta. Jotta dataa voidaan hyodyntdd uusien havaintojen ennus-
tamiseen ja niistd tehtavaan paattelyyn, datasta pitaé loytad suhteita, rakenteita ja
keskinaisia vaikutuksia. Jos yrityksella on suuri méara tyontekijoitéa, onko yrityksen
osakkeen hinta silloin korkeampi? Milla aivoaaltojen taajuuksilla havaitut poikkea-
mat viittaavat eniten epileptisiin kohtauksiin? Jotta dataa voidaan hyodyntéaé, sil-
le muodostetaan tilastollinen malli, jolla kuvataan dataan vaikuttavien muuttujien
suhteita toisiinsa.

Karkeasti sanottuna tilastollisen mallin tulee olla tarkka ja yleistettéava. Tarkka
malli tekee oikeellisia paatelmia: malli kuvaa sen opettamisessa kiytettya dataa niin
hyvin, ettd se osuu tuntemattomia havaintoja estimoitaessa mahdollisimman lahel-
le kyseisen havainnon todellista arvoa. Mallia ei ole kuitenkaan hyva opettaa nou-
dattamaan sen opetuksessa kiytettyd dataa litan hyvin. Kaikessa datassa on aina
mukana myo6s satunnaisuutta, joka ei suoraan johdu mistdén aineistoa varsinaisesti
selittavastd muuttujasta. Jos malli sovitetaan opetuksessa kdytettavadn dataan niin
hyvin, ettd se oppii my0s aineiston satunnaisvaihtelua, sen tulokset eivit ole endé
yleistettéavia. Toisin sanoen, kun tietyn datan satunnaisvaihtelua oppinutta mallia
sovelletaan ennustamaan uutta dataa, jossa ei yksinkertaisesti ole samaa satunnais-
vaihtelua, se ei suoriudu tehtéavistdan hyvin. Voisikin sanoa, etta tilastollista mallia
ei ole tarkoitus opettaa tulkitsemaan nimenomaan jotain tiettyéd aineistoa mahdol-
lisimman hyvin, vaan oppimisen kohteena tulisi olla ilmid, joka on synnyttanyt ky-
seisen aineiston. [1][2]

Yksi yleinen ja suoraviivainen tilastollisen mallin estimointimenetelma on lineaa-
rinen regressiomallintaminen. Yleinen lineaarinen malli olettaa nimensd mukaisesti,
ettd aineiston selittdvien muuttujien suhde mielenkiinnon kohteena olevaan vastee-
seen on lineaarinen. Jokaisen selittdvin muuttujan vaikutusta ja sen voimakkuutta
sddtelee regressiokerroin, ja regressiokertoimet ovatkin lineaarisessa mallintamisessa
estimoitavat tuntemattomat parametrit. |1][2]

Sovittamalla lineaarista mallia aineistoon ottamatta kantaa siithen, ovatko kaikki
aineiston selittdvit muuttujat yhteydesséd tutkittavaan vasteeseen, tai onko muut-
tujien vaikutus merkittavaa, paadytdan usein tilanteeseen, jossa mallin tuottama
paattely ei ole kovinkaan yleistettdavaa. Lineaarista mallia voidaan pyrkia saatta-
maan muotoon, joka tuottaa yleistettavampia tuloksia erilaisin menetelmin, joista
yksi kategoria on regularisointimenetelmét. Regularisointimenetelmét pyrkivat ku-
tistamaan lineaarisen mallin regressiokertoimia, jolloin niihin liittyvien selittédvien
muuttujien vaikutus pienenee. Kun muuttujien vaikutus mallissa pienenee, malli
kokonaisuudessaan yksinkertaistuu ja se tuottaa yleistettdvampia tuloksia. |1][2]

Tilastollisia malleja muodostaessa olennaisena kysymyksena on sekd mallin ylei-
sen muodon valinta ettéd tietynlaisen mallin parametrien estimointi. Tilastollisella
paattelylla on kaksi suurta koulukuntaa, frekventistinen ja bayesildinen péaéttely,
jotka eroavat toisistaan erityiseesti siiné, miten ne tulkitsevat parametreja. Frekven-



tistisen tilastotieteen klassinen ajattelutapa on, ettd estimoitavat parametrit ovat
tuntemattomia mutta vakioita. Parametrilla on siis jokin tietty "oikea” arvo, jol-
le pyritdan muodostamaan mahdollisimman hyvé estimoitu arvo. Koska parametri
on vakio, sille ei voida suoraan olettaa mitdidn todennékoisyysjakaumaa. Sille voi-
daan kuitenkin muodostaa otosjakauma sen perusteella, millaisia arvoja tutkittavaa
parametria vastaava tunnusluku saa eri otoksissa, jotka kerdtddn tutkittavasta po-
pulaatiosta. |3][4]

Bayesilaisessé tilastotieteessé tutkittavaa tuntematonta parametria ei pideta va-
kiona vaan satunnaismuuttujana. Parametrilla ei siis ajatella olevan mitédén varsi-
naista todellista arvoa, ja siihen liittyy aina jotain epavarmuutta. Koska parametria
pidetddn satunnaismuuttujana, sille voidaan kuitenkin mééaritelld todennakoisyys-
jakauma, jonka perusteella tulkitaan parametrin kiyttaytymista ja sen mahdollisia
arvoja. Tama jakauma mééaritellddn jo ennen aineiston keruuta, eli se kuvaa oi-
keastaan tutkittavasta parametrista tiedettévaéd ennakkotietoa tai tehtyja ennakko-
oletuksia. Lopulliset padtelmét tehdadn yhteisjakaumasta, joka koostuu seké tista
ennakkotiedosta etté kerétyn aineiston antamasta informaatiosta. |3][4]

Tassé tyossa kasitellddn lineaarisen regressiomallin regularisointia, ja regulari-
sointimenetelmista kasitellddn erityisesti harjaregressiota ja lassoa. Lineaarista mal-
lintamista ja sen regularisointia tulkitaan ensin frekventistisesta niakokulmasta, mut-
ta tyon erityistarkoituksena on antaa késiteltaville menetelmille motivaatio ja tulkin-
ta my0s bayesilaisittdin. Tilastollisen oppimisen peruskésitteité ja lineaarista regres-
siota késitellaan luvussa 2 ja regularisointimenetelmia luvussa 3. Késiteltavia me-
netelmié tulkitaan bayesiléisittdain luvussa 4, ja luvussa 5 menetelmia sovelletaan
esimerkkiaineistoon.



2 Tilastollinen oppiminen

Téassé luvussa pohjustetaan tutkielman aihetta tilastollisen oppimisen perusteilla.
Luvun ldhteend kiytetdan kahta tilastollisen oppimisen oppikirjaa: Elements of Sta-
tistical Learning |1] ja Introduction to Statistical Learning |2].

Tilastollinen oppiminen on keskeistd monilla tilastotieteen aloilla, ja silla pyri-
tdan tekemadn paatelmia tai ennusteita jonkin aineiston pohjalta. Oppimiseen kéy-
tetddn mallia f, joka kuvaa aineiston selittdvien muuttujien X = (X7, X5, ..., X))
suhdetta vastemuuttujaan Y. Vastemuuttujaa voidaan kutsua myos esimerkiksi seli-
tettaviksi tai ennustettavaksi muuttujaksi. Suhde voidaan kirjoittaa yleisesséa muo-
dossa

Y = f(X)+e,

jossa € kuvaa satunnaisia virhetermeja. Virhetermit ovat riippumattomia muuttu-
jista X ja niiden odotusarvon oletetaan olevan nolla. Malli f on usein tuntematon,
mutta sitd voidaan estimoida eri tilastollisen oppimisen menetelmilla.

2.1 Ennustaminen ja paattely

Kun mallia f estimoidaan, mielenkiintona voi olla joko ennustaminen tai paéttely,
tai niiden yhdistelma. Yleisesti mallin estimoinnissa tarkoituksena on loytaa aineis-
ton perusteella mallille f estimaatti }', joka soveltuu aineistoon mahdollisimman
hyvin: toisin sanoen, tavoitteena on estimoida malli f, jolle pétee YV ~ f(X) mil-
14 tahansa aineiston havainnolla. Ennustamisen ja paéattelyn eri tavoitteiden takia
mallia saatetaan estimoida ja lopullinen malli voidaan valita eroavin perustein.
Ennustettaessa selittaviat muuttujat X ovat usein helposti saatavilla, mutta vas-
temuuttujat Y eivét ole. Koska ennuste perustuu odotusarvoon, se ei riipu virheter-
meista ¢, jolloin virhetermit supistuvat pois. Ennusteet Y saadaan siis yhtélosta

A ~

Y = F(X).

Ennustettaessa tavoitteena ei véilttdmaéatta ole estimoida mallille mahdollisimman
tarkkaa ja todellisuutta vastaavaa muotoa: riittad, ettd estimoitu malli muodostaa
mahdollisimman tarkkoja ennusteita.

Paattelyssa mielenkiintona on selittdvien muuttujien X ja vastemuuttujan Y va-
linen suhde, eikd niinkdén tulevien havaintojen ennustaminen. Tarkemmin mielen-
kiintona voi olla ymmaértaé, miten selittdvien muuttujien vaihtelu vaikuttaa vasteen
arvoon, tai mitka selittdviat muuttujat ylipddtaén vaikuttavat vasteeseen, ja kuin-
ka suuri vaikutus jokaisella yksittaisella muuttujalla on. Téll6in mallin j" muoto on
tarkedd tietad tasmallisesti.

2.2 Parametriset ja epaparametriset menetelmat

Tilastollisen oppimisen menetelmét voidaan karkeasti jakaa parametrisiin ja epé-
parametrisiin menetelmiin sen perusteella, mitd menetelméan tuottaman malli muo-
dosta oletetaan. Parametrisissa menetelmissa ldhdetdén liikkeelle oletuksesta, etté
malli f on jotain tiettyd muotoa. Kun oletus mallin muodosta on tehty, riittaé,
ettd mallin parametrit estimoidaan kéyttden jotain siihen soveltuvaa menetelméa



siten, ettd parametrit kuvaavat aineistoa mahdollisimman tarkasti. Talléin mallin
estimointiongelma yksinkertaistuu: on yleisesti helpompaa estimoida jonkin tietyn
mallin parametreja, kuin taysin mielivaltaista kokonaista mallia.

Yksinkertainen esimerkki parametrisesta menetelmésté on olettaa, ettid estimoi-
tava malli on lineaarinen eli muotoa

F(X) = 6o+ biXy+ foXo. .. 5 X,

Téll6in mallin parametrit 8y, 51, . . ., 3, voidaan estimoida aineiston perusteella kéyt-
tamalla esimerkiksi pienimmén neliosumman menetelméaa.

Parametrisilla menetelmillé ei yleensa pystytd muodostamaan mallia }”, joka vas-
taisi tdysin mallin f todellista muotoa. Jos valittu malli on kaukana todellisesta
mallista, saadut estimaatit eivit ole hyvié, eikd niiden perusteella voida tehda luo-
tettavia paatelmia. Tétd ongelmaa voidaan pyrkia valttaméan kayttamalla jousta-
vampia malleja, jotka toisaalta voivat sopia kuvaamaan monia mahdollisia mallin f
muotoja, mutta toisaalta vaativat myos usein suurempaa maaraéd parametreja, joita
taytyy estimoida. Liian monimutkaiset mallit voivat johtaa ongelmaan, jossa mal-
li tosiasiassa noudattaa liikaa aineistossa esiintyvaa vaihtelua. Ongelmaa kutsutaan
ylisovittumiseksi, ja siihen palataan tarkemmin myohemmin téssa tutkielmassa.

Epéparametrisissa menetelmissa ei tehda tarkkoja oletuksia mallin f muodosta,
vaan menetelmét pyrkivit 16ytaméaan estimaatin }, joka noudattaa mahdollisimman
tarkasti havaintoja, mutta ei kuitenkaan ole liian karkea tai epétasainen. Koska ole-
tusta mallin f todellisesta muodosta ei tehda, epdparametrisin menetelmin sovitetut
mallit voivat sopia kuvaamaan monia erilaisia mahdollisia mallin f muotoja. Koska
epaparametriset menetelmét eivit yksinkertaista mallin estimointia pelkkien mallin
parametrien estimointiin, tarkan estimaatin }" muodostamiseksi tarvitaan toisaalta
paljon suurempi maéra havaintoja kuin parametrisia menetelmié kiytettaessa.

2.3 Ohjattu ja ohjaamaton oppiminen

Tilastollisen oppimisen ongelmat voidaan jakaa karkeasti kahteen luokkaan: ohjat-
tuun ja ohjaamattomaan oppimiseen. Ohjatussa oppimisessa jokaisella havaitulla se-
littdvien muuttujien arvolla on vastaava vastemuuttujan arvo. Tavoitteena on sovit-
taa malli, joka yhdistdd vastemuuttujan selittaviin muuttujiin, minké kautta voidaan
joko ennustaa tulevia havaintoja tai ymmértad paremmin selittavien ja selitettavien
muuttujien vélista suhdetta.

Ohjaamattomassa oppimisessa havaituilla selittdvien muuttujien arvoilla ei ole
vastaavia vastemuuttujia. Tavoitteena on 16ytéé aineistosta rakenne, joka selittda eri
havaintojen suhdetta toisiinsa tai esimerkiksi tapa esittda aineisto vain muutaman
selittavan muuttujan tai ulottuvuuden avulla.

2.4 Luokittelu ja regressio

Tilastollisen oppimisen ongelmat voidaan jakaa kahteen luokkaan myos muuttujien
tyyppien perusteella: luokitteluun ja regressioon. Kvalitatiivisten muuttujien arvot
ovat jonkin kategorian tai luokan eri arvoja, esimerkiksi sukupuoli tai veriryhma.
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Kvantitatiiviset muuttujat saavat numeerisia arvoja, esimerkiksi henkilon ik tai
osakkeen hinta.

Tilastollisen oppimisen ongelmia, joissa vastemuuttuja on kvalitatiivinen, kut-
sutaan luokitteluongelmiksi. Jos vastemuuttuja on kvantitatiivinen, kyseessia on
regressio-ongelma. Selittdvien muuttujien tyypilla ei yleensd ole merkitysta tilas-
tollisen oppimisen menetelmia kiytettdessa: analyysien suorittaminen voi kuitenkin
vaatia muuttujien, yleensé kvalitatiivisten, esitystavan muuttamista. Kvalitatiiviset
muuttujat voidaan muuttaa dummy- eli indikaattorimuuttujiksi, jolloin muuttujien
eri tasot pisteytetadn arvoilla 0 ja 1 siten, etté niitd voidaan kdyttaa kvantitatiivisten
muuttujien tapaan analyyseissa.

2.5 Mallin arviointi
2.5.1 Opetus-, validointi- ja testijoukko

Kun halutaan arvioida tilastollisen mallin ennustekykyé, on tapana jakaa aineisto
satunnaisesti kolmeen joukkoon: opetus-, validointi- ja testijoukkoon. Aineisto jae-
taan yleensa siten, ettd opetusjoukkoon kuuluu enemmaén havaintoja kuin validointi-
ja testijoukkoihin. Jako voisi esimerkiksi olla kiyttaa 50 % havainnoista opetusjouk-
kona, 25 % validointijoukkona ja 25 % testijoukkona.

Opetusjoukkoa kiytetdédn nimensd mukaan mallin opettamiseen: sen avulla so-
vitetaan mallin parametrit. Sovitettuja malleja arvioidaan ja mallien parametreja
voidaan saddelld validointijoukon avulla. Sovitettuja malleja kiytetdédn ennustamaan
validointijoukon havaintoja, ja vertailemalla eri malleja ja niiden tarkkuutta pyri-
tadn valitsemaan malli, joka antaa tarkimmat tulokset. Validointijoukon avulla va-
littua lopullista mallia arvioidaan vield taysin erilliselld testijoukolla, jotta saadaan
harhaton arvio valitun mallin tarkkuudesta.

2.5.2 Virheen arviointi

Jotta tilastollisen oppimisen menetelmié ja niiden tuottamia malleja voidaan ar-
vioida, tarvitaan tapa mitata, miten hyvin niiden tuottamat ennusteet vastaavat
havaittua aineistoa. Tarvitaan siis keino laskea, kuinka paljon estimoitu vaste eroaa
sitd vastaavan havainnon todellisesta vasteesta.

Regressio-ongelmissa yleisin virheen mitta on keskineliovirhe (mean squared er-

ror, MSE)

n

1 . 2
23 (= d e (1)
jossa y; on vasteen havaittu arvo ja f (x;) estimoidun mallin antama estimoitu vas-
te, jotka vastaavat 2:nnettd havaintoa. Keskineliovirhe kasvaa neliollisesti: kun vas-
teen estimaatti ja todellinen arvo ovat lahelld toisiaan, virhe on pieni, mutta eron
suuretessa my0s virhe suurenee nopeasti.

Keskinelivirhe lasketaan kiyttamalla opetusaineistoa, jota kiytetdan mallin
sovittamiseen aineistoon: tarkemmin sita voisi siis kutsua opetusvirheeksi. Yleensa
kiinnostuksen kohteena on kuitenkin ennemmin niiden ennusteiden tarkkuus, jotka

saadaan, kun malli sovitetaan aikaisemmin tuntemattomaan testiaineistoon. Toisin



sanoen, tavoitteena on 16ytda malli, jolle patee mahdollisimman hyvin f(xo) ~ 1,
jossa (Xo, yo) on havainto testiaineistosta, jota ei ole kiytetty mallinnusmenetelmén
opettamiseen. Tarkoituksena olisi siis valita malli, joka tuottaa mahdollisimman pie-
nen testivirheen. Testivirhe saadaan laskemalla keskiméardinen neliovirhe testiha-
vainnoista (Xg, ¥o):

. 2
Ave (yo —f (X0)> :
Luokitteluongelmissa virheen laskemiseen tarvitaan eri tapa, silla vastemuuttu-
jien arvot eivét ole numeerisia. Tyypillinen virheen mitta on virheosuus (error rate),
joka kuvaa estimaatin f tekemien virheiden osuutta kaikista luokitteluista:

1 n
- [ 7 Ui )
”;:1 (v # ;)

jossa ¢, on ennustettu luokan arvo z:nnelle havainnolle, kun ennustamiseen kiytetaan
mallia j”, ja I (y; # 9;) on indikaattorimuuttuja, joka saa arvon 1, jos y; # ¥, ja arvon
0, jos y; = ;. Eli, jos I (y; # ¢;) = 0, i:nnes havainto luokiteltiin oikein, ja muu-
toin havainto luokiteltiin vaarin. Tamaé virheosuus lasketaan kiayttamaélla opetusai-
neistoa, joten sitékin voi kutsua regressiotilannetta vastaten opetusvirheosuudeksi.
Vastaavasti kiinnostavampaa on laskea testivirheosuus kayttamalla testihavaintoja
(0, Yo):
Ave (I (yo # 11o)) -

Téssa g, on ennustettu luokan arvo, joka vastaa selittdvan muuttujan arvoa x.

2.5.3 Harha ja varianssi

Testivirheeseen vaikuttaa olennaisesti kaksi ominaisuutta: harha ja varianssi. Va-
rianssi kuvaa téssa yhteydessé, kuinka paljon f muuttuisi, jos sen estimointiin kdy-
tettaisiin eri opetusjoukkoa. Yleensa joustavammilla ja monimutkaisemmilla tilas-
tollisilla menetelmilla on suurempi varianssi, koska pienetkin muutokset aineistossa
johtavat merkittavaan muutokseen mallissa f Suuri varianssi voi siis johtaa siihen,
ettd malli oppii liikaa aineiston omaa satunnaista vaihtelua, joka ei valttaméatta ole
aineiston taustalla olevan ilmitn kannalta oleellista.

Harha mittaa virhetté, joka syntyy, kun monimutkaista ongelmaa mallinnetaan
paljon yksinkertaisemmalla mallilla. Esimerkiksi lineaarisissa malleissa tehd&an hy-
vin vahva oletus yksinkertaisesta lineaarisesta suhteesta selittdvien ja selitettavan
muuttujan valilla, vaikka kaytannossa kovinkaan moni todellinen ongelma ei pelkis-
ty niin yksinkertaiseksi. Usein monimutkaisemmat menetelmét johtavatkin pienem-
paan harhaan.

Voidaan osoittaa, ettd testivirheen odotusarvolle patee hajotelma

E (yo —f (x0)>2 = Var (} (x0)> + (Bias (} (x0)>>2 + Var (¢) .

Testivirheen odotusarvo tarkoittaa keskiméaéraista testivirhetté, joka saataisiin esti-
moitaessa toistuvasti mallia f kiyttden suurta masraé eri opetusjoukkoja. Hajotel-
masta nahdaan, ettd testivirheen odotusarvon minimoimiseksi vaaditaan sekd pieni
varianssi ettéd pieni harha.



Varianssi ja harha eivit kuitenkaan kulje kési kddessd: kun mallin kompleksi-
suus kasvaa, sen varianssi kasvaa ja harha pienenee. Varianssin ja harhan vilinen
suhteellinen muutosnopeus maérittelee, kasvaako vai pieneneeko testivirhe. Yleensa
mallin harha pienenee aluksi nopeammin kuin varianssi kasvaa, mutta jossain koh-
taa mallin joustavuuden lisdéntyessa silla ei ole endd suurta merkitystd harhaan,
mutta varianssi alkaa lisddntyd merkittévasti. Télloin myos testivirheen arvo alkaa
kasvaa. Ilmiotd voidaan kutsua harha-varianssi-kompromissiksi. On yleenséd melko
yksinkertaista 16ytdd malli, jolla on joko hyvin suuri varianssi ja pieni harha, tai
pieni varianssi ja suuri harha. Haasteena onkin 16ytdd menetelmé ja malli, joilla
molemmat ominaisuudet jaavit pieniksi.

Virhe opetusaineistolla kiyttaytyy eri tavalla. Opetusvirheelld on tapana las-
kea, kun mallin kompleksisuus kasvaa. Testivirhe taas yleensa laskee ensin ja tietyn
pisteen jalkeen alkaa taas kasvamaan. Vaikka siis opetusvirhe olisikin pieni moni-
mutkaisella mallilla, sen tuottamat tulokset eivét yleisty opetusjoukon ulkopuolelle
kovinkaan hyvin. Opetus- ja testiaineistojen virheiden kyttaytymista visualisoidaan
kuvassa [l

Tilanteissa, joissa verrattain yksinkertaisempi malli tuottaisi pienemmén testi-
virheen, kiytetaan termia ylisovittuminen. Kun malli sovitetaan opetusaineistoon 1a-
hes taydellisesti, paadytadn tyypillisesti tilanteeseen, jossa malli sovittuu opetusai-
neistossa ilmentyviaan satunnaiseen vaihteluun, eikd niinkdén koko aineiston taus-
talla olevaan todelliseen ilmiéon. Kun mallia, joka on opetettu havaitsemaan satun-
naisvaihtelun aiheuttamaa kohinaa, sovelletaan opetusaineiston ulkopuolelle, se ei
suoriudu tehtévistaan kovinkaan hyvin, koska tdaté kohinaa ei yksinkertaisesti ole
olemassa testiaineistossa.

Korkea harha Matala harha
Matala varianssi Korkea varianssi
< e

Testiaineisto

Opetusaineisto

Ennustevirhe

Mallin kompleksisuus

Kuva 1: Opetusaineiston ja testiaineiston virheet mallin kompleksisuuden funktiona.
Kun malli on tarpeeksi monimutkainen, sen harha ei endé merkittavasti pienene,
mutta varianssi lisdantyy: téalléin kokonaisvirhe testiaineistolla alkaa taas kasvaa.



2.6 Lineaarinen regressio
2.6.1 Lineaarinen malli

Yleinen lineaarinen malli olettaa, ettéd selittdvien muuttujien suhde vastemuuttu-
jaan on lineaarinen, tai vahintdén, ettd lineaarinen malli on jarkeva approksimaatio
kyseiselle suhteelle. Lineaarinen regressiomalli on muotoa

Y=f(X)+e=0+5X1+6Xo+... 5,X,+¢

p
=B+ Y X;Bj+¢,

i=1

jossa [y on vakiotermi, joka kuvaa vastemuuttujan Y arvoa, kun X =0, ja 51,..., 5,
ovat jokaista selittdvda muuttujaa X; vastaavat regressiokertoimet, jotka kuvaavat
kunkin selittdvéin muuttujan vaikutusta vastemuuttujaan. Voidaan tulkita, etta f;
on keskiméarainen vaikutus vastemuuttujaan Y, kun sité vastaavan selittdvan muut-
tujan X; arvo kasvaa yhdelld, ja muut selittédvat muuttujat pysyvat vakioina. Regres-
siokertoimet f3; ovat tuntemattomia, ja ne ovatkin estimoinnissa mielenkiinnon koh-
teena. Virhetermi ¢ kuvaa havaitun vastemuuttujan arvon ja mallin tuottaman en-
nusteen erotusta.
Lineaarinen malli voidaan kirjoittaa my6s matriisimuodossa

n 11 .- Tip I €1
= +
Un Tpl - Ty Bp En
eli
y=XB+e. (2)

Vastemuuttujan ja selittdvien muuttujien lineaarisen suhteen lisdksi lineaarisen
mallin kiytto vaatii muitakin oletuksia. Selittdvat muuttujat eivit korreloi voimak-
kaasti keskenédén, ja niiden havaitut arvot ovat kiinteitd ja vakioita. Virhetermit e;
noudattavat normaalijakaumaa, jonka odotusarvo on 0 ja varianssi on vakio — toi-
sin sanoen virhetermit ovat homoskedastisia. Virhetermit eivat myoskadn korreloi
keskenéén.

2.6.2 PNS-menetelma

Parametreja fy,..., [, estimoitaessa kiytetddn havaintoja, jotka ovat muotoa
(x1,9Y1) 5+ -+, (Xn, Yn). Jokainen vektori x; = (z;1,. . ., xip)T kuvaa selittavien muuttu-
jien arvoja ¢:nnen havainnon kohdalla. Yleisin estimointimenetelmé on pienimmén
nelibsumman (PNS) menetelmé, jossa kertoimet 8 = (fy,. .., ﬁp)T valitaan siten,
ettd ne minimoivat jadnnosneliosumman (residual sum of squares, RSS):

RSS = Z (yi — f(x:))* = Z (yi — Bo — Z%’ﬁj> : (3)

i=1 =1
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Jaannosnelibsumma on siis yksi tapa mitata vastemuuttujan arvon y; ja mallin esti-
moiman arvon f (x;) vélistd eroa, joka pyritdén pitdméaan mahdollisimman pienené.

Hyo6dyntéen yleisen lineaarisen mallin matriisimuotoista esitysta (2)) jidnnosne-
licsumma voidaan kirjoittaa toisella tavalla:

RSS = (y - XB8)" (y — X8),

jossay = (y1, ... ,yn)T on vektori vastemuuttujan arvoista. Kun yhtalo derivoidaan
parametrin 3 suhteen ja derivaatan nollakohta ratkaistaan, yhtalon minimikohdaksi
ja suurimman uskottavuuden estimaatiksi 3 saadaan

B=(X"X)" X"y,

Kun saatu suurimman uskottavuuden estimaatti sijoitetaan takaisin yleisen li-
neaarisen mallin yhtél6on, estimoiduiksi vastemuuttujan arvoiksi saadaan

y=XB8=X(X"X)" X"y.

2.6.3 Lineaarisen mallin arviointi

Lineaarisen regressiomallin sopivuutta arvioidaan tyypillisesti kayttaméalla jaannos-
virhetté (residual standard error, RSE) ja selitysastetta R?.

Jaannosvirhe estimoi lineaarisen mallin virhetermien ¢ keskihajontaa. Sitd voi-
daan ajatella mallin yhteensopivuuden puutteen (lack of fit) mittarina: jos mallin
tuottamat ennusteet ovat hyvin lahelld vastemuuttujien todellisia arvoja, jaannos-
virhe on pieni ja voidaan todeta, ettd malli sopii aineistoon hyvin. Jaannosvirhe
lasketaan kaavalla

RSE = \/;Rss - — > (wi—ui),

n—p—1 n—p—lz,:1

jossa RSS on mallin jédnnésnelissumma ([3).

Koska jaannosvirhe riippuu vastemuuttujasta, sen tulkinta ei ole aina yksiselit-
teistd. Selitysaste R? kuvaa mallin selittdmén varianssin osuutta — kuinka suuren
prosenttiosuuden vastemuuttujan vaihtelusta malli pystyy selittimadn. R? saakin ai-
na arvoja nollan ja yhden vililla, eikd se ole riippuvainen vastemuuttujan skaalasta.
Selitysaste R? saadaan kaavalla

g TSS—RSS | RSS_S(n—)
n N2
TSS TSS S (i — 1)

jossa RSS on mallin jadnnosneliosumma , ja T'SS on mallin kokonaisneliosumma.

Selitysaste mittaa mallin yhteensopivuutta (goodness of fit). Kokonaisnelitsum-
ma TSS kuvaa kaikkea vaihtelua yhteensé, jota vastevektorissa y esiintyy. Jaan-
nosneliosumma RSS kuvaa vaihtelua, jota lineaarinen regressiomalli ei ole pystynyt
selittdméin. Kun ndiden kahden luvun vilinen suhde on pieni, ja selitysaste R? saa
siten suuren arvon, voidaan todeta mallin sopivan aineistoon hyvin.



Selitysasteen R? tulkintaa vaikeuttaa se, etté jidnnosnelidsumma RSS pienenee
aina, kun malliin lisdtdan uusia selittavia muuttujia, vaikka kyseiset muuttujat itses-
sdan olisivat vain heikosti yhteydessé vastemuuttujaan. Téstéa syystd mallin muuttu-
jien lisdéntyessi myos R? suurenee aina, vaikka suureneminen olisikin marginaalista.

Korjattu R? ottaa selitysasteen laskennassa huomioon mallin kiyttiméin selitti-
vien muuttujien lukuméirén. Se lasketaan kaavalla

_RSS/(n—p-—-1)

Korjattu R* =1
orjattu R TSS/(n—1)

jossa p on mallin selittdvien muuttujien médrd. Ottamalla muuttujien mééra huo-
mioon selitysastetta laskiessa viltytadn ainakin teoriassa ns. ylimaéraisten muuttu-
jien lisddmiseltd malliin. Kun malliin lisdtdan muuttujia, jotka eivét juurikaan pie-
nennd jadnnosneliosummaa, muuttujien madran p kasvaessa myos RSS/ (n —p — 1)
suurenee, jolloin korjattu R? vuorostaan pienenee.
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3 Regularisointi

Lineaarisen mallin sovittaminen kayttéden pienimman neliosumman menetelméaa an-
taa usein hyvan lahtokohdan vastemuuttujan ja selittdvien muuttujien vélisen suh-
teen selvittdmiselle. Lineaarisen mallintamisen tuloksia voidaan kuitenkin tyypilli-
sesti parantaa kdyttamaélld vaihtoehtoisia sovitusmenetelmié, jotka parantavat en-
nusteiden tarkkuutta ja mallin tulkittavuutta.

PNS-menetelmén tuottamilla estimaateilla on tyypillisesti pieni harha, mutta
varianssi voi olla hyvinkin suuri. Taméa pétee etenkin tilanteissa, joissa havainto-
jen maara n ei ole kovinkaan paljon suurempi kuin mallin muuttujien maéara p. Jos
muuttujia on enemmaén kuin havaintoja, PNS-menetelmaa ei voida edes kayttas, sil-
14 se ei anna téassa tilanteessa yksiselitteisia tuloksia. Ylipadtaan kaikkien saatavilla
olevien selittdvien muuttujien siséllyttdminen regressiomalliin lisdéd malliin turhaa
kompleksisuutta, koska joukossa on luultavasti muuttujia, joilla ei ole suhdetta vas-
temuuttujaan, tai joiden vaikutus vastemuuttujaan on hyvin pieni.

Rajoittamalla estimoitujen regressiokertoimien vaikutusta mallissa, tai jopa jét-
taméalla muuttujia kokonaan pois mallista, mallin varianssi voi pienentya hyvinkin
selkedsti. Vaikka mallin muuttujien vaikutuksen tai niiden kokonaisméaéaran vihen-
tdminen tarkoittaa toki myos mallin harhan lisdéntymista, lopputuloksena on silti
tyypillisesti ennustevirheen pieneneminen, koska mallin varianssi pienenee harhan
kasvamista voimakkaammin.

Puhtaasti pienimmén neliosumman menetelmén tuottamaa mallia kdyttamalla
tormataankin usein ylisovittumisen ongelmaan: sovittamalla aineistoon téysi line-
aarinen malli saadaan testiaineistolla huonompia tuloksia kuin kiyttamalla yksin-
kertaisempaa mallia. On olemassa erilaisia menetelmié, joiden avulla voi sdadella
lineaariseen malliin sisédllytettdvien muuttujien maaraa ja vaikutusta. Témén tyon
mielenkiintona on menetelmét, jotka pyrkivit kutistamaan estimoituja regressioker-
toimia mallin varianssin pienentéamiseksi. Tata kutsutaan regularisoinniksi.

Tamén luku perustuu samoihin tilastollisen oppimisen oppikirjoihin kuin luku [2}
Elements of Statistical Learning |1] ja Introduction to Statistical Learning [2|.

3.1 Kutistavat menetelmat

Kutistavat menetelmét séilyttavit lineaarisessa mallissa kaikki p selittavaa muuttu-
jaa, mutta pyrkivit regularisoimaan niille PNS-menetelméaa kayttamalla estimoituja
kertoimia kutistamalla niitd kohti nollaa. Téméa tapahtuu siten, ettd tavanomaisen
jaannosneliGsumman minimoimisen sijaan regressiokertoimet estimoidaan minimoi-
malla sakotettua jaannodsneliosummaa

n

> <y — By — inj5j> +AS(B) =RSS+AS (B), (4)

=1

jossa AS (B3) on sakkotermi, joka muodostuu sakkofunktiosta S (3) ja sddtoparamet-
rista A > 0. PNS-menetelmén tavoin kutistavat menetelmét pyrkivéit estimoimaan
kertoimet /3, ..., 3, siten, ettd ne sopivat malliin mahdollisimman hyvin minimoi-
malla jadnnosneliosummaa. Tamén lisdksi sakkotermin avulla kertoimet pyritaan
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pitdméaan mahdollisimman ldhella nollaa kayttdmalla sakkofunktiota, joka saa pie-
nen arvon, kun regressiokertoimet ovat pienia. Sakkofunktiona kéytetéaan tyypillisesti
normifunktiota, joka jollain tapaa summaa regressiokertoimia yhteen — kéytannos-
sé sitd voi ajatella esimerkiksi regressiokertoimista muodostuvan vektorin pituutena.
Sadtoparametri A médrittelee, kuinka voimakasta kutistaminen on: mitd suurempi
parametrin arvo on, sitd voimakkaampaa kutistaminen on. Eri A:n arvot tuottavat
eri joukon estimaatteja, minka takia sopivan sdatoparametrin valinta onkin tarkeas.

Parametrin A arvon valintaan voi kiyttaa esimerkiksi K-kertaista ristiinvalidoin-
tia. Aineisto jaetaan pienempiin samankokoisiin osiin, joita on K kappaletta: jokais-
ta osaa kiytetadn kerran validointiaineistona, ja muita K — 1 osaa opetusaineistona.
Muulla aineistolla opetettu malli sovitetaan K :nnenteen osaan, josta lasketaan kes-
kineliGvirhe. Menettely toistetaan K kertaa, joista koostetaan keskiméarainen keski-
neliovirhe. Téma lasketaan kiyttden useita eri mahdollisia sédatoparametrin A arvoja,
joiden keskuudesta valitaan parametrin arvo, jonka tuottama virhe on pienin.

Kutistavia menetelmia kiyttdessd muuttujien havainnot on tapana ensin nor-
malisoida odotusarvolle nolla ja varianssille yksi, koska menetelmien ratkaisut eivét
ole skaalaltaan ekvivariantteja. Toisin sanoen kutistavien menetelmien tuottamat
estimaatit regressiokertoimille voivat muuttua hyvinkin voimakkaasti riippuen selit-
tavien muuttujien skaalasta. Kun muuttujat normalisoidaan, niiden skaala on sama.
Kun muuttujat normalisoidaan, vakiotermi 3y, jonka estimaatti on y = %ZLI Yi,
voidaan jattaa sovituksen ulkopuolelle, silld sen arvoksi tulee nolla.

Sakotetun jadnnosneliosumman ongelma voidaan muotoilla myos tavalla, jos-
ta kdy intuitiivisemmin ilmi sakkotermin luoma rajoite regressiokertoimien koolle:

n n 2
argmin ) (yi —Bo—>_ xijﬁj> ehdolla S (8) < s, (5)
s i=1 j=1

jossa parametri s on jokin vakio, joka tuottaa samat ratkaisut kuin sadtoparametri
A yhtélosséa . Parametri s toimii rajana sille, kuinka suuren arvon sakkofunktio
S (B), jota normifunktiona voi kiytdnnossa ajatella vektorin (5, . . ., Bp)T pituutena,
voi saada. Toisin sanoen kutistavat menetelmét pyrkivit PNS-menetelméin tavoin
loytaméan regressiokertoimet, jotka tuottavat mahdollisimman pienen jadnnosnelio-
summan, mutta niiden yhteispituus ei saa ylittaa asetettua rajaa s.

3.1.1 Harjaregressio

Harjaregressio (ridge regression) on kutistava menetelmé, joka kdyttdd sakote-
tun jadnnosneliGsumman minimoinnissa sakkofunktiona vektorin etdisyytta origosta
mittaavaa l,-normia

18Il =

Kun [5-normin nelidjuuren alla oleva osa sijoitetaan sakotettuun jadnnosneliosum-
maan , harjaregression ratkaisut saadaan minimoimalla

n

n 2 p
Z (yi —Bo— Z xijﬁj) + A Z B (6)
j=1 j=1

=1
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Menetelmassa sakkofunktiona toimii siis kiytdnndssa regressiokertoimien nelididen
summa. Kun A = 0, harjaregression estimaatit vastaavat PNS-menetelmén estimaat-
teja, ja kun A — oo, kertoimet kutistuvat sekéd kohti nollaa ettd myds toisia kertoi-
mia. Yksikdén kerroin ei kuitenkaan kutistu tismalleen nollaksi (paitsi jos A = oo,
jolloin kaikki kertoimet ovat nollia). Harjaregressio séilyttda siis aina mallin kaikki
selittavat muuttujat.

3.1.2 Lasso

Lassoregressio (LASSO; least absolute shrinkage and selection operator) on harja-
regressiota muistuttava kutistava menetelma, jossa kiytetdan ls-normin sijasta ;-
normin

18Ix =

S8 = /11l + . + 15
j=1

mukaista sakkofunktiota jadnnosneliGsumman minimoinnissa (4)):

n

Z (yz — Bo — Z%’jﬁj) + )\Z 1351 (7)

i=1

Lassossa sakkofunktio on siis regressiokertoimien itseisarvojen summa.

Kuten harjaregressiossa, sddtoparametrin A\ suuretessa lassoregressiokertoimet
pienenevét kohti nollaa — erona kuitenkin on, ettd kun A on riittdvan suuri, osa
kertoimista kutistuu lassoregresiossa tismalleen nollaksi. Kéaytdnnossé lassoregressio
siis tekee regularisoinnin lisdksi muuttujavalintaa: se valitsee kaikkien mahdollisten
muuttujien joukosta pienemmén osajoukon muuttujia, jotka pystyvéit edelleen ku-
vaamaan selittdvien muuttujien ja vastemuuttujan valistd suhdetta riittdvan hyvin.

Harjaregression ja lasson geometrinen tulkinta (kuva [2) auttaa ymmértamaén,
miksi lasso voi antaa ratkaisun, jossa osa estimaateista on tismalleen nollia. Sakotet-
tu jadnnosneliosumma voidaan muotoilla vaihtoehtoisesti tavalla, jossa jadnnosnelio-
summa minimoidaan tietylla ehdolla ; harjaregressiossa ehto on 87 + ...+ 5]2 <s
ja lassossa |f1] + ...+ |6,| < s jollain parametrin arvolla s. Kun p = 2, harjaregres-
sion antama mahdollisten ratkaisujen joukko muodostaa ympyran akselien 31 ja o
leikkauskohdan ymparille, ja lasso vastaavasti timantin muotoisen ratkaisujoukon.
Jaannosneliosumma muodostaa pienimmén neliGsumman estimaatin B ympérille el-
lipsin muotoisia tasa-arvokayria, joista jokaisen ellipsin pisteille jadnnosneliosumma
on yhté suuri — mitd kauempana tasa-arvokayra on PNS-estimaatista, sitd suurempi
jaannosnelibsumma on.

Yhtalosta voidaan tulkita, ettd harjaregression ja lasson ratkaisut saadaan
ensimmaisesté pisteestd, jossa jadnnosneliGsumman tasa-arvokayra leikkaa mahdol-
lisen ratkaisujen joukon reunan. Koska lasson mahdollisella ratkaisujoukolla on teré-
vat kulmat akseleilla, leikkauskohta on usein juuri akselien kohdalla, joissa yksi tai
useampi [3; saa arvoksi nollan. Mitd enemman mallissa on muuttujia, sitd enemman
ratkaisujoukossa on terédvid kulmia eli mahdollisuuksia, ettd osa kertoimista saa ar-
voksi nollan. Koska harjaregression ratkaisujoukko on aina pyored, leikkauspiste ei
samalla tavalla osu tyypillisesti juuri akseleille.
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Kuva 2: Kun p = 2, lasso antaa timantin muotoisen (siniselld vasemmalla) ja har-
jaregressio pyoredn ratkaisujoukon (siniselld oikealla). Ratkaisujoukon ja jadnnos-
nelidGsumman tasa-arvokiyrien (punaisella) ensimméinen leikkauspiste antaa mini-
mointiongelman () ratkaisun: B ; merkitsee lasson ratkaisua ja B g harjaregression
ratkaisua. Kuvan piirtdmisessé on kiytetty mallina ldhteiden vastaavia kuvia.

3.2 Menetelmien vertailua

PNS-estimaateilla on usein pieni harha mutta suuri varianssi, jolloin pienikin muu-
tos opetusaineistossa voi johtaa suuriin eroihin estimoiduissa regressiokertoimissa.
Harja- ja lassoregressio ovat néissa tilanteissa tehokas apukeino: kun sdatoparamet-
ri A\ saa tarpeeksi suuria arvoja, mallin joustavuus laskee, jolloin harha toki nousee
hieman, mutta varianssi laskee sitdkin enemman. T&ll6in sekd harhasta etta varians-
sista riippuva testivirhe kaiken kaikkiaan pienenee, ja harja- ja lassoregressiomallin
ennustavuus on PNS-mallia parempi.

Pienimmén nelicsumman menetelmaéd ei voi myoskaan kayttaa, kun muuttujien
méara p on suurempi kuin havaintojen maara n, koska silla ei saada talldin yksise-
litteisté ratkaisua. Harjaregressiota ja lassoa voi kuitenkin soveltaa myos tilanteissa,
joissa p > n.

Vaikka seké harjaregressio ettd lasso yleisesti tuottavat parempia tuloksia kuin
PNS-menetelmé, ne soveltuvat parhaiten hieman erilaisiin tilanteisiin. Harjaregres-
siomalleilla saavutetaan tavanomaisesti hieman parempi ennustetarkkuus kuin las-
solla — toisaalta lassomalli, jossa osa muuttujista ja& kokonaan pois, on yksinker-
taisempi ja siten helpommin tulkittava kuin harjaregressiomalli.

Lasso soveltuukin parhaiten tilanteisiin, joissa vain pieni osa kaikista muuttujis-
ta on todellisesti merkittévid havaintojen taustalla olevan ilmitn selittdmiseen, kos-
ka talloin ns. ylimaéridisten muuttujien pudottaminen pois mallista ei haittaa sen
ennustamiskykyd. Koska harjaregressio kutistaa regressiokertoimia myos kohti toi-
siaan sen lisdksi, ettd ne kutistuvat kohti nollaa, se soveltuu paremmin tilanteisiin,
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joissa suuri osa kaikista muuttujista on merkittavia, ja todelliset regressiokertoimet
olisivat kooltaan samaa luokkaa.

On kuitenkin ldhes mahdotonta tietdd, kuinka suuri osuus aineiston selittavista
muuttujista on yhteydessa vastemuuttujaan ennen mallin sovittamista. Tasté syys-
ta eri mallinnusmenetelmié voi testata aineistoon ennen lopullista mallin sovitusta
kayttamalld esimerkiksi ristiinvalidointia.
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4 Bayesilainen tulkinta

Tyossa esiteltyja tilastollisia menetelmid on tdhdn mennesséa lahestytty klassisen,
frekventistisen tilastotieteen ndkokulmasta. Tutkittavaa populaatiota kuvaava pa-
rametri on tuntematon, mutta vakio — toisin sanoen parametrilla ajatellaan ole-
van jokin tietty todellinen arvo, mutta arvoa ei tiedetd. Koska parametri on jokin
vakio, silla ei voida ajatella olevan todennékéisyysjakaumaa, joka kertoisi, milla to-
dennékoisyydelld parametri saisi mitékin arvoja. Parametrin arvoa pyritdankin siis
estimoimaan kerddmaélla populaatiosta otos, jolle lasketaan tunnusluku, joka vastaa
kiinnostuksen kohteena olevaa koko populaatiota koskevaa parametria. Sen jélkeen,
kun populaatiosta on kerétty (hypoteettisesti) kaikki mahdolliset otokset ja niille on
laskettu otostunnusluvut, ndmé tunnusluvut muodostavat tutkittavalle parametrille
otosjakauman. Otosjakauman perusteella voidaan siten tehdé padtelmia tutkittavan
parametrin todennikoisimmaésti arvosta jollain tietylla luottamustasolla. [3][4]

Bayesilaisessé paattelyssa epavarmuutta tutkittavan parametrin todellisesta ar-
vosta pyritddn kuvaamaan jakaumien avulla. Jos tuntematonta parametria pide-
tadankin vakion sijaan satunnaismuuttujana, sille voidaan maaritelld jokin todenné-
koisyysjakauma jo ennen kuin populaatiosta on kerdtty yhtdkadn havaintoa. Tama
jakauma kuvaa ennakkotietoa parametrin kiayttaytymisestd ja sen mahdollisista ar-
voista. Kun tdhan ennakkotietoon lopulta yhdistetddn kerétyn otoksen tuoma infor-
maatio, niiden yhteisjakaumasta voidaan tehdéa péaéatelmia tutkittavan parametrin
arvosta silla ehdolla, etta on keratty juuri havaittu aineisto. Tutkittavan parametrin
kiyttaytymisesta tehddan siis ennakko-oletuksia, joita ikdén kuin arvioidaan uudel-
leen sen perusteella, mitd kerdtty otos kertoo parametrin mahdollisista arvoista.
Lopulliset paitelmét parametrista tehddadn sekd kerédtyn aineiston tuoman havai-
tun informaation ettd ennakko-oletusten tuoman havaitsemattoman informaation
perusteella. [3][4]

Téassé luvussa kasitellddn lineaarista regressiomallinnusta ja erityisesti sen regu-
larisointia bayesildisestd nakokulmasta.

4.1 Bayesiliinen paattely

Bayesilainen tilastotiede perustuu Bayesin teoreemaan ehdollisista todennékoisyyk-
sistd. Kun merkitdén tapahtumien A ja B todenn#koisyyksid vastaavasti P(A) ja
P(B), tapahtuman B todennikdisyys ehdolla A saadaan kaavalla |3][5]

P(AnB) P(A|B)P(B)

PO == = P

Merkitdan tutkittavaa tuntematonta parametria 6 ja havaintoa g, jotka vastaa-
vasti noudattavat jakaumia p (#) ja p (y). Parametria 6 kuvaavaa ennakkotietoa p (6)
kutsutaan priorijakaumaksi. Otokseen perustuva mallin parametrien uskottavuus-
funktio p (y | €) kuvaa havainnon y otantajakaumaa ehdolla parametrit, ndiden pa-
rametrien funktiona tarkasteltuna. Parametrin 6 todennékoisyytta havainnolla y eh-
dollistettuna kuvaava jakauma saadaan Bayesin teoreemaa soveltamalla:

_p0y) py|0)p(0)
pw'y)_p(y) o ply) ®)
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jossa p (6,y) on f:n ja y:n yhteisjakauma. Parametrista 6 saatua tietoa havainnolla
y ehdollistettuna p (6 | y) kutsutaan posteriorijakaumaksi. [4)

Jakauma p(y) on havaitun otoksen marginaalijakauma. Jos 6 on diskreetti,
py) =Y op @) p(y|0). Jos 6 on jatkuva, p(y) = [p(@)p(y|6)dh. Koska otos
y on kiinted, eikd sen marginaalijakauma riipu parametrista 6, sitd voidaan pitéaa
vakiona [4]. Posteriorijakaumasta (8)) kiytetddnkin usein sen verrannollista muotoa,
josta marginaalijakauma on jatetty pois [3]:

p(0fy)ocplylO)p(®). (9)

4.1.1 Priorijakauman valinta

Priorijakauman valinta on luonteeltaan hyvin subjektiivista. Koska priori valitaan
ennen yhdenkddn havainnon tekemista tutkittavasta populaatiosta ja valinta perus-
tuu pelkastdan ilmiotéa tutkivan henkilon ennakkokésityksiin siitd, mitd mahdollisia
arvoja tuntematon parametri € voi saada, yhden henkilon valitsema priori ei vélt-
taméttd ole sama kuin toisen henkilén valitsema priori [3]. Priorijakauman valinta
onkin kriittisin — ja kritisoidun — osa bayesiléista tilastollista analyysia |5][6]. Saa-
tavilla oleva ennakkotieto tutkittavasta ilmiostd on kiytdnnossd harvoin niin kat-
tavaa, ettd yhden tietyn, parhaiten sopivan priorijakauman valinta usean, ainakin
jossain maéarin sopivalta vaikuttavan jakauman joukosta olisi mahdollista.

Yksi tekniikka priorijakauman valintaan on kayttad konjugaattiprioria. Jos F' on
luokka uskottavuuksia p(y | #), ja P on luokka parametrin 6 priorijakaumia p (6),
niin luokka P on luokan F' konjugaattiperhe, jos p (6 | y) € P kaikille p(y | ) €
Fijap(f) € P [4]. Jos luokaksi P valitaan kaikki mahdolliset jakaumat, se on ai-
na luokan F' konjugaattiperhe. Konjugaattipriorin hyotyihin péadstaan kasiksi, kun
P on luonnollinen konjugaattiperhe. Té&ll6in priorin ja uskottavuuden riippuvuus
parametreista on samanlaista muotoa.

Yksinkertaistettuna konjugaattipriorin kiyttdminen tarkoittaa, etté priorijakau-
maperhe valitaan uskottavuuden eli havaintojen jakauman perusteella. Uskottavuu-
desta riippuen mahdollisia konjugaattiprioreita voi olla useita. Esimerkiksi binomi-
jakauman konjugaattipriori on betajakauma, mutta normaalijakaumalla on useita
eri konjugaattiprioreita. Normaalijakauman konjugaattipriorin voi valita sen perus-
teella, mitkd jakauman parametreista ovat tunnettuja. [4]

Konjugaattipriorin kayttdmiselld on laskennallisia etuja, silld sen seurauksena
posteriorijakaumalla on parametrinen muoto. Konjugaattipriorin kaytto soveltuu
myo0s tilanteisiin, joissa ennakkotietoa on saatavilla vain rajallisesti tai tieto ei ole ko-
vinkaan tdsmallista. Useita yksinkertaisia konjugaattiprioreita voidaan myos kayttaa
muodostamaan monimutkaisempia malleja. Luonnollisia konjugaattiprioreita on kui-
tenkin tyypillisesti vain jakaumilla, jotka kuuluvat eksponentiaaliperheeseen. [4][5]

Jos ennakkotietoa on saatavilla vain hyvin vahén tai ei ollenkaan, priorijakauman
subjektiivinen maérittely voi olla hyvin hankalaa tai jopa mahdotonta. Téllaisissa
tilanteissa priorin vaikutus posteriorijakaumaan halutaan tyypillisesti minimoida, ja
prioriksi voidaan talléin valita epéinformatiivinen priori, joka johdetaan ainoasta
saatavilla olevasta informaatiosta eli otosjakaumasta p (y | 6).

Yksi tapa johtaa epéinformatiivinen priori on kéyttad Jeffreysin prioria [4][5].
Menetelmé perustuu Fisherin informaatioon, joka méaritellian yksiulotteisissa ta-
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pauksissa seuraavasti:

J0) = E o 62

(dlogp(y | 9))2] _ {dﬂogp(y | 9)} |

Jeffreysin prioriksi saadaan téaten
p () o [7(6)]"*.

Priorijakauman perustamisen Fisherin informaatioon on perusteltua, koska Fishe-
rin informaatio on péteva indikaattori sille, kuinka paljon informaatiota havainnot
antavat parametrista . Jeffreysin priorissa ne parametrin 6 arvot, joille J (#) on
suurempi, ovat todennakoisempia. [5|

Jeffreysin priori yleistyy my6s moniulotteisiin tapauksiin: téalloin Fisherin infor-
maatio voidaan esittdd matriisimuodossa [5|

2

d
= —F | —1I

kun § € RY jai,j =1,..., N. Jeffreysin priori on tilldin
p(6) o< [det (J (6))]"2.

Kun parametri § on moniulotteinen, Jeffreysin priorin kiytté voi kuitenkin johtaa
epajohdonmukaisuuksiin ja ristiriitaisiin tuloksiin. Se soveltuukin parhaiten tapauk-
siin, joissa parametri 6 on yksiulotteinen. [4][5]

4.2 MAP-estimointi

Bayesilaisessa padttelyssa ydinajatuksena on tehda paatelmia tuntemattomasta pa-
rametrista 6 kiyttdmalla posteriorijakaumaa p (6 | y), joka sisdltédé kaiken paramet-
rista 6 saatavilla olevan tiedon yhdistdmalld ennakkotiedon parametrista p (6) ha-
vaitun aineiston tuomaan tietoon parametrista p (y | ) [5][6]. Yksi tapa hyodyntéa
posteriorijakaumaa on etsia piste-estimaatti, joka maksimoi posteriorijakauman. T&-
ta estimaattia kutsutaan mazimum a posteriori -estimaatiksi eli MAP-estimaatiksi,
joka vastaa posteriorijakauman moodia [5][7]:

9MAP = arg;naxp(@ | y) = arggnaxp(y | 6)p(0).

MAP-estimointi vastaa periaatteeltaan frekventistisen padttelyn suurimman us-
kottavuuden estimointia, jossa tarkoituksena on 16ytaa estimaatti @, joka maksimoi
havaitun aineiston jakaumasta johdetun uskottavuusfunktion. Luvussa esitel-
ty pienimmén neliosumman menetelmé lineaariselle regressiolle vastaa suurimman
uskottavuuden estimointia, kun virhetermit ovat normaalisti jakautuneita vakiova-
rianssilla. [7]
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4.3 Bayesilidinen lineaarinen regressio ja regularisointi

Bayesilaisessa lineaarisessa regressiossa posteriorijakauma muodostetaan soveltamal-
la uskottavuusfunktiona normaalijakauman N (u, 0?) tiheysfunktiota

1L (y=p\’

2 o ’
jossa p (ja mahdollisesti my6s o) madrdytyy selittdvien muuttujien havainnosta
x = (x1,...,Tp) ja tuntemattomista muuttujista 6. Havaitun aineiston muodosta-
vat havaintomatriisi X = (x3,...,x,) ja vastevektori y = (y1,...,yn). Tuntemat-

tomia parametreja ovat regressiokertoimet Sy, ..., 3,. Kayttdmalld tata notaatiota
posteriorijakaumaksi (9) saadaan [4]

p(B|Xy)xp(y|X,8)p(B).

Oletetaan, ettd vastemuuttujan y ehdollinen odotusarvo selittavilla muuttujilla
X saadaan lineaarisena funktiona selittévistd muuttujista X, eli

E(y; | xi,8) = Bo + B"x;.

Oletetaan lisdksi, ettd virhetermit € ovat normaalijakautuneita keskiarvolla nolla ja
vakiovarianssilla 0, eli € ~ N (0,0?), ja ettd virhetermit ovat toisistaan riippumat-
tomia. Néin ollen havaintojen uskottavuusfunktioksi saadaan |3]

1

p(y|x,0)=

p<y‘X7/B>:Hp<y2’xll77x2p76077ﬁp)
=1

2
1 n
X eXp | —55 (yi —Bo — Z xz‘jﬂj) (10)
—1 j=1

1=

1
= exp (_W RSS) :

Jos posteriorijakauman muodostamisessa halutaan kiyttad konjugaattiprioria,
priorijakauman valinta riippuu siitd, mitkd mallin parametreista ovat tunnettuja.
Jos esimerkiksi mallin varianssi on tunnettu, mutta keskiarvo ei, konjugaattipriori-
na voidaan kayttdad normaalijakaumaa. Jos taas mallin varianssia ei tunneta, mut-
ta keskiarvo tunnetaan, priorina voi kiyttad kdanteistd gammajakaumaa. Jos seka
varianssi ettd keskiarvo ovat tuntemattomia, priorina voidaan kiyttdd normaalia
kddnteistd gammajakaumaa. [8]

Normaalille uskottavuudelle voidaan myo6s johtaa epainformatiivinen priori kiyt-
tamalla Jeffreysin prioria. Jeffreysin priori regressiokertoimille 3y, ..., 3, ja varians-
sille 0% on muotoa [9]

—(p+2)/4
D (,8,02) X (02) .
Bayesildisessa lineaarisessa regressiossa priorijakauman p (3) valinnalla voidaan
vaikuttaa siihen, mité arvoja regressiokertoimet f3i, ..., 3, voivat saada ja milld to-

dennékoisyydelld. Priorijakauman valinnalla voidaan siis tehdd my6s mallin regula-
risointia: valitsemalla priorijakauma(t) siten, etté se on pitkdhantéinen ja saavuttaa
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huippunsa lahelld nollaa, posteriorijakauma muodostetaan silla oletuksella, etté jo-
kainen selittava muuttuja X; ei todennakoisesti ole vaikutukseltaan merkittava. Jos
muuttuja kuitenkin saa nollasta poikkeavan regressiokertoimen, sen vaikutus voi olla
hyvinkin merkittava. [4]

Regularisoivan priorijakauman valinta ei ole yksiselitteistd. Priorijakauman si-
jainti ja skaala vaikuttavat regularisoinnin voimakkuuteen: mitd keskittyneempi
priorijakauma on, sitd enemmén regularisointia se toteuttaa. Myos jakauman ana-
lyyttinen muoto vaikuttaa regularisointiin: esimerkiksi normaalijakauma skaalaa
kaikkia regressiokertoimien estimaatteja kohti priorin keskiarvoa yhtéa voimakkaasti
suhteessa toisiin estimaatteihin, kun taas Laplace-jakauma siirtdéd estimaattien si-
jaintia yhtéa suurella erotuksella. My0s se, kuinka posteriorijakaumaa tulkitaan voi
vaikuttaa regularisointiin — kéiyttamalld tdyden posteriorin sijaan posteriorin moo-

dia tuloksessa on vihemmén varianssia, ja se on siten enemmén regularisoitunut.
4]

4.4 Bayesiliinen harjaregressio ja lasso

Harjaregressiota vastaava bayesildinen menetelméd on muodostaa MAP-estimaatti
siten, ettd regressiokertoimille 3y, ..., 3, valitaan priorijakaumaksi normaalijakau-
ma keskiarvolla nolla ja jollain varianssilla 72, eli 3 ~ N (0,7%) [2]|6]. Kun tdmé&
yhdistetdan uskottavuusfunktioon , posteriorijakaumaksi saadaan

n

B 2
1 1 &
pBIXy)xexp | —5— (yz Bo — Z%@) X exp (‘ﬁ Z@)
j=1

=1

n

2
1 1 &
= eXp 20_2 <yz 60 - sz]ﬁ]> - ﬁ Zﬁjz
j=1

=1

n

2
1 = 0% &
=P 5 E (yi —Bo— E xijﬁj) + o} E e
: i=1 i=1

i=1
1 0% & 9

Tama vastaa harjaregressiota @, jossa sadtoparametrina on A = —2 Priorijakauma
voidaankin kirjoittaa myos muodossa 3 ~ N (0, "—;)

Harjaregression tavoin myos lasso voidaan tulkita bayesilaisittdin méaarittelemal-
14 MAP-estimaatti posteriorijakaumasta, jonka priorijakaumana kaytetdan Laplace-
jakaumaa lokaatiolla nolla ja skaalalla b, eli 3 ~ Laplace(0,b) [2|[4]. Laplace-
jakauman Laplace (u, b) tiheysfunktio on

1 ly — u
bl %.6) = 5 exp (2521,

20




jossa skaalaparametri b > 0. Posteriorijakaumaksi saadaan talloin

n

P(B1X.y) o exp |~y (yl o - Za:m) x exp (—% > w)
j=1

=1

2
1 « 1<
= €Xp 20_2 (yz BO waﬁj> - g Z |ﬁ]|
j=1

=1 j=1

n

2
1 i 20
=P "5 Z <yz‘—50—z$ij5j> + = |5J|
; j=1 Jj=1

=1
1 202 &
= —— | RSS+ — ;
[ wEe)]
joka vastaa lassoregressiota ([7]), jossa saatoparametrina on \ = Prlorljakauma

voidaan talloin kirjoittaa myos ,6 ~ Laplace (O, T)

Kuten luvussa todettiin, harjaregressio kutistaa regressiomallin kertoimia
B1,..., By sekd kohti nollaa ettd toisiaan — yksikddn kerroin ei kuitenkaan esti-
moidu tasan nollaksi, ja harjaregressio siilyttddkin mallissa kaikki mallin selittavéat
muuttujat. Lasso taas todennéakodisesti kutistaa osan kertoimista tismalleen nollaksi,
jolloin osa mallin selittdvistd muuttujista jaa kiytdnnossa kokonaan pois mallista.
Niitd havaintoja tukee myo0s regularisointimenetelmien bayesildinen tulkinta.

Kuvassa [3| on kuvattu nollan ympérille keskitetyt normaalijakauma ja Laplace-
jakauma. Normaalijakauma, jota kiytetddn bayesildisen harjaregression priorina,
saavuttaa huippunsa nollan ymparilla, mutta huippu ei ole kuitenkaan laheskiaan
niin terdva kuin Laplace-jakaumalla, jota kdytetddn bayesildisessd lassossa. Tama
selittdd osaltaan sitd, miksi bayesildinen lasso olettaa herkésti, ettd moni regres-
siokerroin on tismalleen nolla, kun taas harjaregressio olettaa, ettd kertoimet ovat
tasaisesti jakautuneita nollan ympérilla. [2]

N(0,1) Laplace(0,1)

w | w0

o (=]

< | < |

o o

| @

o (=]

o o

o o

S S

o | 2

e \ T f \ \ Rl T \ T \

4 2 0 2 4 -4 2 0 2 4

beta beta

Kuva 3: Vasemmalla normaalijakauma keskiarvolla nolla, oikealla Laplace-jakauma
lokaatiolla nolla.
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5 Soveltava esimerkki

Tassa luvussa sovelletaan tyossa esiteltyja menetelmia esimerkkiaineistoon. Sovel-
luksen tarkoituksena on esitelld tyossé esiteltyjen menetelmien kiyttoda kaytannos-
sd ja vahvistaa tyon keskeinen sisalto: harjaregressio ja lasso tuottavat yleistetta-
vampid ja siten parempia ennusteita verrattuna tédyteen lineaariseen malliin, seka
harjaregression ja lasson tuottamat estimaatit regressiokertoimille vastaavat bayesi-
laisia MAP-estimaatteja, kun niiden johtamisessa kdytetdan normaali- ja Laplace-
prioreita. Soveltava esimerkki toteutettiin R- [10] ja Stan-ohjelmointikielilld [11].

5.1 Aineisto

Tyo6n aineisto koostuu fyysisesti aktiivisten henkiléiden kehonmitoista. Havainto-
ja on yhteensa 507. Henkil6iltd mitattiin yhdeksén eri luuston halkaisijamittaa ja
kaksitoista eri kehonosien ympérysmittaa. Lisédksi aineisto sisdltdéd henkil6iden ién,
painon, pituuden ja sukupuolen — aineistossa on siis yhteensé 25 muuttujaa. Kaikki
muuttujat ovat numeerisia; sukupuolimuuttuja on bindérinen. Aineiston muuttujat
on esitelty tarkemmin taulussa [I} Aineisto koostuu padosassa 20-30-vuotiaista, ja
se kerattiin Yhdysvaltojen Kalifornian osavaltiossa San Josén osavaltionyliopistos-
sa, Yhdysvaltain laivaston tohtorikoulussa seki muutamissa kuntosaleissa. Aineis-
ton tarkoituksena oli tarjota tilastotieteen opiskelijoille aineisto, jota kiayttda data-
analyysin harjoittelussa. Aineisto ei ole satunnainen otos hyvin mééaritellysta popu-
laatiosta, joten sen perusteella ei voida tehda todellisuudessa yleistettavia paatelmia,
mutta se soveltuu kuitenkin erilaisten tilastollisten menetelmien havainnollistami-
seen. Aineisto julkaistiin alun perin osana artikkelia Fxploring Relationships in Body
Dimensions julkaisussa Journal of Statistics Education [12], ja tyossé kédytettiin sen
implementaatiota R-paketissa openintro |13].

Aineistoon sovellettiin tyossé esiteltyja tilastollisia menetelmié siten, ettd muut-
tuja wgt eli henkil6iden paino oli mallien vastemuuttujana ja kaikki loput 24 muut-
tujaa mallien selittdvind muuttujina. Jotta aineistolla saatiin paremmin simuloitua
tilannetta, jossa ylisovittumista voisi tapahtua, aineiston 507 havainnosta valittiin
satunnainen 100 havainnon otos. Eri menetelmien malleja sovitettaessa ja paramet-
reja saddettiessd opetusaineistona kiytettiin 80 %:a havainnoista ja testiaineisto-
na 20 %:a havainnoista. Lopulliset parhaat mallit sovitettiin koko 100 havainnon
otoksella, ja niiden testaamista varten aiemmin kiyttaméattomien 407 havainnon
joukosta otettiin vield téaysin erillinen 50 havainnon satunnaisotos ns. "lopulliseksi”
testiaineistoksi. Opetusaineiston muuttujat normalisoitiin keskiarvolle nolla ja va-
rianssille yksi, ja opetusaineistojen alkuperéistid keskiarvoa ja varianssia kiytettiin
myo0s testiaineistojen normalisointiparametreina.

5.2 Menetelmat

Aineistoon sovellettiin erilaisia regressiomenetelmia kédyttden eri R-pakettien val-
miita implementaatioita. Aineistoon sovitettiin téysi lineaarinen malli kdyttden R:n
natiivia pakettia stats [10]. Frekventistiset harjaregressio- ja lassomallit sovitet-
tiin kiyttden pakettia glmnet [14]. Harjaregressiomalli sovitettiin myos paketilla
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Muuttujan nimi

Selite

bia di
bii di
bit di
che de
che di
elb di
wri_di
kne di
ank di
sho gi
che gi
wai_gi
nav_ gi
hip gi
thi gi
bic_gi
for gi
kne gi
cal gi
ank gi
wri_ gi
age
wgt
hgt

sex

Olkalisékkeiden etdisyys, "hartioiden leveys” (cm)

Suoliluun uloimpien kohtien etéisyys, “lantion leveys” (cm)
Isojen sarvennoisten etéisyys (cm)

Rinnan syvyys selkidrangan ja rintalastan vililld (cm)
Rinnan leveys (cm)

Kyynérpéaiden leveys, molemmat kyynarpaat yhteensd (cm)
Ranteiden leveys, molemmat ranteet yhteensé (cm)

Polvien leveys, molemmat polvet yhteensé (cm)

Nilkkojen leveys, molemmat nilkat yhteensé (cm)
Hartioiden ympérysmitta olkapadlihasten paalta (cm)
Rinnan ympérysmitta (cm)

Vy6taron ympéarysmitta ylavartalon kapeimmasta kohdasta (cm)
Vatsan ympéarysmitta navan kohdalta (cm)

Lantion ympérysmitta isojen sarvennoisten tasolta (cm)
Reiden ympérysmitta, oikean ja vasemman keskiarvo (cm)
Hauiksen ympérysmitta, oikean ja vasemman keskiarvo (cm)
Kyynérvarren ympérysmitta, oikean ja vasemman keskiarvo (cm)
Polven ympérysmitta, oikean ja vasemman keskiarvo (cm)
Sédren ympéarysmitta, oikean ja vasemman keskiarvo (cm)
Nilkan ympérysmitta, oikean ja vasemman keskiarvo (cm)
Ranteen ympérysmitta, oikean ja vasemman keskiarvo (cm)
Iké (a)

Paino (kg)

Pituus (cm)

Sukupuoli (mies = 1, nainen = 0)

Taulukko 1: Aineiston muuttujat ja niiden selitteet.
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MASS |15] ja lassomalli paketilla lars |16]. Bayesildinen analyysi toteutettiin Stan-
ohjelmointikielelld R:n kiyttoliittyméssé kdyttden pakettia rstan [11]. Sovelluksessa
kéytettiin myos satunnaisia apufunktioita paketeista caret [17], miscTools [18] ja
TeachingDemos [19].

Soveltavan esimerkin tavoitteena oli havainnollistaa tyon kahta keskeisté vaitet-
ta: lineaarisen regression regularisointimenetelmét tuottavat parempia ennusteita
kuin ylisovittunut téysi lineaarinen malli, ja harjaregressiota sekd lassoa vastaavat
regressiokertoimet saadaan bayesildisittdin tuotettua MAP-estimoinnilla. Kéaytan-
nosséa tama tarkoitti, etta kaikilla tyossa esitellyilla menetelmilla pyrittiin toteutta-
maan kaksi asiaa: johtaa estimaatit regressiokertoimille ja arvioida estimoidun mallin
ennustevirhe. Tyossa kaytetyt bayesildiset menetelmat riippuvat jossain méarin sa-
tunnaisuudesta — jotta tulokset olivat toistettavissa, menetelmét alustettiin tietylla
siemenluvulla. Yksinkertaisuuden vuoksi kaikki tyossé esitellyt luvut raportoidaan
kolmen desimaalin tarkkuudella.

Paketti glmnet vaikuttaa internetin hakutulosten perusteella hyvin yleiselta ta-
valta sovittaa harjaregressio- ja lassomalleja R-ohjelmointikielelld. Siind ratkaista-
va, minimointiongelma eroaa kuitenkin hieman téssd tyossa esitellystd ongelmas-
ta: jidnnosneliGsumman minimoinnin sijaan glmnet minimoi jaannosnelibsummaa
jaettuna mallin opetuksessa kiytettavin aineiston havaintojen lukumaaralla. Toi-
sin sanoen, jotta glmnet-paketin kayttama sdatoparametri vastaisi téssakin tyossa
kiytettyd harjaregression ja lasson esitystapaa, se pitdé kertoa havaintojen lukumaéa-
ralla. Tamaéan eroavaisuuden huomioimiseksi sovelluksessa kiytetdan glmnet-paketin
sadtoparametrista merkintda \*. Muuten sdatoparametria merkitdan samoin kuten
muussakin tyossa eli A:lla, jolle siis patee A = nA*. Vertailun vuoksi harjaregressio- ja
lassomallit padtettiin sovittaa myos vaihtoehtoisilla paketeilla MASS ja lars, joiden
minimointiongelmat vastaavat tassa tyossa kiytettyé esitystapaa.

Mallien parametrien valinnoissa ja eri mallien ennustevirheiden vertailussa keske-
nadan hyodynnettiin 5-kertaista ristiinvalidointia: aineisto jaettiin satunnaisesti vii-
teen osaan, joita yhtéd kerrallaan kiytettiin mallin testiaineistona ja muita neljia
opetusaineistona. Kaikissa parametrien ja mallien arvioinneissa kaytettiin samoja
aineiston osituksia sekéd harjaregression ja lasson kohdalla samoja mahdollisia sd&-
toparametrin A arvoja: naitd arvoja oli yhteensd 51 vililta [0.001, 100]. Ennustevir-
heen mittana kiytettiin jadnnosvirhehajontaa (RMSE, root mean squared error),
joka lasketaan ottamalla neliojuuri keskineliovirheestd MSE . Jos jaannosvirhe-
hajonta saa arvoksi nolla, mallin tuottamat ennusteet vastaavat taydellisesti uusien
havaintojen todellisia arvoja. Toisin sanoen, mitd ldhempéana jadnnosvirhehajonta
on nollaa, sitd parempia ennusteita malli tuottaa. Ristiinvalidoinnissa eri osituksilla
saaduista jadnnosvirhehajonnoista otettiin lopuksi vield keskiarvo, eli ristiinvalidoin-
tien tuloksena oli kunkin mallin keskimé&éréinen jaadnnosvirhehajonta.

Kun vertailtiin, tuottavatko regularisointimenetelmét parempia ennusteita tay-
teen lineaariseen malliin verrattuna, harjaregression ja lasson arvioinnissa hyédyn-
nettiin sisdkkéistd ristiinvalidointia (nested cross-validation). Sisdkkéinen ristiinvali-
dointi soveltuu tilanteisiin, joissa halutaan valita paras mallinnusmenetelmé sellais-
ten menetelmien joukosta, jotka itsessdan riippuvat myos parhaiden mallin hyperpa-
rametrien valinnasta, kuten harjaregressio ja lasso. Sisékkéisessa ristiinvalidoinnissa
hyodynnetadn kahta sisdkkéista ristiinvalidointisilmukkaa: sisempi silmukka arvioi
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mallia eri hyperparametreilla, ja ulompi silmukka arvioi sisemmén silmukan valitse-
mia malleja. Nain mallien lopullista suoriutumiskykyéa pystytaan arvioimaan taysin
erillisellé testiaineistolla. Jos malleja vertailtaisiin vain yhden ristiinvalidointisilmu-
kan perusteella, samoja testiaineistoja kiytettaisiin sekéd hyperparametrien valitse-
miseen ettd lopullisen ennustevirheen arviointiin, miké voi johtaa ylisovittumiseen
ja todellista positiivisempiin tuloksiin.

Sovelluksessa kdytetiin 5-kertaista ristiinvalidointia seké sisemméssé ettd ulom-
massa silmukassa: 100 havainnon otos jaettiin siis ensin ulommassa silmukassa vii-
teen osaan, joita yhtd kerrallaan kaytettiin ulomman silmukan testiaineistona ja
loppuja neljdd osaa opetusaineistona. Taméa opetusaineisto jaettiin uudestaan si-
semméssa silmukassa viiteen osaan, joista yhtd kdytettiin mallin hyperparametrien
arvioinnin validointiaineistona, ja loppuja neljida osaa opetusaineistona. Sisempi sil-
mukka valitsi siis viisi parasta hyperparametrin arvoa, joilla sovitettuja malleja ar-
vioitiin vield ulommassa silmukassa téysin erilliselld testiaineistolla. Sisdkkéisen ris-
tiinvalidoinnin antama tulos oli ndiden viiden mallin keskimé#rainen ennustevirhe.
Koska tayden lineaarisen mallin sovittaminen ei riipu minkéén hyperparametrin va-
linnasta, sen arvioinnissa kaytettiin vain yhta 5-kertaista ristiinvalidointisilmukkaa.
Siséikkéisella ristiinvalidoinnilla arvioitiin vain frekventististen harjaregressio- ja las-
somenetelmien suoriutumista tayteen lineaariseen malliin verrattuna.

Ennustevirheiden vertailun lisdksi toisena pé#dkohtana sovelluksessa oli ver-
tailla kesken&dn frekventististen regularisointimenetelmien ja bayesildisen MAP-
estimoinnin tuottamia regressiokertoimia — teoriassa molempien lahestymistapo-
jen pitéisi tuottaa samat regressiokertoimet. Vertailua varten sovitettiin koko 100
havainnon otosta hyodyntden sekéd téysi lineaarinen malli ettd eri harjaregressio-
ja lassomallit. Frekventististen mallien sdatoparametrit valittiin jélleen 5-kertaisella
ristiinvalidoinnilla, ja néitd samoja sdatoparametrin arvoja kiytettiin vertailtavien
MAP-estimaattien muodostamisessa. Regressiokertoimien vertailun lisédksi néiden
lopullisten, ns. "parhaiden” mallien ennustevirhettd arvioitiin vield mielenkiinnosta
taysin erilliseen 50 havainnon satunnaisotokseen alkuperiisestd aineistosta.

Bayesilaista analyysia varten muodostettiin sekd harjaregressiota etta lassoa vas-
taavat mallit Stan-ohjelmointikielelld. Mallien kdyttdmien priorijakaumien tarkem-
mat médritelmét on johdettu luvussa[4.4] Harjaregressiota vastaava malli oli muotoa

¢
A~N (O’ \/;> ! (11)
y ~N(XB,0.),

jossa sekd priorijakaumana ettd vastemuuttujan jakaumana on normaalijakauma,
jonka parametreina on keskiarvo ja keskihajonta. Mallissa esiintyva o, on lineaarisen
mallin residuaalien keskihajonta. Lassoa vastaava malli oli muotoa

2 2
B3 ~ Laplace (0, %) ,
y~ N (Xﬁa Ue) )

jossa vastemuuttujan jakaumana on harjaregressiota vastaavasti normaalijakauma,
mutta priorijakaumana on Laplace-jakauma, jonka parametreja ovat lokaatio ja skaa-

(12)
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la. Mallien séddtoparametrit A asetettiin samoiksi, jotka valittiin kunkin frekventis-
tisen mallinnusmenetelman mukaan parhaaksi arvoksi.

Vaikka MAP-estimointi onkin tdmén tyon kontekstissa erityisenéd mielenkiinnon
kohteena, MAP-estimointi yleisesti ei vélttaméattd ole kaikkien luonnollisin tapa
johtaa estimaatteja bayesiléisittdin. Bayesildisempi lahestymistapa olisi estimoida
regressiokertoimet posteriorijakaumasta johdetusta otoksesta joko keskiarvoina tai
mediaaneina. My0s keskiarvot ja mediaanit kutistavat regressiokertoimia kohti nol-
laa, mutta ei kuitenkaan tasan nollaksi, mika vaikuttaa erityisesti lassolla mallinta-
miseen. Posteriorin keskiarvoilla ja mediaaneilla on kuitenkin etuna esimerkiksi se,
ettd niille saadaan johdettua luottovilit, jotka voivat auttaa mahdollisessa muut-
tujanvalinnassa. Sovelluksessa verrataankin siis MAP-estimaatteja viela mielenkiin-
nosta posteriorimediaaneihin, joita on kiytetty erityisesti bayesildisessa lassomallin-
tamisessa my6s muussa kirjallisuudessa. |20]

5.3 Tulokset

5.3.1 Ennustevirheiden vertailu

Aineistoon sovitettiin ensin lineaarinen malli siten, ettd vastemuuttujaa wgt eli hen-
kiloiden painoa pyrittiin selittdméan kaikilla muilla aineiston 24 muuttujalla. Li-
neaarinen malli soveltui aineistoon melko hyvin: sen keskimé#rdinen ennustevirhe
jaannosvirhehajonnalla mitattuna oli 0.200, ja ylipadtdéan mallin ennustevirhe vaih-
teli eri ristiinvalidoinnin kierroksilla vélilld [0.146,0.233]. Vahintdan 90 %:n luot-
tamustasolla tilastollisesti merkitsevid muuttujia malleissa oli osituksesta riippuen
6-10, joista nelja oli merkitseviéd kaikilla osituksilla: wai gi eli vy6taron ympérys-
mitta, hip ¢i eli lantion ympéarysmitta, age eli henkiloiden iké, ja hgt eli henkil6i-
den pituus. Léheskdédn kaikki tdyden lineaarisen mallin muuttujat eivat siis vaikuta
olevan kovinkaan térkeitd mallissa, joten voisi olla perusteltua ajatella, ettd yksin-
kertaistamalla mallia regularisointimenetelmilld voitaisiin saavuttaa vield parempi
ennustetarkkuus.

Aineistoon sovitettiin seuraavaksi harjaregressiomalli glmnet-paketilla ja MASS-
paketilla, ja niiden keskiméaaréistd ennustevirhetta testattiin sisdkkéisella ristiinvali-
doinnilla. Kummallakin menetelmélla keskiméaraiseksi jaannosvirhehajonnaksi saa-
tiin 0.189, eli harjaregressiolla saavutettiin jonkin verran parempi ennustetarkkuus
kuin taydelld lineaarisella mallilla. glmnet-menetelméalld ennustevirhe vaihteli valilla
[0.135,0.223] ja MASS-menetelmélld valilla [0.134, 0.222].

Aineistoon sovitetiin myos lassomalli kahdella eri implementaatiolla: paketeilla
glmnet ja lars. Seka glmnet- etta lars-pakettien mallinnusmenetelmien keskimaarai-
nen ennustevirhe sisdkkaiselld ristiinvalidoinnilla testattuna oli 0.193. Ennustevir-
heet vaihtelivat menetelmilld véleilld [0.136,0.244] (gimnet) ja [0.138,0.242] (lars).
Kaiken kaikkian molemmilla lassomenetelmilla saatiin hieman pienempi ennustevir-
he téyteen lineaariseen malliin verrattuna, mutta ennustevirheet olivat kuitenkin
keskiméadrin huonompia kuin harjaregressiomenetelmilla.

Kaiken kaikkiaan lineaarisen regression tuloksia aineistolla saatiin parannettua,
kun tdyden lineaarisen mallin sijaan kdytettiin harjaregressiota tai lassoa aineiston
mallintamiseen. Parhaat ennustetarkkuudet saatiin harjaregressiomenetelmillé. Erot
keskimadaréisessa ennustevirheessa eivit kuitenkaan olleet suuria, ja joillain ristiin-
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validoinnin kierroksilla taydella lineaarisella mallilla saatiin jopa parempia tuloksia
kuin regularisointimenetelmilld. Tarkemmat ennustevirheet jadnnosvirhehajonnalla
mitattuna on esitelty taulukossa [2

Lineaarinen glmnet- MASS- glmnet- lars-

malli harjaregressio | harjaregressio lasso lasso

k=1 0.195 0.183 0.186 0.200 0.198

k=2 0.212 0.179 0.179 0.174 0.175

k=3 0.146 0.135 0.134 0.136 0.138

k=4 0.204 0.213 0.213 0.192 0.197

k=5 0.233 0.223 0.222 0.244 0.242

Ennuste- 0.200 0.189 0.189 0.193 0.193
virhe

Taulukko 2: Jadnnosvirhehajonnat ristiinvalidoinnin tai sisékkaisen ristiinvalidoin-
nin ulomman silmukan eri kierroksilla k. Viimeisenéd koko arvioinnin lopputulos eli
keskimédrédinen jaannosvirhehajonta.

5.3.2 Regressiokertoimien vertailu

Regressiokertoimien vertailua varten koko 100 havainnon otosta kéytettiin opetta-
maan vertailtavat mallit. Harjaregressiomallien vertailua varten sovitettiin ensin fre-
kventistiset mallit glmnet- ja MASS-paketeilla. Kummankin mallinnusmenetelmén
sdatoparametrin arvo valittiin 5-kertaisella ristiinvalidoinnilla: glmnet-mallin s&a-
toparametriksi valittiin A* = 0.040 (0.03981...) ja MASS-mallin séétoparametriksi
valittiin A = 3.981. Molempien mallien regressiokertoimia estimoitaessa kiytettiin
siis kiytdnnossa samaa sadtoparametria, silld nA* = 100 x 0.03981... = 3.981. Siitéd
huolimatta menetelmét eivit tuottaneet tismalleen samoja regressiokertoimia, vaan
niissé esiintyi pienid, muutaman tuhannesosan suuruisia eroja.

Néitd malleja vastaavat MAP-estimaatit laskettiin kiiyttden harjaregressiota vas-
taavaa Bayes-mallia : estimaatit laskettiin kdyttden sekd havaintojen magralla
skaalattua glmnet-mallin séddtoparametria ja MASS-mallin sdatoparametria sellaise-
naan. Koska sddtoparametrit olivat kiytdnnossd samat, kumpikin MAP-estimointi
tuotti odotetusti kiiytdnnossa samat regressiokertoimet. Ne eivit olleet tismalleen
samat, vaan niissé alkoi nékyd pienia eroavaisuuksia viidennen tai kuudennen mer-
kitsevin numeron kohdalla. Samoilla kahdella Bayes-mallilla johdetut regressioker-
toimet, jotka laskettiin posterioriotoksen mediaaneina, poikkesivat hieman enemmén
kesken#dén, mutta niidenkin kohdalla erot olivat muutaman tuhannesosan kokoluok-
kaa. Kaikki estimoidut regressiokertoimet on esitelty tarkemmin taulukossa [3]

MAP-estimoidut regressiokertoimet harjaregressiolle olivat ldhestulkoon samat,
kuin niitd vastaavat kertoimet frekventistisilld glmnet- ja MASS-malleilla. Niissa
oli jalleen tuhannesosien suuruisia eroja. MASS-mallin kertoimet vaikuttivat ole-
van aavistuksen ldhempand MAP-estimoituja kertoimia glmnet-malliin verrattuna:
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MASS-mallin kertoimien erot MAP-estimaatteihin esiintyivit toisen tai kolman-
nen merkitsevian numeron kohdalla, mutta glmnet-malliin verrattuna eroavaisuuksia
saattoi olla jo ensimmaisen merkitsevin numeron tarkkuudella. Téma péti erityisesti
niihin regressiokertoimiin, jotka kutistuivat kaikkein lahimmaéksi nollaa.

MAP-estimoinnilla saatiin kidytadnnossa siis melkein samat estimaatit regressio-
kertoimille kuin frekventistisilld harjaregressiomenetelmilléd. Pienid eroavaisuuksia
ilmeni myos eri R-paketteihin implementoiduilla harjaregression mallintamismene-
telmilld. Kaikilla menetelmilld — my0s posteriorimediaaneilla — saatiin kuitenkin
lahestulkoon samat estimaatit regressiokertoimille. Mallien ennustetarkkuutta mi-
tattaessa nailla pienilla eroilla regressiokertoimissa ei ollut suurta merkitysta: kun
malleilla ennustettiin taysin uutta 50 havainnon aineistoa, niiden kaikkien ennuste-
virhe oli samaa tasoa, 0.165. Samalla aineistolla opetetun tdyden lineaarisen mallin
ennustevirhe oli aavistuksen suurempi, 0.175.

Harjaregressiomallien tavoin aineistoon sovitettiin myos lassomallit. Lassomal-
lien sddtoparametreiksi saatiin glmnet-paketilla A* = 0.008 (0.00794...) ja lars-
paketilla A = 0.631. Harjaregressiomenetelmistd poiketen mallien valitsemissa s&a-
toparametreissa oli hieman eroavaisuutta. Molemmissa malleissa kutistui tasan nol-
laksi samat kahdeksan selittavaa muuttujaa, ja malliin jiddneiden muuttujien regres-
siokertoimet ovat melko ldhelld toisiaan. Glmnet-lassomallilla saatiin siitd huoli-
matta kuitenkin aavistuksen parempi ennustetarkkuus uudella aineistolla: glmnet-
lassomallin jadnndsvirhehajonta oli 0.170, kun taas lars-mallilla se oli 0.171.

Glmnet- ja lars-malleilla saadut lassomallien regressiokertoimet eroavat kuiten-
kin niitd vastaavilla malleilla saaduista MAP-estimaateista enemmén kuin harja-
regressiomallien kertoimet erosivat niité vastaavista MAP-estimaateista. Taulukosta
nahdaan, etté frekventististen menetelmien ja MAP-estimoinnin tuottamat regres-
siokertoimet ovat karkeasti samaa kokoluokkaa, mutta niissé esiintyy paikoin jopa
sadasosien suuruisia eroja. Suurimmalle osalle muuttujista, jotka jaivat frekventisis-
td malleista kokonaan pois, myos MAP-estimoitu regressiokerroin oli kiytannossa
nolla tai ainakin melko lahelld sitd, mutta joillekin niistéd jai jopa verrattain melko
suuri regressiokerroin. Vaikka regressiokertoimissa olikin eroa, MAP-estimoinnilla
saavutettiin sama ennustetarkkuus kuin niitd vastaavilla frekventistisilld lassomal-
leilla: MAP-estimoinnin ennustevirhe glmnet-mallin sddtoparametrilla oli 0.170 ja
lars-mallin saatoparametrilla 0.171.

My®6s posteriorimediaaneilla saatiin karkeasti samansuuruisia regressiokertoimia
kuin frekventistiselld estimoinnilla ja MAP-estimoinnilla. Erityisesti poikkeavuuksia
oli niiden muuttujien kertoimissa, jotka kutistuivat glmnet- ja lars-malleissa tasan
nollaksi. Posteriorimediaaneilla saavutettiin kuitenkin uudella aineistolla testattu-
na aavistuksen parempi ennustetarkkuus kuin muilla lassomalleilla: glmnet-mallin
sdatoparametrilla ennustevirhe oli 0.167 ja lars-mallin sddtéparametrilla 0.168.
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glmnet: \* = 0.040 MASS: A = 3.981
ropromio | M | neciaan | rogremio | MAP | smecianni
bia_di -0.004 | -0.005 -0.006 -0.005 | -0.005 -0.004
bii _di 0.025 0.025 0.025 0.025 0.025 0.025
bit di -0.010 | -0.010 -0.011 -0.010 | -0.010 -0.011
che de 0.078 0.076 0.076 0.076 0.076 0.076
che di 0.045 0.043 0.043 0.043 0.043 0.042
elb_di -0.014 | -0.014 -0.013 -0.014 | -0.014 -0.013
wri_ di 0.009 0.010 0.010 0.010 0.010 0.010
kne di 0.051 0.052 0.052 0.052 0.052 0.052
ank di 0.017 0.018 0.018 0.018 0.018 0.017
sho gi 0.092 0.095 0.095 0.094 0.095 0.095
che gi 0.085 0.088 0.087 0.087 0.088 0.089
wai_gi 0.223 0.224 0.224 0.223 0.224 0.224
nav_ gi 0.034 0.034 0.034 0.033 0.034 0.033
hip gi 0.173 0.172 0.174 0.172 0.172 0.174
thi gi 0.063 0.062 0.060 0.061 0.062 0.061
bic_gi 0.082 0.082 0.082 0.082 0.082 0.083
for gi 0.102 0.100 0.102 0.100 0.100 0.099
kne gi 0.066 0.066 0.066 0.065 0.066 0.065
cal gi 0.082 0.081 0.082 0.081 0.081 0.081
ank gi -0.016 | -0.015 -0.015 -0.015 | -0.015 -0.015
wri_ gi -0.020 | -0.021 -0.022 -0.021 | -0.021 -0.021
age -0.071 | -0.072 -0.072 -0.072 | -0.072 -0.071
hgt 0.130 0.129 0.130 0.129 0.129 0.129
sex -0.005 | -0.007 -0.007 -0.007 | -0.007 -0.007
e

Taulukko 3: Frekventististen harjaregressiomenetelmien tuottamat kertoimet seka
niitd vastaavat kertoimet bayesildisilla menetelmilld. Ennustevirheen laskennassa
kiytettiin uutta satunnaisotosta alkuperiisestd aineistosta. Vastaava ennustevirhe
taydella lineaarisella mallilla oli 0.175.
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glmnet: \* = 0.008 lars: A = 0.631

Lasso | MAP Postejriori— Lasso | MAP Poste.riori'—
mediaani mediaani
bia_di ) <0.001 -0.007 : -0.003 -0.008
bii di 0.017 | 0.020 0.021 0.018 | 0.022 0.021
bit _di . -0.014 -0.017 . -0.021 -0.022

che_de | 0.065 | 0.069 0.066 | 0.066 | 0.069 0.067
che di | 0.032 | 0.033 0.033 | 0.031 | 0.032 0.031
elb_di .| <0.001| -0.010 .| <0.001| -0.013
wri_di .| <0.001 | 0.005 .| <0001 | 0.005
kne_di | 0.047 | 0.047 0.049 | 0.048 | 0.050 0.050
ank_di | 0.003 | 0.011 0.019 | 0.004 | 0.016 0.024
sho_gi | 0.086 | 0.088 0.090 | 0.086 | 0.096 0.093
che gi | 0.084 | 0.066 0.070 | 0.086 | 0.058 0.064
wai_gi | 0.269 | 0.274 0.274 | 0.270 | 0.282 0.281
nav_gi .| <0.001 | 0.010 .| <0.001| 0.005
hip_gi | 0.181 | 0.203 0.191 | 0.182 | 0.201 0.198
thi_gi | 0.067 | 0.053 0.055 | 0.067 | 0.055 0.051
bic_gi | 0.078 | 0.088 0.078 | 0.079 | 0.092 0.080
for _gi | 0.083 | 0.092 0.109 | 0.080 | 0.088 0.112
kne gi | 0.063 | 0.064 0.064 | 0.063 | 0.065 0.064
cal gi | 0.068 | 0.071 0.072 | 0.068 | 0.070 0.073
ank gi .| -0.006 | -0.011 .| -0.009 | -0.015
wri_ gi .| -0.005 | -0.014 .| -0.006 | -0.016

age | -0.062| -0.073 | -0.076 | -0.066 | -0.076 | -0.079

hgt | 0.123 | 0.130 0.137 | 0.123 | 0.134 0.142

sex C 0011 | -0.015 o 0016 | -0.022
Ennuste- 0.170 0.167 0.171 0.168
virhe

Taulukko 4: Frekventististen lassomenetelmien tuottamat kertoimet seké niitd vas-
taavat kertoimet bayesilaisilld menetelmilla. Merkinta ” . 7 tarkoittaa muuttujaa,
joka kutistui mallista kokonaan pois. Ennustevirheen laskennassa kaytettiin uutta
satunnaisotosta alkuperiisestd aineistosta. Vastaava ennustevirhe téydella lineaari-
sella mallilla oli 0.175.
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5.4 Pohdinta

Tyossa kiytetylld esimerkkiaineistolla pystyttiin ndyttdméan, etta regularisointime-
netelmilla voidaan saavuttaa parempi ennustetarkkuus kuin taydella lineaarisella
mallilla. My6s taysi lineaarinen malli soveltui kdytettyyn aineistoon melko hyvin,
mutta tuloksia saatiin jonkin verran parannettua kaikilla eri regularisointimenetel-
milld. Luvussa[3.2] mainittiin, ettd harjaregressiolla saavutetaan tyypillisesti hieman
parempi ennustetarkkuus kuin lassolla — néin kévi my0s tyon esimerkkiaineiston
tapauksessa.

Kun aineiston perusteella valittujen parhaiden frekventististen mallien tuotta-
mia regressiokertoimia vertailtiin niiden teoreettisiin MAP-estimoituihin vastinei-
siin, harjaregressiomenetelmilld saatiin lahes yhtenevéat tulokset, mutta lassomene-
telmilla eroa oli havaittavissa enemmaén. Seké frekventistiset harjaregressio- ja las-
somallit sovitettiin kahdella eri R-paketin menetelmaéllé, ja mielenkiintoista oli, et-
td myo6s niiden vélilla esiintyi pienié eroja estimoiduissa regressiokertoimissa. Tata
tutkittiin vield lisdé sovittamalla kaikilla tyossa kaytetyillda menetelmilld 51 eri mal-
lia niilla 51:114 eri sdatoparametrin A arvolla, joita kiytettiin sovittamaan eri mallit
my0s aikaisemmin tyossé. Jokaisella eri sddtoparametrin arvolla sovitettujen mallien
regressiokertoimien eroa mitattiin jadnnosvirhehajonnalla, joiden perusteella lasket-
tiin keskimé&ardinen virhe eri mallinnusmenetelmien kertoimien vélilla. Nama tulok-
set on esitelty tarkemmin taulukossa 5]

Tamankin tarkastelun perusteella harjaregressiomalleilla saatiin lahes yhtenevét
tulokset. MAP-estimoitujen mallien ero glmnet- ja MASS-malleihin oli ldhes olema-
tonta, erityisesti MASS-mallien kertoimiin verrattuna. glmnet- ja MASS-pakettien
tuottamien mallien valilla oli keskim&érin jopa enemmén eroa kuin niilld oli MAP-
estimoituihin kertoimiin verrattuna. Harjaregression kertoimet saadaan helposti rat-
kaistua my0s ns. kéisin suorana matriisilaskuna. Namé kertoimet olivat keskiméérin
ldhes tismalleen samat MAP-estimoitujen kertoimien kanssa (RMSE = 0.000012).

Lassomalleilla eri mallien kertoimissa oli kuitenkin enemmén eroavaisuutta. Kai-
ken kaikkiaan jadnnosvirhehajonta, joka oli noin 0.025 kaikkien lassomenetelmien
vélilld ei ole kovinkaan suuri, mutta harjaregressiomenetelmien vélisiin eroihin (noin
0.001) verrattuna se alkaa vaikuttaa merkittavélta.

Erot MAP-estimaattien seké glmnet-, MASS- ja lars- pakettien tuottamien ker-
toimien vélilla johtunevat ainakin osittain niiden mallintamisfunktioihin implemen-
toiduista erilaisista asetuksista: erityisesti glmnet-paketti tarjoaa kayttajilleen hyvin
paljon erilaisia mahdollisuuksia muokata mallintamisfunktiota erilaisilla asetuksilla
ja lisamadreilla. Toisaalta tdmén ansiosta pakettien tarjoamia menetelmia saadaan
sovellettua monenlaisiin eri mallinnustilanteisiin ja malleja pystytdan hienosaéta-
méan monin eri tavoin. Toisaalta eri mahdollisuudet hienosdataa malleja monimut-
kaistavat niiden ytimessé olevaa minimointiongelmaa, jolloin lienee mahdollista, etté
niiden antamat tulokset alkavat poiketa siitd, mitd harjaregressio ja lasso yksinker-
taisimmillaan tuottaisivat.

Erityisesti lasson kohdalla MAP-estimaattien eroa frekventistisesti tuotettuihin
kertoimiin selittdnee myos se, ettd bayesilaisittdin mallin priorijakaumana kaytetaan
Laplace-jakaumaa. Kuten kuvasta [3| ndahdaan, Laplace-jakauma saavuttaa terdvan
piikin jakauman lokaation kohdalla. Tamé tarkoittaa, ettd jakauman tiheysfunktio
ei ole derivoituva jakauman lokaatiossa, miké aiheuttaa epévakautta erityisesti sel-
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laisten regressiokertoimien estimoinnissa, joiden arvo olisi jakauman lokaatiossa tai
ainakin hyvin lahelld sitd. Tyon esimerkkiaineistoa mallintaessakin huomattiin, etta
erityisesti niiden muuttujien kertoimissa, jotka glmnet- ja lars-menetelmilla kutis-
tuivat tasan nollaksi, esiintyi vaihtelevuutta kertoimia MAP-estimoitaessa.

Taulukossa [0] on vield esitelty parhaat mallit, jotka jokainen tyossd kdytetty me-
netelma valitsi koko tyossé kdytetyn 100 havainnon otoksella, ja niiden ennustetark-
kuus uudella, 50 havainnon otoksella. Téta varten myos MAP-estimoinnilla valittiin
5-kertaisella ristiinvalidoinnilla parhaat sdédtoparametrien A arvot harjaregressio- ja
lassomalleille. Kaikki harjaregressiomenetelmét valitsivat parhaaksi sadtoparamet-
rin arvoksi A = 3.981 ja myo6s ennustetarkkuus oli kaikilla malleilla samaa tasoa,
0.165. Kaikki lassomallit valitsivat kuitenkin sdatoparametrin arvoksi eri arvot, ja
myo6s niiden ennustetarkkuuksissa oli eroa: glmnet- ja lars-mallien ennustevirhe oli
noin 0.170, mutta MAP-estimoidulla mallilla saavutettiin sama ennustevirhe kuin
harjaregressiomalleilla eli 0.165. Kaikkien regularisoivien mallien ennustetarkkuus
oli parempi kuin taydella lineaarisella mallilla, jonka ennustevirhe oli 0.175.

Harjaregressio | glmnet vs. MAP | MASS vs. MAP | glmnet vs. MASS
Virhe 0.001 <0.001 0.002
Lasso glmnet vs. MAP | lars vs. MAP glmnet vs. lars
Virhe 0.027 0.021 0.029

Taulukko 5: Erot eri mallinnusmenetelmien tuottamissa regressiokertoimissa jaan-
nosvirhehajonnalla mitattuna. Virheet laskettiin keskiarvona 51:1l4 eri sdatopara-
metrin A arvolla sovitetuista malleista.
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Harjaregressio Lasso

Taysi glmnet MASS MAP glmnet lars MAP

LM | A*=0.040 | A=3.981 | A=3.981 | A*=0.008 | A =0.631 | A =1.995
bia_di | -0.020 -0.004 -0.005 -0.005 <0.001
bii di | 0.029 0.025 0.025 0.025 0.017 0.018 0.016
bit di | -0.044 -0.010 -0.010 -0.010 <0.001
che de | 0.072 0.078 0.076 0.076 0.065 0.066 0.062
che di | 0.034 0.045 0.043 0.043 0.032 0.031 0.029
elb di |-0.038 -0.014 -0.014 -0.014 <0.001
wri_di | 0.006 0.009 0.010 0.010 : . <0.001
kne di | 0.052 0.051 0.052 0.052 0.047 0.048 0.043
ank di | 0.046 0.017 0.018 0.018 0.003 0.004 <0.001
sho gi | 0.110 0.092 0.094 0.095 0.086 0.086 0.075
che gi | 0.031 0.085 0.087 0.088 0.084 0.086 0.119
wal_ gl 0.312 0.223 0.223 0.224 0.269 0.270 0.238
nav_gi | -0.027 0.034 0.033 0.034 0.012
hip gi | 0.238 0.173 0.172 0.172 0.181 0.182 0.184
thi gi | 0.027 0.063 0.061 0.062 0.067 0.067 0.058
bic_gi | 0.101 0.082 0.082 0.082 0.078 0.079 0.067
for gi | 0.162 0.102 0.100 0.100 0.083 0.080 0.089
kne gi | 0.066 0.066 0.065 0.066 0.063 0.063 0.063
cal gi | 0.070 0.082 0.081 0.081 0.068 0.068 0.080
ank gi |-0.025 -0.016 -0.015 -0.015 <0.001
wri_ gi | -0.041 -0.020 -0.021 -0.021 . . <0.001
age -0.089 -0.071 -0.072 -0.072 -0.062 -0.066 -0.057
hgt 0.163 0.130 0.129 0.129 0.123 0.123 0.125
sex -0.061 -0.005 -0.007 -0.007 <0.001
Eiﬁfﬁe 0.175 |  0.165 0.165 0.165 0.170 0.171 0.165

Taulukko 6: Kaikilla menetelmilld (pl. posteriorimediaanit) valitut parhaat mallit ja
.7 tarkoittaa muuttujaa, joka

niiden ennustevirheet uudella aineistolla. Merkinta ”

kutistui mallista kokonaan pois.
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Liite A R-koodi

#########E Kaytetyt paketit #HHHHHHH###H

library (openintro) # Data bdims

library(caret) # Sekalaisia apufunktioita
library(miscTools) # Sekalaisia apufunktioita
library(TeachingDemos) # Sekalaisia apufunktioita
library (glmnet) # Harjaregressio ja lasso

library (MASS) # Harjaregressio

library(lars) # Lasso

library(rstan) # Bayes

########## Datan valmistelu #HHH#H##HHH#H#H

# Alustus

set.seed (NULL)

seed_luku <- char2seed("Emilia", set = FALSE)
set.seed(seed_luku)

# Luetaaan data

set.seed (NULL)

set.seed(seed_luku)

data_i <- sample(nrow(bdims), 100) # Vain 100 havaintoa alkuperaisesta 507:sta
data <- bdims[data_i,]

# Eri menetelmien tarkkuuksien vertailuun ristiinvalidoinnilla tarvitaan foldit,
=5

set.seed (NULL)

set.seed(seed_luku)

k_foldit <- createFolds(data$wgt, k = 5, list = FALSE)

# Lambdat, joilla sovitetaan regularisointimenetelmat
lambdat_kokeiluun <- 10~seq(2, -3, by = -0.1)

# Regressiokertointen vertailuun kaytetaan koko ylla valittua 100 havaintoa
opetusaineistona.

# Vertaillaan nain saatuja malleja viela mielenkiinnosta taysin uuteen otokseen,
= 50.

train <- data

loppu_data <- bdims[-data_i,]

set.seed (NULL)

set.seed(seed_luku)

test <- loppu_datal[sample(nrow(loppu_data), 50),]

# Sarake 23 = wgt, vastemuuttuja
y_train <- train[23]

y_test <- test[23]

X_train <- train[-23]

Xx_test <- test[-23]

# Normalisoidaan

z_parametrit <- preProcess(train)
train_z <- predict(z_parametrit, train)

test_z <- predict(z_parametrit, test)

x_train_z <- train_z[-23]
y_train_z <- train_z[23]

X_test_z <- test_z[-23]
y_test_z <- test_z[23]

y_train_vector <- as.vector(y_train_z$wgt)
#H######### Lineaarinen malli #HH#H####H#H##H

### Ennustevirheiden vertailuun ###
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cv_rmse_1lm <- c()

cv_sigmat_1m <- c()

for (i in 1:5) {
# Data split
opetus <- datal[k_foldit != i
testaus <- datal[k_foldit ==
z_par <- preProcess (opetus)
opetus_z <- predict(z_par, opetus)
testaus_z <- predict(z_par, testaus)

]

,
i,]

# Malli ja ennusteet

malli <- 1lm(wgt ~ ., data = opetus_z)
cv_sigmat_1lm[i] <- summary(malli)$sigma
ennusteet <- predict(malli, newdata = testaus_z)
cv_rmse_1lm[i] <- RMSE(ennusteet, testaus_z$wgt) # sigmat talteen myohempaan
kayttoon
}
# Tulos
cat("LM -- CV RMSE:", sqrt(mean(cv_rmse_1lm~2)))

### Regressiokertoimien vertailuun ###

taysi_lm <- 1lm(wgt ~ .,
data = train_z)
summary (taysi_1lm)

# Residuaalien SD
sigma <- summary(taysi_lm)$sigma

# Ennusteet
lm_ennusteet <- predict(taysi_lm, newdata = test_z)
RMSE (1m_ennusteet, test_z$wgt)

########## Harjaregressio - glmnet #H##HHH#H###HH
### Ennustevirheiden vertailuun ###

nested_cv_rmse_glmnet_ridge <- c()
for (o in 1:5) {
outer_opetus = datalk_foldit != o,]
outer_testaus = datal[k_foldit == o,]
kaikkien_kokeiltavien_lambdojen_rmse <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda <- lambdat_kokeiluun[1]
kokeiltavan_lambdan_rmse <- c()
set.seed (NULL)
set.seed (seed_luku)
inner_foldit <- createFolds(outer_opetus$wgt, k = 5, list = FALSE)
for (i in 1:5) {
# Datan normalisointi
inner _opetus <- outer_opetus[inner_foldit != 1i,]
inner_testaus <- outer_opetus[inner_foldit == i,]
inner_z_par <- preProcess(inner_opetus)
inner _opetus_z <- predict(inner_z_par, inner_opetus)
inner_testaus_z <- predict(inner_z_par, inner_testaus)
inner_x_opetus_z <- as.matrix(inner_opetus_z[-23])
inner_y_opetus_z <- as.matrix(inner_opetus_z[23])
inner_x_testaus_z <- as.matrix(inner_testaus_z[-23])

#Malli kokeiltavalla lambdalla

inner_malli <- glmnet(x = inner_x_opetus_z, y = inner_y_opetus_z,
family = ’gaussian’,
alpha = 0,

intercept = FALSE,
lambda = kokeiltava_lambda)

# Ennusteet kokeiltavalla lambdalla

inner_ennusteet <- predict(inner_malli, s = kokeiltava_lambda, newx = inner_x
_testaus_z)
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kokeiltavan_lambdan_rmse[i] <- RMSE(inner_ennusteet,

}

inner_testaus_z$wgt)

kaikkien_kokeiltavien_lambdojen_rmse[l] <- sqrt(mean(kokeiltavan_lambdan_rmse

~2))
}

# Paras lambda

paras_lambda <- lambdat_kokeiluun[match(min(kaikkien_kokeiltavien_lambdojen_rmse)

, kaikkien_kokeiltavien_lambdojen_rmse)]

# Datan normalisointi

outer_z_par <- preProcess(outer_opetus)

outer_opetus_z <- predict(outer_z_par, outer_opetus)
outer_testaus_z <- predict(outer_z_par, outer_testaus)
outer_x_opetus_z <- as.matrix(outer_opetus_z[-23])
outer_y_opetus_z <- as.matrix(outer_opetus_z[23])
outer_x_testaus_z <- as.matrix(outer_testaus_z[-23])

# Malli parhalla lambdalla

outer_malli <- glmnet(x = outer_x_opetus_z,
family = ’gaussian’,
alpha = 0,
intercept = FALSE,
lambda = paras_lambda)

y =

# Ennusteet parhaalla lambdalla
outer_ennusteet <- predict(outer_malli,
z)

nested_cv_rmse_glmnet_ridge[o] <- RMSE(outer_ennusteet,

s =

}

# Tulos

cat ("GLMNET -RIDGE -- NESTED-CV RMSE:",
### Paras malli regressiokertoimien vertailuun ###

# Valitaan lambda

cv_rmse_glmnet_ridge <- c()

for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda = lambdat_kokeiluun[1l]

kokeiltavan_lambdan_rmse <- c()
for (k in 1:5) {
# Data split
opetus <- datalk_foldit !'= k,]
testaus <- datalk_foldit == k,]

z_par <- preProcess(opetus)
opetus_z <- predict(z_par, opetus)
testaus_z <- predict(z_par, testaus)
x_opetus_z <- as.matrix(opetus_z[-23])
y_opetus_z <- as.matrix(opetus_z[23])
x_testaus_z <- as.matrix(testaus_z[-23])

# Malli kokeiltavalla lambdalla

malli <- glmnet(x = x_opetus_z, y = y_opetus_z,

family = ’gaussian’,

alpha = 0,

intercept = FALSE,

lambda = kokeiltava_lambda)

# Ennusteet
ennusteet <- predict(malli, s =
kokeiltavan_lambdan_rmse[k] <-
}
# Keskimaarainen RMSE kokeiltavalla lambdalla

kokeiltava_lambda,
RMSE (ennusteet ,

paras_lambda,

newx
testaus_z$ugt)

outer_y_opetus_z,

newx =

outer _testaus_z$wgt)

sqrt (mean(nested_cv_rmse_glmnet_ridge~2)) )

= x_testaus_z)

cv_rmse_glmnet _ridge[1l] <- sqrt(mean(kokeiltavan_lambdan_rmse~2))

}

ridge_glmnet_lambda <- lambdat_kokeiluun[match(min(cv_rmse_glmnet_ridge),

glmnet _ridge)]

ridge_glmnet_rmse <- cv_rmse_glmnet_ridge[match(min(cv_rmse_glmnet_ridge),

glmnet_ridge)]

# Tulokset
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cat ("GLMNET -RIDGE -- Paras lambda:", ridge_glmnet_lambda, "-- RMSE:", ridge_glmnet_
rmse)

# Mallin kertoimet ja RMSE parhaalla lambdalla
ridge_glmnet <- glmnet(x = as.matrix(x_train_z),
y = as.matrix(y_train_z),
family = ’gaussian’,
alpha = 0,
intercept = FALSE,
lambda = ridge_glmnet_lambda)

# Kertoimet
coef (ridge_glmnet, s = ridge_glmnet_lambda)

# Ennusteet

ridge_glmnet_ennusteet <- predict(ridge_glmnet, s = ridge_glmnet_lambda, newx = as.
matrix(x_test_z))

RMSE(ridge_glmnet_ennusteet, test_z$wgt)

#########H Harjaregressio - MASS #######H###
### Ennustevirheiden vertailuun ###

nested_cv_rmse_mass_ridge <- c()
for (o in 1:5) {
outer _opetus = datalk_foldit !'= o,]
outer_testaus = datalk_foldit == o,]
kaikkien_kokeiltavien_lambdojen_rmse <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda <- lambdat_kokeiluun[1]
kokeiltavan_lambdan_rmse <- c()
set.seed (NULL)
set.seed(seed_luku)
inner_foldit <- createFolds(outer_opetus$wgt, k = 5, list = FALSE)
for (i in 1:5) {
# Datan normalisointi
inner _opetus <- outer_opetus[inner_foldit != 1i,]
inner_testaus <- outer_opetus[inner_foldit == i,]
inner_z_par <- preProcess(inner_opetus)
inner _opetus_z <- predict(inner_z_par, inner_opetus)
inner_testaus_z <- predict(inner_z_par, inner_testaus)
inner_x_testaus_z <- as.matrix(inner_testaus_z[-23])

#Malli kokeiltavalla lambdalla
inner _malli <- lm.ridge(wgt ~ .,
data = inner_opetus_z,

lambda = kokeiltava_lambda)

# Ennusteet kokeiltavalla lambdalla
inner_ennusteet <- inner_x_testaus_z %*% inner_malli$coef
kokeiltavan_lambdan_rmse[i] <- RMSE(inner_ennusteet, inner_testaus_z$wgt)
}
kaikkien_kokeiltavien_lambdojen_rmse[l] <- sqrt(mean(kokeiltavan_lambdan_rmse
~2))
}
# Paras lambda
paras_lambda <- lambdat_kokeiluun[match(min(kaikkien_kokeiltavien_lambdojen_rmse)
, kaikkien_kokeiltavien_lambdojen_rmse)]

# Datan normalisointi

outer_z_par <- preProcess (outer_opetus)

outer_opetus_z <- predict(outer_z_par, outer_opetus)
outer_testaus_z <- predict(outer_z_par, outer_testaus)
outer_x_testaus_z <- as.matrix(outer_testaus_z[-23])

# Malli parhalla lambdalla

outer_malli <- 1lm.ridge(wgt ~ .,
data = outer_opetus_z,
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lambda = paras_lambda)

# Ennusteet parhaalla lambdalla
outer_ennusteet <- outer_x_testaus_z %*J outer_malli$coef
nested_cv_rmse_mass_ridge[o] <- RMSE(outer_ennusteet, outer_testaus_z$wgt)

}

## Tulos

cat ("MASS-RIDGE -- NESTED-CV RMSE:", sqrt(mean(nested_cv_rmse_mass_ridge~2)) )

### Paras malli regressiokertoimien vertailuun ###

# Valitaan lambda
cv_rmse_mass_ridge <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda = lambdat_kokeiluun[1l]
kokeiltavan_lambdan_rmse <- c()
for (k in 1:5) {
# Data split
opetus <- datalk_foldit !'= k,]
testaus <- datalk_foldit == k,]
z_par <- preProcess (opetus)
opetus_z <- predict(z_par, opetus)
testaus_z <- predict(z_par, testaus)
x_testaus_z <- as.matrix(testaus_z[-23])

# Malli kokeiltavalla lambdalla
malli <- lm.ridge(wgt ~ .,
data = opetus_z,
lambda = kokeiltava_lambda)

# Ennusteet

ennusteet <- x_testaus_z %*J malli$coef

kokeiltavan_lambdan_rmse[k] <- RMSE(ennusteet, testaus_z$wgt)
}
# Keskimaarainen RMSE kokeiltavalla lambdalla
cv_rmse_mass_ridge[1l] <- sqrt(mean(kokeiltavan_lambdan_rmse~2))

}

ridge _mass_lambda <- lambdat_kokeiluun[match(min(cv_rmse_mass_ridge), cv_rmse_mass_
ridge)]

ridge_mass_rmse <- cv_rmse_mass_ridge[match(min(cv_rmse_mass_ridge), cv_rmse_mass_
ridge)]

# Tulokset
cat ("MASS-RIDGE -- Paras lambda:", ridge_mass_lambda, "-- RMSE:", ridge_mass_rmse)

# Mallin kertoimet ja RMSE parhaalla lambdalla

ridge_mass <- lm.ridge (wgt ., data = train_z, lambda = ridge_mass_lambda)

# Kertoimet
ridge_mass$coef

# Ennusteet
ridge_mass_ennusteet <- as.matrix(x_test_z) %*) ridge_mass$coef
RMSE(ridge_mass_ennusteet, test_z$wgt)

#######H##HE Lasso - glmnet #HHHH#H#H#H#A#H
### Ennustevirheiden vertailuun ###

nested_cv_rmse_glmnet_lasso <- c()
for (o in 1:5) {
outer _opetus = datalk_foldit !'= o,]
outer_testaus = datalk_foldit == o,]
kaikkien_kokeiltavien_lambdojen_rmse <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda <- lambdat_kokeiluun[1]
kokeiltavan_lambdan_rmse <- c()
set.seed (NULL)
set.seed(seed_luku)
inner_foldit <- createFolds(outer_opetus$wgt, k = 5, list = FALSE)
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for (i in 1:5) {

# Datan normalisointi

inner_opetus <- outer_opetus[inner_foldit != i,]
inner _testaus <- outer_opetus[inner_foldit == i,]
inner_z_par <- preProcess(inner_opetus)
inner_opetus_z <- predict(inner_z_par,
inner_testaus_z <- predict(inner_z_par,
inner _x_opetus_z <- as.matrix(inner_opetus_z[-23])
inner_y_opetus_z <- as.matrix(inner_opetus_z[23])
inner_x_testaus_z <- as.matrix(inner_testaus_z[-23])

inner_opetus)

#Malli kokeiltavalla lambdalla

inner_malli <- glmnet(x = inner_x_opetus_z, y =

family = ’gaussian’,

alpha = 1,

intercept = FALSE,

lambda = kokeiltava_lambda)

# Ennusteet kokeiltavalla lambdalla

inner _ennusteet <- predict(inner_malli, s =
_testaus_z)

kokeiltavan_lambdan_rmse[i] <- RMSE(inner_ennusteet,

}

kokeiltava_lambda,

inner_testaus)

inner_y_opetus_z,

newx = inner_x

inner_testaus_z$wgt)

kaikkien_kokeiltavien_lambdojen_rmse[l] <- sqrt(mean(kokeiltavan_lambdan_rmse

~2))
}

# Paras lambda

paras_lambda <- lambdat_kokeiluun[match(min(kaikkien_kokeiltavien_lambdojen_rmse)

, kaikkien_kokeiltavien_lambdojen_rmse)]

# Datan normalisointi

outer_z_par <- preProcess (outer_opetus)

outer_opetus_z <- predict(outer_z_par, outer_opetus)
outer _testaus_z <- predict(outer_z_par, outer_testaus)
outer_x_opetus_z <- as.matrix(outer_opetus_z[-23])
outer_y_opetus_z <- as.matrix(outer_opetus_z[23])
outer_x_testaus_z <- as.matrix(outer_testaus_z[-23])

# Malli parhalla lambdalla

outer_malli <- glmnet(x = outer_x_opetus_z, y =

family = ’gaussian’,
alpha = 1,

intercept = FALSE,
lambda = paras_lambda)

# Ennusteet parhaalla lambdalla
outer_ennusteet <- predict(outer_malli, s
z)
nested_cv_rmse_glmnet_lasso[o] <- RMSE(outer_ennusteet,
}
# Tulos
cat ("GLMNET -LASSO -- NESTED-CV RMSE:",
### Paras malli regressiokertoimien vertailuun ###

cv_rmse_glmnet_lasso <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda = lambdat_kokeiluun[1]

kokeiltavan_lambdan_rmse <- c()
for (k in 1:5) {
# Data split
opetus <- datalk_foldit != k,]
testaus <- datalk_foldit == k,]

z_par <- preProcess (opetus)
opetus_z <- predict(z_par, opetus)
testaus_z <- predict(z_par, testaus)
x_opetus_z <- as.matrix(opetus_z[-23])
y_opetus_z <- as.matrix(opetus_z[23])
X_testaus_z <- as.matrix(testaus_z[-23])
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# Malli kokeiltavalla lambdalla

malli <- glmnet(x = x_opetus_z, y = y_opetus_z,
family = ’gaussian’,
alpha = 1,

intercept = FALSE,
lambda = kokeiltava_lambda)

# Ennusteet
ennusteet <- predict(malli, s = kokeiltava_lambda, newx = x_testaus_z)
kokeiltavan_lambdan_rmse[k] <- RMSE(ennusteet, testaus_z$wgt)
}
# Keskimaarainen RMSE kokeiltavalla lambdalla
cv_rmse_glmnet_lasso[1l] <- sqrt(mean(kokeiltavan_lambdan_rmse~2))
}
lasso_glmnet_lambda <- lambdat_kokeiluun[match(min(cv_rmse_glmnet_lasso), cv_rmse_
glmnet_lasso)]
lasso_glmnet_rmse <- cv_rmse_glmnet_lasso[match(min(cv_rmse_glmnet_lasso), cv_rmse_
glmnet_lasso)]

# Tulokset

cat ("GLMNET -lasso -- Paras lambda:", lasso_glmnet_lambda, "-- RMSE:", lasso_glmnet_
rmse)

# Mallin kertoimet ja RMSE parhaalla lambdalla
lasso_glmnet <- glmnet(x = as.matrix(x_train_z),
y = as.matrix(y_train_z),
family = ’gaussian’,
alpha =1,
intercept = FALSE,
lambda = lasso_glmnet_lambda)

# Kertoimet
coef (lasso_glmnet, s

lasso_glmnet_lambda)

# Ennusteet

lasso_glmnet_ennusteet <- predict(lasso_glmnet, s = lasso_glmnet_lambda, newx = as.
matrix(x_test_z))

RMSE(lasso_glmnet_ennusteet, test_z$wgt)

########## Lasso - lars #HH#H#####H#H#H
### Ennustevirheiden vertailuun ###

nested_cv_rmse_lars_lasso <- c()
for (o in 1:5) {
outer _opetus = datalk_foldit !'= o,]
outer_testaus = datalk_foldit == o,]
kaikkien_kokeiltavien_lambdojen_rmse <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda <- lambdat_kokeiluun[1]
kokeiltavan_lambdan_rmse <- c()
set.seed (NULL)
set.seed (seed_luku)
inner_foldit <- createFolds(outer_opetus$wgt, k = 5, list = FALSE)
for (i in 1:5) {
# Datan normalisointi
inner_opetus <- outer_opetus[inner_foldit != i,]
inner_testaus <- outer_opetus[inner_foldit == i,]
inner_z_par <- preProcess(inner_opetus)
inner_opetus_z <- predict(inner_z_par, inner_opetus)
inner_testaus_z <- predict(inner_z_par, inner_testaus)
inner_x_opetus_z <- as.matrix(inner_opetus_z[-23])
inner _y_opetus_z <- as.matrix(inner_opetus_z[23])
inner _x_testaus_z <- as.matrix(inner_testaus_z[-23])

# Malli

inner_malli <- lars(x = inner_x_opetus_z, y = inner_y_opetus_z,
type = "lasso",
normalize = FALSE,
intercept = FALSE)
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# Ennusteet kokeiltavalla lambdalla
inner_ennusteet <- predict.lars(inner_malli, newx = inner_x_testaus_z, s =
kokeiltava_lambda, type = "fit", mode = "lambda")
kokeiltavan_lambdan_rmse[i] <- RMSE(inner_ennusteet$fit, inner_testaus_z$ugt)
}
kaikkien_kokeiltavien_lambdojen_rmse[l] <- sqrt(mean(kokeiltavan_lambdan_rmse
~2))
}
# Paras lambda
paras_lambda <- lambdat_kokeiluun[match(min(kaikkien_kokeiltavien_lambdojen_rmse)
, kaikkien_kokeiltavien_lambdojen_rmse)]

# Datan normalisointi

outer_z_par <- preProcess(outer_opetus)

outer_opetus_z <- predict(outer_z_par, outer_opetus)
outer_testaus_z <- predict(outer_z_par, outer_testaus)
outer_x_opetus_z <- as.matrix(outer_opetus_z[-23])
outer_y_opetus_z <- as.matrix(outer_opetus_z[23])
outer_x_testaus_z <- as.matrix(outer_testaus_z[-23])

# Malli

outer_malli <- lars(x = outer_x_opetus_z, y = outer_y_opetus_z,
type = "lasso",
normalize = FALSE,
intercept = FALSE)

# Ennusteet parhaalla lambdalla

outer_ennusteet <- predict.lars(outer_malli, newx = outer_x_testaus_z, s = paras_
lambda, type = "fit", mode = "lambda")
nested_cv_rmse_lars_lasso[o] <- RMSE(outer_ennusteet$fit, outer_testaus_z$wgt)
}
# Tulos
cat ("LARS-LASSO -- NESTED-CV RMSE:", sqrt(mean(nested_cv_rmse_lars_lasso~2)))

### Paras malli regressiokertoimien vertailuun ###

cv_rmse_lars_lasso <- c()
for (1 in 1:length(lambdat_kokeiluun)) {

}

kokeiltava_lambda = lambdat_kokeiluun[1]

kokeiltavan_lambdan_rmse <- c()

for (k in 1:5) {
# Data split
opetus <- datalk_foldit != k,]
testaus <- datalk_foldit == k,]
z_par <- preProcess (opetus)
opetus_z <- predict(z_par, opetus)
testaus_z <- predict(z_par, testaus)
x_opetus_z <- as.matrix(opetus_z[-23])
y_opetus_z <- as.matrix(opetus_z[23])
X_testaus_z <- as.matrix(testaus_z[-23])

# Malli

malli <- lars(x = x_opetus_z, y = y_opetus_z,
type = "lasso",
normalize = FALSE,
intercept = FALSE)

# Ennusteet kokeiltavalla lambdalla
ennusteet <- predict.lars(malli, newx = x_testaus_z, s = kokeiltava_lambda,
type = "fit", mode = "lambda")
kokeiltavan_lambdan_rmse[k] <- RMSE(ennusteet$fit, testaus_z$wgt)
}
# Keskimaarainen RMSE kokeiltavalla lambdalla
cv_rmse_lars_lasso[l] <- sqrt(mean(kokeiltavan_lambdan_rmse~2))

lasso_lars_lambda <- lambdat_kokeiluun[match(min(cv_rmse_lars_lasso), cv_rmse_lars_

lasso)]

lasso_lars_rmse <- cv_rmse_lars_lasso[match(min(cv_rmse_lars_lasso), cv_rmse_lars_

lasso)]
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# Tulokset
cat ("LARS-lasso -- Paras lambda:", lasso_lars_lambda, "-- RMSE:", lasso_lars_rmse)

# Mallin kertoimet ja RMSE parhaalla lambdalla

lasso_lars <- lars(x = as.matrix(x_train_z),
y = as.matrix(y_train_z),
type = "lasso",

normalize = FALSE,
intercept = FALSE)

# Kertoimet parhaalla lambdalla
predict.lars(lasso_lars, type = "coefficients", mode = "lambda", s = lasso_lars_
lambda)$coefficients

# Ennusteet

lasso_lars_ennusteet <- predict.lars(lasso_lars, newx = x_test_z, s = lasso_lars_
lambda, type = "fit", mode = "lambda")

RMSE(lasso_lars_ennusteet$fit, test_z$wgt)

########## MAP - Harjaregressio: glmnet-lambda ##########

# Ridgemalli STAN-tiedostosta
ridge_stan <- stan_model(file = ’ridge_stan.stan’)

### Regressiokertoimien vertailuun ###
set.seed (NULL)

set.seed(seed_luku)
ridge_map_glmnet <- optimizing(ridge_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = nrow(as.matrix(x_train_z)) *
ridge_glmnet_lambda,
sigma_e = sigma)

# Kertoimet
ridge_map_glmnet$par

# Ennusteet

ridge_map_glmnet_ennusteet <- as.matrix(x_test_z) %*), ridge_map_glmnet$par
RMSE(ridge_map_glmnet_ennusteet, test_z$wgt)

#H######### MAP - Harjaregressio: MASS-lambda #####H#####

### Regressiokertoimien vertailuun ###

set.seed (NULL)

set.seed(seed_luku)
ridge_map_mass <- optimizing(ridge_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = ridge_mass_lambda,
sigma_e = sigma)

# Kertoimet
ridge _map_mass$par

# Ennusteet
ridge _map_mass_ennusteet <- as.matrix(x_test_z) %*J), ridge_map_mass$par

RMSE(ridge _map_mass_ennusteet, test_z$wgt)

#H######### MAP - Harjaregressio: oma lambda ##########
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### Paras malli regressiokertoimien vertailuun ###

cv_rmse_map_ridge <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda = lambdat_kokeiluun[1]
kokeiltavan_lambdan_rmse <- c()
for (i in 1:5) {
# Data split
opetus <- datal[k_foldit != i,]
testaus <- datalk_foldit == i,]
z_par <- preProcess (opetus)
opetus_z <- predict(z_par, opetus)
testaus_z <- predict(z_par, testaus)
x_opetus_z <- as.matrix(opetus_z[-23])
y_opetus_z <- as.vector (opetus_z$wgt)
x_testaus_z <- as.matrix(testaus_z[-23])

# Malli

set.seed (NULL)

set.seed(seed_luku)

optimointi <- optimizing(ridge_stan,

data = list(x_train = x_opetus_z,
n = nrow(x_opetus_z),
p = ncol(x_opetus_z),
y_train = y_opetus_z,
lambda = kokeiltava_lambda,
sigma_e = cv_sigmat_1m[i])

# Ennusteet

ennusteet <- x_testaus_z %*’ optimointi$par

kokeiltavan_lambdan_rmse[i] <- RMSE(ennusteet, testaus_z$wgt)
}
# Keskimaarainen RMSE kokeiltavalla lambdalla
cv_rmse_map_ridge[1l] <- sqrt(mean(kokeiltavan_lambdan_rmse~2))

}

ridge_map_lambda <- lambdat_kokeiluun[match(min(cv_rmse_map_ridge), cv_rmse_map_
ridge)]

ridge_map_rmse <- cv_rmse_map_ridge[match(min(cv_rmse_map_ridge), cv_rmse_map_ridge
)]

# Tulokset
cat ("MAP-RIDGE -- Lambda", ridge_map_lambda, "-- RMSE:", ridge_map_rmse)

# Mallin kertoimet ja RMSE parhaalla lambdalla
set.seed (NULL)

set.seed (seed_luku)

ridge_map <- optimizing(ridge_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = ridge_map_lambda,
sigma_e = sigma)

# Kertoimet
ridge_map$par

# Ennusteet
ridge _map_ennusteet <- as.matrix(x_test_z) %x*} ridge_map$par
RMSE(ridge_map_ennusteet, test_z$wgt)

HH######### MAP - Lasso: glmnet-lambda ##########

# Lassomalli STAN-tiedostosta
lasso_stan <- stan_model(file = ’lasso_stan.stan’)

### Regressiokertoimien vertailuun ###
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set.seed (NULL)
set.seed(seed_luku)
lasso_map_glmnet <- optimizing(lasso_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = nrow(as.matrix(x_train_z)) =*
lasso_glmnet_lambda,
sigma_e = sigma)

# Kertoimet
lasso_map_glmnet$par

# Ennusteet
lasso_map_glmnet_ennusteet <- as.matrix(x_test_z) %*J lasso_map_glmnet$par
RMSE (lasso_map_glmnet_ennusteet, test_z$wgt)

##########E MAP - Lasso: lars-lambda ##########
### Regressiokertoimien vertailuun ###
set.seed (NULL)

set.seed(seed_luku)
lasso_map_lars <- optimizing(lasso_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = lasso_lars_lambda,
sigma_e = sigma)

# Kertoimet
lasso_map_lars$par

# Ennusteet
lasso_map_lars_ennusteet <- as.matrix(x_test_z) %*% lasso_map_lars$par
RMSE(lasso_map_lars_ennusteet, test_z$wgt)

########## MAP - Lasso: oma lambda ##########
### Paras malli regressiokertoimien vertailuun ###

cv_rmse_map_lasso <- c()
for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda = lambdat_kokeiluun[1]
kokeiltavan_lambdan_rmse <- c()
for (i in 1:5) {
# Data split
opetus <- datal[k_foldit != i
testaus <- datalk_foldit ==
z_par <- preProcess (opetus)
opetus_z <- predict(z_par, opetus)
testaus_z <- predict(z_par, testaus)
x_opetus_z <- as.matrix(opetus_z[-23])
y_opetus_z <- as.vector (opetus_z$wgt)
X_testaus_z <- as.matrix(testaus_z[-23])

]

>
i,]

# Malli

set.seed (NULL)

set.seed(seed_luku)

optimointi <- optimizing(lasso_stan,

data = list(x_train = x_opetus_z,
n = nrow(x_opetus_z),
p = ncol(x_opetus_z),
y_train = y_opetus_z,
lambda = kokeiltava_lambda,
sigma_e = cv_sigmat_1lm[i])
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# Ennusteet

ennusteet <- x_testaus_z %*J optimointi$par

kokeiltavan_lambdan_rmse[i] <- RMSE(ennusteet, testaus_z$ugt)
}
# Keskimaarainen RMSE kokeiltavalla lambdalla
cv_rmse_map_lasso[l] <- sqrt(mean(kokeiltavan_lambdan_rmse~2))

}

lasso_map_lambda <- lambdat_kokeiluun[match(min(cv_rmse_map_lasso), cv_rmse_map._
lasso)]

lasso_map_rmse <- cv_rmse_map_lasso[match(min(cv_rmse_map_lasso), cv_rmse_map_lasso
)]

# Tulokset
cat ("MAP-LASSO -- Lambda", lasso_map_lambda, "-- RMSE:", lasso_map_rmse)

# Mallin kertoimet ja RMSE parhaalla lambdalla
set.seed (NULL)

set.seed(seed_luku)

lasso_map <- optimizing(lasso_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = lasso_map_lambda,
sigma_e = sigma)

# Kertoimet
lasso_map$par

# Ennusteet

lasso_map_ennusteet <- as.matrix(x_test_z) %*% lasso_map$par
RMSE(lasso_map_ennusteet, test_z$wgt)

########## Otosmediaanit - harjaregressio: glmnet-lambda #######H#H##
### Regressiokertoimien vertailuun ###

set.seed (NULL)

set.seed(seed_luku)
ridge_sample_glmnet <- sampling(ridge_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = ridge_glmnet_lambda * nrow(x_
train_z),
sigma_e = sigma))

# Otos ja kertoimet
ridge_sample_glmnet_otos <- rstan::extract(ridge_sample_glmnet)
colMedians (ridge_sample_glmnet_otos$beta)

# Ennusteet

ridge_sample_glmnet_ennusteet <- as.matrix(x_test_z) %*% colMedians(ridge_sample_
glmnet_otos$beta)

RMSE(ridge_sample_glmnet_ennusteet, test_z$wgt)

########## Otosmediaanit - harjaregressio: mass-lambda #######H###
### Regressiokertoimien vertailuun ###
set.seed (NULL)

set.seed(seed_luku)
ridge_sample_mass <- sampling(ridge_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
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y_train = y_train_vector,
lambda = ridge_mass_lambda,
sigma_e = sigma))

# Otos ja kertoimet
ridge_sample_mass_otos <- rstan::extract(ridge_sample_mass)
colMedians (ridge_sample_mass_otos$beta)

# Ennusteet

ridge_sample_mass_ennusteet <- as.matrix(x_test_z) %*% colMedians(ridge_sample_mass
_otos$beta)

RMSE(ridge_sample_mass_ennusteet, test_z$wgt)

########## Otosmediaanit - lasso: glmnet-lambda #####H#H####
### Regressiokertoimien vertailuun ###
set.seed (NULL)

set.seed (seed_luku)
lasso_sample_glmnet <- sampling(lasso_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = nrow(as.matrix(x_train_z)) *
lasso_glmnet _lambda,
sigma_e = sigma))

# Otos ja kertoimet
lasso_sample_glmnet_otos <- rstan::extract(lasso_sample_glmnet)
colMedians (lasso_sample_glmnet_otos$beta)

# Ennusteet

lasso_sample_glmnet_ennusteet <- as.matrix(x_test_z) %*% colMedians(lasso_sample_
glmnet_otos$beta)
RMSE(lasso_sample_glmnet_ennusteet, test_z$wgt)

########## Otosmediaanit - lasso: lars-lambda ##########
### Regressiokertoimien vertailuun ###
set.seed (NULL)

set.seed(seed_luku)
lasso_sample_lars <- sampling(lasso_stan,

data = list(x_train = as.matrix(x_train_z),
n = nrow(as.matrix(x_train_z)),
p = ncol(as.matrix(x_train_z)),
y_train = y_train_vector,
lambda = lasso_lars_lambda,
sigma_e = sigma))

# Otos ja kertoimet
lasso_sample_lars_otos <- rstan::extract(lasso_sample_lars)
colMedians (lasso_sample_lars_otos$beta)

# Ennusteet

lasso_sample_lars_ennusteet <- as.matrix(x_test_z) %*% colMedians(lasso_sample_lars
_otos$beta)

RMSE (lasso_sample_lars_ennusteet, test_z$wgt)

######H#H#H#H Regressiokertoimien vertailu kaikilla lambdoilla ##########
# Harjaregressio

ridge_virhe_map_vs_glmnet <- c()
ridge_virhe_map_vs_mass <- c()
ridge_virhe_glmnet_vs_mass <- c()
ridge_virhe_kasin_vs_glmnet <- c()
ridge_virhe_kasin_vs_mass <- c()
ridge_virhe_kasin_vs_map <- c()
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for (1 in 1:length(lambdat_kokeiluun)) {
kokeiltava_lambda <- lambdat_kokeiluun[1l]

# Mallil

set.seed (NULL)
set.seed(seed_luku)

map <- optimizing(ridge_stan,

data = list(x_train = x_train_z,
n = nrow(x_train_z),
p = ncol(x_train_z),
y_train = y_train_vector,
lambda = kokeiltava_lambda,
sigma_e = sigma)
)
# Malli2
frekl <- glmnet(x = as.matrix(x_train_z),
y = as.matrix(y_train_z),
family = ’gaussian’,
alpha = 0,
intercept = FALSE,
lambda = kokeiltava_lambda / nrow(x_train_z))

# Malli3d <-
frek2 <- 1lm.ridge(wgt ~ .,
data = train_z,
lambda = kokeiltava_lambda)

# Kasin ratkaistu ridge

kasin <- solve(t(as.matrix(x_train_z)) %x*’ as.matrix(x_train_z) + kokeiltava_
lambda * diag(ncol(as.matrix(x_train_z)))) %*% t(as.matrix(x_train_z)) %*% as.
matrix(y_train_z)

# Virhe

ridge_virhe_map_vs_glmnet [1] <- RMSE(as.matrix(freki$beta), as.matrix(map$par) )

ridge_virhe_map_vs_mass[1l] <- RMSE( as.matrix(frek2$coef), as.matrix(map$par) )

ridge_virhe_glmnet_vs_mass[1] <- RMSE( as.matrix(frek2$coef), as.matrix(frekl$
beta) )

ridge_virhe_kasin_vs_glmnet[1] <- RMSE(as.matrix(kasin), as.matrix(freki$beta))
ridge_virhe_kasin_vs_mass[1l] <- RMSE(as.matrix(kasin), as.matrix(frek2$coef))
ridge_virhe_kasin_vs_map[1l] <- RMSE(as.matrix(kasin), as.matrix(map$par))

}

sqrt (mean(ridge_virhe_map_vs_glmnet~2))
sqrt (mean(ridge_virhe_map_vs_mass~2))
sqrt (mean(ridge_virhe_glmnet_vs_mass~2))
sqrt (mean(ridge_virhe_kasin_vs_glmnet~2))
sqrt (mean(ridge_virhe_kasin_vs_mass~2))
sqrt (mean(ridge_virhe_kasin_vs_map~2))

# Lasso

lasso_virhe_map_vs_glmnet <- c()
lasso_virhe_map_vs_lars <- c()
lasso_virhe_glmnet_vs_lars <- c()

for (1 in 1:length(lambdat_kokeiluun)) {

kokeiltava_lambda <- lambdat_kokeiluun[1]

# Mallil

set.seed (NULL)
set.seed(seed_luku)

map <- optimizing(lasso_stan,

data = list(x_train = x_train_z,
n = nrow(x_train_z),
p = ncol(x_train_z),
y_train = y_train_vector,
lambda = kokeiltava_lambda,
sigma_e = sigma)
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# Malli2
frekl <- glmnet(x = as.matrix(x_train_z),
y = as.matrix(y_train_z),
family = ’gaussian’,
alpha = 0,
intercept = FALSE,
lambda = kokeiltava_lambda / nrow(x_train_z))

# Malli3 <-

frek2 <- lars(x = as.matrix(x_train_z),
y = as.matrix(y_train_z),
type = "lasso",

normalize = FALSE,
intercept = FALSE)

# Virhe

lasso_virhe_map_vs_glmnet[1] <- RMSE(as.matrix(freki$beta), as.matrix(map$par) )

lasso_virhe_map_vs_lars[1] <- RMSE( as.matrix(predict.lars(frek2, type = "
coefficients", mode = "lambda", s = kokeiltava_lambda)$coefficients), as.matrix
(map$par) )

lasso_virhe_glmnet_vs_lars[l] <- RMSE( as.matrix(predict.lars(frek2, type = "
coefficients", mode = "lambda", s = kokeiltava_lambda)$coefficients), as.matrix
(freki$beta) )

sqrt (mean(lasso_virhe_map_vs_glmnet~2))
sqrt (mean(lasso_virhe_map_vs_lars~2))
sqrt (mean(lasso_virhe_glmnet_vs_lars~2))
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Liite B Stan-koodi

// Harjaregressio: ridge_stan.stan
data {

int<lower=0> n;

int<lower=0> p;

matrix[n, pl x_train;

vector [n] y_train;

real<lower=0> lambda;

real<lower=0> sigma_e;

}

parameters {
vector [p] beta;

}

model {
beta ~ normal(0, sqrt( sigma_e~2 / lambda ) );
y_train ~ normal(x_train * beta, sigma_e);

}

// Lasso: lasso_stan.stan

data {
int<lower=0> n;
int<lower=0> p;
matrix[n, p] x_train;
vector [n] y_train;
real<lower=0> lambda;
real<lower=0> sigma_e;

}

parameters {
vector [p] beta;

}

model {
beta ~ double_exponential (0, ( (2 * (sigma_e)~2 ) / lambda ) );
y_train ~ normal(x_train * beta, sigma_e);

}
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